Instituto de Ciéncias Matematicas e de Computacao

ISSN - 0103-2585

Uma Introducgao ao Aprendizado Simbdlico de Maquina por Exemplos

Maria Carolina Monard
Gustavo E. de Almeida Prado Alves Batista
Sandra Kawamoto
Jaqueline Brigladori Pugliesi

Ne 29

NOTAS DIDATICAS DO ICMC

Sao Carlos

Outubro/1997



Uma Introducao ao Aprendizado Simbdlico de
Maquina por Exemplos*

Maria Carolina Monard
Gustavo E. de Almeida Prado Alves Batista
Sandra Kawamoto
Jaqueline Brigladori Pugliesi

Universidade de Sao Paulo/ILTC
Instituto de Ciéncias Matematicas de Sao Carlos
Departamento de Ciéncias de Computagao e Estatistica

Caixa Postal 668, 13560-970 - Sao Carlos, SP, Brasil

e-mail: {mcmonard,gbatista,jbpuglie }@icmsc.sc.usp.br

Resumo

Aprendizado de Mdquina — AM — é uma importante drea em Inteligéncia Ar-
tificial ja que a capacidade de aprender é essencial para um comportamento
inteligente. A drea de AM estuda métodos computacionais apropriados pa-
ra a aquisicao de novos conhecimentos, novas habilidades e novas formas de
organizacao do conhecimento ja existente.

Este trabalho didatico tem como objetivo contextualizar os diversos para-
digmas de Aprendizado de Mdquina bem como descrever algumas imple-
mentacgoes de algoritmos de Aprendizado Simbdlico de Maquina por exem-
plos. Nessas implementagoes é dada énfase & compreensao e solugiao dos
problemas que eles resolvem e nao, necessariamente, 4 eficiéncia das imple-
mentacoes.
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1 Introducao

Aprendizado de Médquina — AM — é uma sub-drea de pesquisa muito importante em
Inteligéncia Artificial — IA —, pois a capacidade de aprender é essencial para um com-
portamento inteligente. AM estuda métodos computacionais para adquirir novos co-
nhecimentos, novas habilidades e novos meios de organizar o conhecimento ja existente.
O estudo de técnicas de aprendizado baseado em computador também pode fornecer
um melhor entendimento de nosso préprio processo de raciocinio.

Uma das criticas mais comuns & A é que as mdquinas 86 podem ser consideradas
inteligentes quando forem capazes de aprender novos conceitos e se adaptarem a novas
situacoes, em vez de simplesmente fazer o que lhes for mandado. Nao hd muita duvida
de que uma importante caracteristica das entidades inteligentes é a capacidade de
adaptar-se a novos ambientes e de resolver novos problemas. E possivel incorporar tais
habilidades em programas? Ada Augusta, uma das primeiras filésofas em computacao,
escreveu

A Méquina Analitica (Analytical Engine) ndo tem qualquer pretensdo de
originar nada. Ela pode fazer qualquer coisa desde que nds saibamos como
mandd-la executar.

Esse comentario foi interpretado por vérios criticos de IA como uma indicacio de que
os computadores nao sao capazes de aprender. Entretanto, nada impede que digamos
a um computador como interpretar as informacées recebidas, de uma maneira que
melhore gradualmente seu desempenho.

Em vez de perguntar antecipadamente se é possivel ou nao que os computadores “apren-
dam”, é muito mais esclarecedor tentar descrever exatamente a quais atividades nos
referimos quando falamos em “aprender’e quais mecanismos podem ser usados para
que seja possivel executar essas atividades.

Este trabalho tem como objetivo contextualizar o Aprendizado de Maquina, bem como
descrever algumas implementacgoes de algoritmos de AM. Deve ser salientado que na
implementacao desses algoritmos é dada énfase & compreensao e solucao de problemas
que eles resolvem e n&o, necessariamente, a eficiéncia das implementacoes.

O trabalho estd organizado da seguinte forma: na secao 2 sdo descritas algumas ca-
racteristicas de aprendizado humano e de Aprendizado de Maquina. Na secdo 3 sdo
apresentados brevemente alguns dos paradigmas mais difundidos de AM. Na secio 4
é discutida uma classificacdo das estratégias de AM. A secdo b trata de argumentos
dedutivos e indutivos. Na secao 6 é descrito aprendizado por analogia e um algoritmo
para resolver alguns problemas de analogia é apresentado em detalhe. A secio 7 descre-
ve mais formalmente Aprendizado de Mdquina indutivo e na se¢ao 8 sdo apresentados
dois algoritmos de AM por exemplos. Na secdo 9 é discutido aprendizado utilizando
arvores de decisao; o algoritmo geral para construir arvores de decisao na forma “top
down” € apresentado junto com a implementacao. Finalmente, na secao 10 sao apre-



sentas as conclusoes deste trabalho bem como vérios sites, na Web, relacionados com
Aprendizado de Mdquina.



2 Aprendizado

Segundo Herbert Simon [Simon 83]

Aprendizado denota mudancgas no sistema, que sdo adapldveis no sentido
de que elas possibilitam que o sistema faca a mesma tarefa ou tarefas sobre
uma mesma populacdo, de uma maneira mais eficiente a cada vez.

Definida dessa maneira, o aprendizado abrange uma ampla escala de fenomenos. Em
uma extremidade do espectro esta o refinamento de habilidades. Em geral, as pessoas
melhoram a execugdo de tarefas através da pratica. Usualmente, quanto mais uma pes-
soa anda de bicicleta ou joga ténis, melhor fica seu desempenho. Na outra extremidade
do espectro estd a aquisicdo de conhecimentos. Sistemas de A dependem fortemente
de conhecimento que é normalmente adquirido através da experiéncia.

O estudo e a atividade de modelar o processo de aprendizado e suas multiplas manifes-
tagoes sdo as principais metas de AM. Sistemas de AM sao aqueles capazes de extrair
conhecimento de novos dados. Eles devem ter a habilidade de nao apenas adquirir
conhecimento de forma acumulativa, mas também de absorvé-lo.

2.1 Caracteristicas do Aprendizado Humano

O homem é capaz de aprender habilidades motoras e cognitivas. A visao é o principal
meio para adquirir habilidades motoras, mas mesmo se nao tivermos a visao, nés ain-
da somos capazes de aprender as mesmas habilidades motoras. A linguagem é muito
importante na aquisicdo de habilidades cognitivas. A fala é uma caracteristica parti-
cular do homem, apesar de néo ser inata: a fala tem que ser aprendida. Aprendizado
é a chave da superioridade da inteligéncia humana. Um aumento significativo da in-
teligéncia da maquina sera resultado do aumento das capacidades de aprendizado da
mesma. Aprendizado é a esséncia da inteligéncia.



2.2 Aprendizado de Maquina

Aprendizado de Mdquina é fundamental em [A e sua metodologia tem se desenvolvido
de acordo com os principais interesses do ramo. Em resposta as dificuldades de codifi-
car volumes de conhecimento sempre crescentes em modernos sistemas de [A, muitos
pesquisadores tém voltado sua atencéo para AM como meio de vencer o gargalo da
aquisicao de conhecimento.

O processo de aprendizado inclui a aquisicao de novos conhecimentos, o desenvolvimen-
to das habilidades motoras e cognitivas através de instrucao e pratica, a organizacgao
de novos conhecimentos em geral ou formas efetivas de representar o conhecimento, e
a descoberta de novos fatos e teorias por meio de observagoes e experimentacoes. O
estudo e a modelagem computacional dos processos de aprendizado em suas muiltiplas
manifestagdes constituem o principal objetivo do AM.

A habilidade de aprender por observacio e experiéncia parece ser crucial para qualquer
criatura inteligente. E dificil dar uma defini¢do geral sobre aprendizado, mas comecemos
com a seguinte

Aprendizado € a habilidade de aperfeicoar-se em uma determinada questdo.

Por exemplo, a questdo pode ser reconhecer uma determinada fisionomia, fazer um
prognostico temporal, ou obter a derivada de uma fungao. Essa definicdo é compor-
tamental na medida que o ator da questao é como uma caixa preta, julgando o seu
desempenho apenas pelo seu exterior. Faremos aqui uma suposigao adicional de que o
ator consiste de um Motor de Inferéncia procedimental e uma Base de Conhecimento
declarativa, e que o seu desempenho é aperfeicoado melhorando a Base de Conheci-
mento ao invés do Motor de Inferéncia. Por exemplo, o conhecimento necessdrio para
reconhecer fisionomias pode ser expresso em termos de regras de classificacao, listando
as caracteristicas de uma fisionomia especifica; a habilidade de reconhecer fisionomias
pode ser aperfeicoada melhorando as regras de classificacao. Nesse ponto de vista

Aprendizado € a habilidade de adquirir novos conhecimentos.

Nem todos os paradigmas de AM realizam tal separacdo entre o conhecimento e o
motor de inferéncia, como exemplo pode-se citar as redes neurais. Esse paradigma é
brevemente decrito na secao 3.4.



3 Paradigmas de Aprendizado de Maquina

Atualmente ja foram propostos diversos paradigmas de AM. Esta secao procura apre-
sentar brevemente alguns desses paradigmas, tais como o paradigma simbdlico, es-
tatistico, Instance-based, conexionista e genético.

3.1 Paradigma Simbdlico

Os sistemas de aprendizado simbélico buscam aprender construindo representacoes
simbdlicas de um conceito através da analise de exemplos e contra-exemplos desse con-
ceito. As representactes simbdlicas estao tipicamente na forma de alguma expressio
légica, arvore de decisao, regras de produgao ou rede semantica.

Atualmente, entre as representagoes simbolicas mais estudadas estéo as drvores e regras
de decisdo. E atribuido a Morgan e Messeger [Morgan 73|, o desenvolvimento original
do programa para a inducgao de arvores de decisao. Métodos de indugao de arvores de
decisao a partir de dados empiricos, conhecido como particionamento recursivo, foram
estudados por pesquisadores da drea de Inteligéncia Artificial e Estatistica. Os siste-
mas ID3 [Quinlan 86] e C4 [Quinlan 87b] para indugdo de arvores de decisao tiveram
uma importante contribuigdo sobre a pesquisa em Inteligéncia Artificial. O sistema
de classificagdo de drvores de regressdo [Breiman 84| foi desenvolvido por estatisticos,
durante praticamente o mesmo periodo que o ID3, no final dos anos 70.

Os trabalhos com inducao de regras de decisao surgiram com a simples traducdo das
arvores de decisao para regras, com a poda realizada sobre as regras, tal abordagem
surgiu em [Quinlan 87a, Quinlan 87b]. Posteriormente, foram criados métodos que
induziam regras diretamente a partir dos dados, um exemplo deste trabalho pode ser
encontrado em [Michalski 86].

Discutir métodos e técnicas de aprendizado simbdlico é o maior objetivo deste trabalho,
dessa forma aprendizado simbélico é melhor detalhado nas secbes seguintes.

3.2 Paradigma Estatistico

Pesquisadores em estatistica tém criado muitos métodos de classificacao, muitos deles
semelhantes aos métodos empregados em aprendizado de maquina. Por exemplo, o
método CART [Breiman 84], um sistema muito conhecido para montar arvores de de-
cisdo, foi desenvolvido por estatisticos. Como regra geral, técnicas estatisticas tendem a
focar tarefas em que todos os atributos tém valores continuos ou ordinais. Muitos deles
também sao paramétricos, assumindo alguma forma de modelo, e entao encontrando
valores apropriados para os parametros do modelo a partir de dados. Por exemplo,
um classificador linear assume que classes podem ser expressas como combinagao linear
dos valores dos atributos, e entao procurar uma combinacao linear particular que for-
nece a melhor aproximagao sobre o conjunto de dados. Os classificadores estatisticos



freqiientemente assumem que valores de atributos estdo normamente distribuidos, e
entao usam os dados fornecidos para determinar média, variancia e co-variancia da
distribuicao.

Alguns autores tém considerado redes neurais como métodos estatisticos paramétricos
uma vez que treinar uma rede neural geralmente significa encontrar valores apropriados
para pesos e bias pré-determinados.

3.3 Paradigma Instance-based

Uma forma de classificar um caso é lembrar de um caso similar cuja classe é conhecida
e assumir que o novo caso terd a mesma classe. Esta filosofia exemplifica os sistemas

instance-based, que classificam casos nunca vistos através de casos similares conhecidos
[Quinlan 88|.

As caracteristicas principais dos sistemas instance-based sao

e Quais casos de treinamento devem ser lembrados? Se todos os casos forem memo-
rizados, o classificador pode se tornar lento e dificil de manusear. O ideal é reter
casos prototipicos que juntos resumem toda a informagdo importante, esta abor-
dagem pode ser observada em livros médicos e legais. Em [Aha 91| estdo descritas
algumas estratégias para decidir quando um novo caso deve ser memorizado.

e Como deve ser medida a similaridade entre os casos? Se todos os atributos forem
continuos, pode-se calcular a distancia entre dois casos como a raiz quadrada da
soma dos quadrados da diferenca dos atributos. Quando alguns atributos nao sao
ordinais, esta interpretacdo de distancia se torna mais problemdtica. Além do
mais, se existem muitos atributos irrelevantes, dois casos similares podem apa-
rentar serem muito diferentes pois eles possuem valores diferentes em atributos
sem importancia. Em [Stanfill 86] foi desenvolvido um método sensivel ao con-
texto para alterar a escala dos atributos de forma que as medidas de distancia
fiquem mais robustas.

e Como um novo caso deve ser relacionado com casos armazenados? Existem duas
alternativas que sao usar um simples caso armazenado o qual é o mais préximo
do novo caso, ou usar varios casos levando-se em consideragao os diferentes graus
de similaridade entre cada caso.

3.4 Paradigma Conexionista

Redes neurais sao construgoes matematicas relativamente simples que foram inspiradas
no modelo biolégico do sistema nervoso. Sua representagao envolve unidades altamente
interconectadas, no qual o nome conexionismo é utilizado para descrever a area de
estudo.



A metafora biolégica com as conexées neurais do sistema nervoso tem interessado mui-
tos pesquisadores, e tem fornecido muitas discussoes sobre os méritos e as limitacoes
dessa abordagem de aprendizado. Em particular, as analogias com a biologia tém leva-
do muitos pesquisadores a acreditar que as redes neurais possuem um grande potencial
na resolucao de problemas que requerem intenso processamento sensorial humano, tal
como visao e reconhecimento de voz.

As pesquisas em redes neurais foram iniciadas com o trabalho pioneiro de McCulloch
e Pitts em [McCulloch 43]. McCulloch era um psiquiatra e pesquisou por 20 anos uma
forma de representar um evento no sistema nervoso. Pitts era um jovem pesquisador e
comegou a trabalhar com McCulloch em 1942. Praticamente 15 anos apés a publicacao
de McCulloch e Pitts, Rosenblatt em [Rosenblatt 58] apresentou o perceptron, cuja
grande contribuicao foi a prova do teorema de convergéncia. Mas no livro Perceptrons,
[Minsky 69|, Minsky e Papert demonstraram a existéncia de limites fundamentais nos
perceptrons de uma camada. A pesquina na drea ficou praticamente estatica até que
Hopfield em [Hopfield 82| utilizou a idéia de uma fungéo de energia para formular uma
nova forma de compreender os calculos realizados em redes recorrentes com conexoes
sinapticas simétricas.

Talvez mais que qualquer outra publicagdo, o artigo de Hopfield em 1982 e o livro de
Rumelhart e McLelland [Rumelhart 86| foram as publicagbes que mais influenciaram
para o resurgimento do interesse sobre redes neurais na década de 80. Redes neurais
tiveram um longo caminho desde McCulloch e Pitts, e continuarao a crescer em teoria,
projetos e aplicagoes [Haykin-94].

3.5 Paradigma Genético

Este formalismo de classificagdo é derivado do modelo evolucionario de aprendizado
[Holland 86]. Um classificador genético consiste de uma populacdo de elementos de
classificacao que competem para fazer a predicao. Elementos que possuem uma perfor-
mance fraca sao descartados, enquanto os elementos mais fortes proliferam, produzindo
variacoes de si mesmos. Iste paradigma possue uma analogia direta com a teoria de
Darwin, onde sobrevivem os mais bem adaptados ao ambiente. Segundo [Freitas 92]

Um algoritmo genético é um procedimento iterativo que mantém uma popu-
lagao de individuos, cada um dos quais é um candidato a solucdo de algum
problema especifico. A cada iteragio (denominada gerag¢ao), os individuos
da populagao atual sao avaliados quanto a sua aptidao para a solugao do pro-
blema. Com base nessas avaliagdes aplicam-se alguns operadores genéticos
aos individuos, formando-se uma nova populacao, que substituird a popu-
lacao atual. Isto € feito de modo que, quanto maior a aptidio de um in-
dividuo da populacdo atual, maior a sua influéncia na formacao dos in-
dividuos da nova geragao. Assim, com o passar do tempo, a selecao natural
tende a fazer com que a populacdo seja formada por individuos cada vez
melhores (solugoes cada vez mais prézimas da solugdo dtima para o proble-



ma). Como critério de parada do algoritmo genético, geralmente define-se
um limite no numero de geragcoes. Dentre os individuos da ultima geragao,
aqueles mais aptos representam a melhor solucao encontrada pelo algoritmo.
Pode-se também especificar que o algoritmo encerrard quando for gerado al-
gum individuo que satisfaca alguma condicdo minima de aptidao.

Alguns operadores genéticos basicos que aplicados a populacéo geram novos individuos
sao discutidos a seguir. Esses operadores sao denominados

1. Reproducao
2. Cruzamento
3. Mutagao

4. Inversao

1. Reproducdo. E a quantidade de cépias que um individuo produz, proporcional &
sua aptidao. Essas copias serao submetidas a agao de outros operadores genéticos
na geracao de novos individuos.

2. Cruzamento!. E a troca de material genético entre individuos. Por exemplo,
considerando os seguintes individuos representados por uma cadeia de simbolos
de comprimento 6

Individuo 1: [l 22 23 x4 x5 af|

Individuo 2: |y1 y2 y3 y4 y5 yb|

aplicando o operador de cruzamento na sexta posigao, sao gerados os seguintes
novos individuos

Individuo 3: [l 22 23 x4 x5 y6 |

Individuo 4: [y y2 y3 y4 y5 x6 |

3. Mutacdo. Como em Biologia, a mutagao, geralmente, é importante para uma
espécie sobreviver. Aplicada aos algoritmos genéticos, a mutagao modifica o valor
de uma posicao aleatéria da cadeia de simbolos que representa o individuo.

Por exemplo, dado um individuo representado por uma cadeia de simbolos bina-
rios

Individuo 1: [0 100101 0]

TCrossover



aplicando o operador de mutacao na quarta posi¢ao da cadeia é gerado o seguinte
individuo

Individuo 2: [0 101 1010]

A vantagem deste operador é que a probabilidade de pesquisar pela solucao de
um problema em qualquer regiao do espago nunca sera zero, virtude que os outros
operadores nao possuem.

4. Inversdo. E a troca de simbolos na cadeia que representa o individuo. Simbolos
em posicoes mais proximas tém maior probabilidade de serem rearranjados dentro
da cadeia.

Por exemplo, dado o Individuo 1, o operador de inversdo (posicoes 3 e 5) gera o
Individuo 2

Individuo 1: |$1 2 x3 x4 xb =6 |

Individuo 2: |$1 x2 x5 x4 x3 6 |

Segundo [De Jong 88| os algoritmos genéticos é uma técnica utilizada para solucionar
problemas de otimizacao e de aprendizado de méaquina, utilizando simulacoes e regras
probabilisticas (e ndo deterministicas). O sistema trabalha na forma de tentativa e
erro com alguma forma de retroalimentagao do erro, onde consequentemente “aprende”
solucbes melhores para os problemas. O algoritmo nem sempre encontra uma solucao
correta, mas procura adquirir novos conhecimentos e chegar o mais préximo possivel
da solucao.



4 Classificagao das Estratégias de Aprendizado de Maqui-
na

Em qualquer processo de aprendizado, o aprendiz usa o conhecimento que possui para
obter novo conhecimento. Este novo conhecimento é entao lembrado para uso posterior.
O aprendizado de um novo conceito pode ser realizado de varias maneiras.

O tipo de inferéncia que um estudante desempenha sobre as informacoes disponiveis
define uma estratégia de aprendizado e pode constituir um bom critério de classificacao
dos processos de aprendizado de maquina.

As estratégias bdsicas de aprendizado de conceito sdo apresentadas a seguir em ordem
crescente de complexidade de inferéncia desempenhada pelo aprendiz. De modo geral,
essa ordem reflete uma dificuldade crescente para o aprendiz aprender um conceito bem
como a dificuldade decrescente para o instrutor ensinar o conceito, como mostrado na
Figura 1.

Complexidade de
Inferéncia

l (>)

Aprendizado por Hébito

Aprendizado por Instrugao

Estratégias
de Aprendizado por Dedugao

Aprendizado

Aprendizado por Analogia

Aprendizado por Indugao

Figura 1: Classificacao das Estratégias de AM

Deve-se notar que essa classificacdo aplica-se nao somente ao aprendizado de concei-
tos, mas também a qualquer modo de adquirir conhecimento. A seguir séo discutidas
brevemente cada uma dessas estratégias basicas de aprendizado.
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4.1 Aprendizado por Habito

Nesse tipo de aprendizado, o aprendiz nao precisa desempenhar nenhuma inferéncia
sobre a informacdo fornecida. O conhecimento é diretamente assimilado pelo apren-
diz. Essa estratégia inclui o aprendizado por memorizacao direta de descricoes de um
conceito. Por exemplo, em AM, essa estratégia é empregada quando um algoritmo
especifico para reconhecer um conceito é programado em um computador, ou quando
é construida uma base de dados fatuais sobre o conceito.

4.2 Aprendizado por Instrucao

Aqui, o aprendiz adquire conceitos de uma fonte, como por exemplo, um professor,
uma publicacao ou um livro texto, mas nao copia diretamente a informacao fornecida
para a memdria. O aprendizado engloba a selegdo dos fatos mais relevantes e/ou a
transformacao da informacao fonte em formas mais apropriadas.

4.3 Aprendizado por Deducao

Deducgéo é definida como inferéncia logicamente correta, isto €, a conclusao obtida
de véarias premissas iniciais verdadeiras sempre preserva a verdade. A inferéncia atua
somente nas informagoes contidas no conhecimento, nada além disso [Raggett 92].

No Aprendizado por Deducgdo, o aprendiz adquire um conceito através de deducio
sobre o conceito ja adquirido. Isto é, essa estratégia inclui qualquer processo no qual o
conhecimento aprendido é o resultado de uma transformacao sobre um conhecimento
ja possuido, que preserva veracidade. FEm geral, no aprendizado dedutivo realiza-se
uma sequéncia de deducoes ou célculos sobre a informagdo presente, memorizando o
resultado. Uma forma de deducéo é o Aprendizado Baseado em Explicacio — ABE —
que transforma a definicdo de um conceito para uma definicdo operacional utilizando
um exemplo como guia. ABE é descrito em detalhes em [DeJong 86].

4.4 Aprendizado por Analogia

Nessa estratégia, o aprendiz adquire um novo conceito modificando a definicao de um
conceito semelhante ja conhecido. Em vez de formular ao acaso uma regra para um
novo conceito, adapta-se uma regra existente modificando-a apropriadamente para que
possa ser aplicada ao novo conceito. Por exemplo, se alguém tem o conceito de uma
laranja, o aprendizado do conceito de uma tangerina pode ser muito simples, apenas
notando as semelhancas e as diferencas entre as duas.

O Aprendizado por Analogia pode ser visto como a combinagao do aprendizado indutivo
com o dedutivo. Através de inferéncia indutiva, determinam-se caracteristicas gerais
unindo os conceitos que estao sendo comparados. Depois, por inferéncia dedutiva e
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a partir dessas caracteristicas, determina-se o conceito a ser aprendido. Esse tipo de
aprendizado é melhor descrito na secao 6, pg. 17.

4.5 Aprendizado por Inducao

A habilidade dos seres humanos de fazer generalizacGes a partir de alguns fatos, ou
descobrir padroes em colecoes de observacoes aparentemente cadticas, é atingida através
do aprendizado por inducao.

Inducéo é a forma de inferéncia logica que permite que conclusoes gerais sejam obtidas
de exemplos particulares. E caracterizado como o raciocinio que parte do especifico
para o geral, do particular para o universal, da parte para o todo. No Aprendizado por
Inducéo, o aprendiz adquire um conceito fazendo inferéncias indutivas sobre os fatos
apresentados. Hipéteses geradas pela inferéncia indutiva podem ou nao preservar a
verdade.

A seguir é abordado o problema de indugéo légica, suas caracteristicas e diferencas em
relagdo a deducao légica. Ambos os conceitos sdo de fundamental importancia para a
compreensao de aprendizado indutivo e dedutivo.
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5 Deducao e Inducao

A légica trata de argumentos e inferéncias. Um de seus propédsitos basicos é apresentar
métodos capazes de identificar os argumentos logicamente validos. Um argumento
é uma colecao de enunciados que estao relacionados uns com os outros. Um desses
enunciados é a conclusao e o restante, um ou mais, constituem a evidéncia corroborativa
e sao chamados de premissas.

Considere o seguinte exemplo de argumento légico, independentemente dos estudantes
de Ciéncia de Computacao — CC — gostarem ou nao de Inteligéncia Artificial.

Todos os estudantes de CC gostam de 1A
Sandra é uma estudante de CC
Sandra gosta de 1A

Nesse caso, o argumento é formado por trés enunciados. Os dois primeiros enunciados
s&o as premissas e o terceiro é a conclusao. No que segue, os argumentos sao apresen-
tados de uma forma padronizada, escrevendo as premissas em primeiro lugar e a seguir
a conclusao, identificando-a com o simbolo —.

Todos os estudantes de CC gostam de 1A
Sandra é uma estudante de CC
— Sandra gosta de IA

Em geral, os argumentos légicos sao divididos em duas grandes classes

1. argumentos dedutivos e

2. argumentos indutivos

Exemplo de argumento dedutivo

Todo mamifero tem coracgdo
Todos os felinos sdo mamiferos
— Todos os felinos tém coragdo

Exemplo de argumento indutivo

Todos os felinos que foram observados tinham coracao.
— Todos os felinos tém cora¢ao.
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Ha certas caracteristicas bésicas, discutidas a seguir, que distinguem argumentos de-
dutivos de argumentos indutivos.

5.1 Argumentos Dedutivos

O argumento dedutivo destina-se a deixar explicito o conteido das premissas, enquanto
que o argumento indutivo destina-se a ampliar o alcance de nossos conhecimentos. A
relacao que hd entre a generalizac@o cientifica e a observagao de evidéncias é de tipo
indutivo.

A validade de um argumento dedutivo depende, exclusivamente, da relagido que se es-
tabelece entre as premissas e a conclusao. Dizer que um argumento dedutivo é valido
significa dizer que as premissas estao de tal modo relacionadas com a conclusao que a
conclusao é verdadeira quando as premissas sao verdadeiras. Validade é uma proprie-
dade dos argumentos — que sao uma colegao de enunciados — e nao uma propriedade
dos enunciados isoladamente considerados. Verdade, por outro lado, é uma propriedade
de enunciados isolados, nao de argumentos.

5.2 Argumentos Indutivos

Os argumentos indutivos, ao contrario do que sucede com os dedutivos, levam a con-
clusoes cujos conteudos excedem os das premissas. Inducédo é a forma de inferéncia
légica que permite que conclusoes gerais sejam obtidas de exemplos particulares. D)
caracterizada como o raciocinio que parte do especifico para o geral, do particular para
o universal, da parte para o todo. Hipoteses geradas pela inferéncia indutiva podem
ou nao preservar a verdade. E esse traco caracteristico da indugao que torna os argu-
mentos indutivos indispensaveis para a fundamentacao de uma significativa porcao de
nossos conhecimentos. Entretanto, é esse mesmo fato que levanta questoes extrema-
mente complicadas, dificultando a andlise de resultados obtidos com auxilio de métodos
indutivos.

Ao contrario do que sucede com um argumento dedutivo e valido, um argumento induti-
vo e correto pode, perfeitamente, admitir uma conclusao falsa, ainda que suas premissas
sejam verdadeiras. Mesmo nao podendo garantir que a conclusao de um argumento se-
ja verdadeira quando as premissas sao verdadeiras, pode-se afirmar que as premissas
de um argumento indutivo correto sustentam ou atribuem certa verossimilhanga a sua
conclusao. Quando as premissas de um argumento indutivo sao verdadeiras, o melhor
que pode ser dito é que a sua conclusao é provavelmente verdadeira. Uma excecao disso
é a indugao matematica. Em um argumento matematico indutivo correto, partindo de
premissas verdadeiras obtem-se, invariavelmente, conclusoes verdadeiras.

Ha certos enganos que podem tornar os argumentos indutivos completamente intiteis ou
intuteis de um ponto de vista pratico. Enganos desse género sao denominados faldcias
indutivas. Quando um argumento indutivo é falaz, as premissas ndo sustentam a con-
clusao. Entre os argumentos indutivos corretos, porém, pode-se cogitar um grau de
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sustentacio ou de apoio. As premissas de um argumento indutivo correto podem tor-
nar a conclusao extremamente provavel, moderadamente provavel ou provavel com
certo grau de certeza.

Ha uma segunda diferenca entre os argumentos indutivos e os dedutivos. Dado um
argumento dedutivo valido, é possivel acrescentar novas premissas, colocando-as com as
ja existentes, sem afetar a validade do argumento. Em contraste, o grau de sustentagao
que as premissas de um argumento indutivo conferem a conclusio pode ser alterado
por evidéncias adicionais, acrescentadas ao argumento sob a forma de novas premissas
que figurem ao lado das premissas inicialmente consideradas. Como a conclusao de
um argumento indutivo pode ser falsa mesmo quando as premissas forem verdadeiras,
a evidéncia adicional, admitindo que relevante, pode nos capacitar a determinar, com
mais precisiao, se a conclusao é de fato verdadeira. A evidéncia adicional pode afetar o
grau de sustentacao da conclusao.

5.3 Relacao entre Inducao e Dedugao

As inferéncias feitas pelos métodos de inducao e deducéao relacionadas com aprendiza-
do necessitam, em sua base, de um conhecimento de fundo. O conhecimento de fundo
contém conceitos gerais e especificos do dominio para interpretar as premissas na reali-
zacao da tarefa de inferéncia. Isto inclui conceitos aprendidos anteriormente, restrigoes
do dominio, hipéteses candidatas, metas a serem inferidas, métodos para avaliar as
hipéteses candidatas, etc. A relagao entre os métodos de inducio e deducgéo é mostrada
na Figura 2 [Michalski 87].

Premissas Indugao "y
Assercoes Hipdteses
y . - Regras
Fatos Dedugao

Conhecimento de Fundo

Figura 2: Relacao entre Dedugao e Inducao

A Tabela 1 mostra um resumo das caracteristicas basicas que distinguem os argumentos
dedutivos dos indutivos [Castineira 90].
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Argumentos Dedutivos

Argumentos Indutivos

Se todas as premissas forem verdadei-
ras, a conclusao sera verdadeira.

Toda a informagéo do conteudo factual
da conclusao ja esta, pelo menos impli-
citamente, nas premissas.

Se todas as premissas forem verdadei-
ras, a conclusao serd provavelmente
verdadeira — mas nao necessariamente
verdadeira — com excecao dos argu-
mentos matematicos indutivos.

A conclusao contém informacéo que ex-
cede a das premissas.

Tabela 1: Argumentos Dedutivos versus Indutivos
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6 Aprendizado por Analogia

O Aprendizado Analégico consiste, basicamente, na transferéncia de conhecimento de
como realizar uma tarefa bem compreendida a outra menos compreendida. E dificil
ensinar a um programa de [A que nfo possui a capacidade de fazer analogias. Nossa
linguagem e raciocinio estao carregados de analogias. Na maioria das vezes, soluciona-
mos problemas fazendo analogias com situacoes ja conhecidas. Por exemplo, considere
as seguintes sentencas

Marcelo parece uma chaminé (Marcelo fuma muito)

Fernanda é um palito (Fernanda é muito magra)

Aparentemente, cada uma dessas sentengas mistura conceitos que nao possuem relagio.
Entretanto, por tras de cada um desses exemplos ha um mapeamento complicado entre
os objetos Marcelo e chaminé bem como Fernanda e palito. Por exemplo, para entender
a segunda sentenca deve ser feito o seguinte

1. pegar uma propriedade chave de palito, seja “ser fino”

2. perceber que hd uma analogia entre ‘magreza’ e “ser fino”

Esta tarefa nao é facil. O espago de possiveis analogias é muito grande. N&o estamos
interessados em considerar situagoes do tipo

Fernanda é um palito porque é de madeira

Assim, dadas duas ou mais situacdes, a dificuldade estd em distinguir quais aspectos sdo
semelhantes e quais nao. Existem dois métodos de solugao de problemas por analogia
estudados em TA

1. analogia transformacional e

2. analogia derivacional.

discutidos a seguir.

6.1 Analogia Transformacional e Derivacional

Na Analogia Transformacional, a idéia é transformar a solugao de um problema anterior
em solu¢do do problema atual. Carbonell [Carbonell 83] descreve um método para
transformar solugdes antigas em solugoes novas da seguinte forma — Figura 3 [Rich 93].

17



Problema
Problema O Solucionado
Novo Anteriormente
Solugao para Solugao para
o Novo o Problema
Problema Transformar Antigo

Figura 3: Analogia Transformacional

Solugoes completas sao vistas como estados em wm espago de problemas cha-
mado espaco 1. Operadores T prescrevem métodos para transformar uma
solugdo (estado) em outra. O raciocinio por analogia transforma-se em
uma busca no espaco T: a partir de uma solugao antiga, usamos a andlise
de meios-fins (ou algum outro método) para encontrar uma solugdo para o
problema atual.

Note que esse tipo de analogia ndo analisa como o problema foi resolvido, e sim, apenas
a solucao final. Entretanto, nem sempre é suficiente sé a analise da solucao final.

Na Analogia Derivacional, leva-se em consideracdo os passos utilizados para solucionar
um problema antigo — Figura 4. Seguem algumas definigbes [Rich 93].

Problema
Probl
ropiema A Solucionado
Novo .
Anteriormente
L /1 L .
Derivacao Nova [« q Derivagdo Antiga

Solugao para
o Novo

Problema

Solugao para
o Problema

Antigo

Figura 4: Analogia Derivacional
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e analogia derivacional: é o raciocinio analégico que leva essas historias em consi-
deracao.

Carbonell afirma que a analogia derivacional é um componente necessario na trans-
feréncia de habilidades (ou técnicas) em dominios complexos.

6.2 Dificuldades na Resolucao de Problemas Analogos

Em geral, uma dificuldade encontrada na resolucéo de problemas andlogos é que esse
tipo de mapeamento nao é unicamente invertivel — consequéncia do nao determinismo
da generalizacao. Dois exemplos para resolver problemas de geometria, encontrados
em [Anderson 83| e [Anderson 79| respectivamente, ilustram bem essa dificuldade. No
primeiro exemplo — Figura 5 — o aprendiz resolve o Problema 1.1, isto é, prova que
RN = OY, usando o seguinte argumento

RO = NY
ON = ON
RO+ON = ON+NY — RN =0Y

Problema 1.1 Problema 1.2
R O N Y A B C D
[ L L L [ L L L
Dado RO = NY Dado AB > CD
Prove RN = OY Prove AC' > BD

Figura 5: Problemas de Geometria com Segmentos

Quando ao mesmo aprendiz é apresentado o Problema 1.2, com base na resolucao do
Problema 1.1, o aprendiz faz o seguinte mapeamento

< =20
LT
vVoaw e

e tenta, por analogia, resolver o problema da seguinte forma
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AB > CD
BC > BC
FEntao ...

Esse raciocinio é logo descartado por absurdo — proveniente da correspondéncia entre
o sinal “=" e o “>”. Para chegar na solucao é necessario mapear somente “uma”
ocorréncia do sinal “=" no “>”. Assim como é dificil estabelecer as correspondéncias
vélidas em um mapeamento por analogia, é mais dificil ainda estabelecer a sua inversao
valida.

No segundo exemplo é apresentado ao estudante o mesmo Problema .1 — Figura b —e,
logo a seguir, o Problema II ilustrado na Figura 6. Nesse caso, a resolucao do problema
por analogia faz, diretamente, a correspondéncia de retas com angulos, bem como de
igualdade com congrueéncia

BAC = DAE
CAD = CAD
BAC + CAD = CAD 4+ DAE — BAD = CAE
Problema I1
B c
Dado BAC = DAE
D . -
Prove BAD = CAFE
A E

Figura 6: Problema de Geometria com Angulos
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6.3 ANALOGY

Um outro exemplo classico é o relacionado a questoes de analogia geométrica de testes
de inteligéncia, nos quais varias figuras sdo apresentadas ao aprendiz. Por exemplo —
veja Figura 7 — as figuras A, B e (' sdo escolhidas de uma lista de respostas possiveis
e a seguinte questao é colocada

A estd para B como C estd para ?

estd para i como v estd para

VA /N

1 2 3

Figura 7: Teste de Inteligéncia

As possiveis respostas sdo 1, 2 ou 3. O algoritmo simplificado para solucionar esse
problema é o seguinte

Encontrar uma regra que relaciona A com B
Aplicar a regra a C para obter a figura X
Encontrar X (ou semelhante) entre as possiveis respostas.

No problema ilustrado na Figura 7, pode ser observado que a posicao dos quadrados
e triangulos do tipo A das figuras A e B — dimensionados apropriadamente — esta
trocada. A resposta ébvia é trocar o quadrado e o triangulo do tipo V na figura C. A
figura resultante corresponde a resposta 2.

O programa ANALOGY de Evans, descrito a seguir, implementa na linguagem de
programacao 16gica Prolog! uma solucio simples para resolver o problema de analo-

Y As referéncias [Hogger 90, Kowalsky 79] sdo apropriadas para um estudo sobre programacao lgica.
Referente & linguagem Prolog, varios livros tém sido publicados, entre eles recomenda-se a leitura de
[Bratko 90, Marcus 86, O'Keefe 90, Rowe 88, Sterling 86, Shoham 94]. Diversos programas Prolog para
processamento de listas e 4rvores podem ser encontrados em [Monard 93a, Monard 93b.
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gia. Este programa soluciona questoes de analogia geométrica de testes de inteligéncia
semelhantes ao descrito anteriormente [Sterling 86].

6.3.1 Descricao da Implementacao

A implementacao do programa ANALOGY realizada — veja listagem na secio 6.3.3
pg. 26 — resolve o problema de analogia da Figura 7 e foi expandida para resolver
também os trés problemas ilustrados na Figura 8 pg. 22.

tDesdteQ
ados:
estéd para A como @ estéd para

Respostas
Possiveis

Respostas
Possiveis

tested
Dados: i i i i .
estéd para como esta para

tested
Dados:
estéd para como estéd para
H I
%{espostas
ossivels
O O O O
11 12 13 14 15

Figura 8: Trés Problemas de Analogia

Uma decisao fundamental é como representar as figuras. Nesta implementacdo, as
figuras sdo representadas como termos Prolog. Por exemplo, a figura A no diagrama
da Figura 7 representa um quadrado dentro de um triangulo; ela é representada pelo
termo

dentro(quadrado, triangulo)
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O procedimentos principal deste programa é

analogia(esta_para(A,B), esta_para(C,X), Respostas):-
casa(A,B,Regra),
casa(C,X,Regra),
membro (X,Respostas) .

Onde A, B e C sio as figuras sobre as quais se pretente realizar as analogias, e X é
uma variavel livre que ira instanciar com a figura resposta. Esta figura resposta deve
ainda pertencer a Resposta, pois se trata de um teste de muiltipla escolha.

A relacdo entre as figuras é encontrada pelo procedimento

casa(A, B, Operacao)

O procedimento casa é usado de duas maneiras distintas. Primeiramente, ele produz
uma operagao de casamento entre as duas figuras. Depois, dadas uma operacao e uma
figura, ele fornece uma outra figura que obedece a operacao de casamento. Esse pro-
cedimento, para os exemplos considerados — Figura 7 e 8 — esta definido da seguinte
forma

casa(dentro(Figl, Fig2), dentro(Fig2, Figl), inverte).
casa(lado_dir(Figl, Fig2), dentro(Figl, Fig2), centraliza).
casa(dentro(Figl, Fig2), dentro(nada, Fig2), apaga_dentro).
casa(dentro(nada, Fig, Fig), dentro(Fig, Fig, Fig), poe_dentro).

Observe que a funcéo de inverte é a de trocar as figuras. Finalmente, o procedimento
membro simplesmente verifica se a figura dada aparece na lista de respostas.

O Aprendizado por Analogia é muito 1til na resolucao de problemas. Entretanto,
para que a analogia possa ser estabelecida diretamente, os problemas precisam ser
suficientemente semelhantes. Se isto ndo ocorrer, esse tipo de aprendizado servird
apenas para fornecer idéias iniciais sobre um conceito ou solugao.
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6.3.2 Exemplo de Execucao

A fim de executar o programa, é necesséario fornecer os dados. Eles consistem de

1. a descrigao da figura original e

2. a descricao das possiveis respostas.

Nomeando o caso ilustrado na Figura 7 como testel e 0s casos ilustrados na Figura
8 como teste2, teste3 € tested respectivamente, a descrigido das figuras e possiveis res-
postas para cada um desses casos pode ser realizada através das seguintes clausulas
unitarias

e Dados para testet

figuras(testel, dentro(quadrado, triangulo), dentro(triangulo, quadrado),
dentro(circulo, quadrado)).
respostas(testel,
[dentro(circulo, triangulo), dentro(quadrado, circulo),
dentro(triangulo, quadrado)]).

e Dados para teste2

figuras(teste2, lado_dir(triangulo, quadrado), dentro(triangulo, quadrado),
lado_dir(quadrado, circulo)).
respostas(teste2,
[acima(quadrado, circulo), interior_dir(quadrado, circulo),
dentro(quadrado, circulo), dentro(quadrado, nada),
exterior_esq(quadrado, circulo)]l).

e Dados para teste3

figuras(teste3, dentro(triangulo, triangulo), dentro(nada, triangulo),
dentro(quadrado, circulo)).
respostas(teste3,
[dentro(circulo, circulo), dentro(quadrado, nada),
dentro(triangulo, circulo), dentro(nada, circulo),
dentro(nada, triangulo)]).

e Dados para teste4

figuras(teste4, dentro(nada,circulo,circulo), dentro(circulo,circulo,circulo),
dentro(nada, quadrado, quadrado)).
respostas(teste4,
[dentro(quadrado,nada,nada), dentro(quadrado,quadrado,nada),
dentro(quadrado, quadrado, quadrado), dentro(quadrado, nada, quadrado),
dentro(nada, nada, quadrado)]).

O procedimento teste(lome, X) definido como
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teste(llome, X):- figuras(liome, A, B, C),
respostas (llome, Respostas),
analogia(esta_para(A,B), esta_para(C,X), Respostas).

pode ser utilizado para executar um dos possiveis casos se o seu primeiro argumento
estiver instanciado com o nome do caso especifico, bem como para executar todos eles
se o seu primeiro argumento for uma varidvel livre. Segue o exemplo de execucao deste
ultimo caso.

?teste (llome, X).

Nome= testel
X= dentro(quadrado,circulo) ->;

Nome= teste2
X= dentro(quadrado,circulo) ->;

Nome= teste3
X= dentro(nada,circulo) ->;

Nome= tested

X= dentro(quadrado,quadrado,quadrado) ->;
no
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6.3.3 Listagem do Programa

RIIIIIIIIIIII 77777777 777777777777777700777777707777777777777777777777777777%
Y9) Para executar o programa: Y
%/ 7teste(Nome, X). A
%/  onde Nome pode ser testel, teste2, teste3 ou tested e X e’ a respostal,

RLIIIIIIII707777777770777777777777777777777777777777777777777777777777777%

Jxkkxkokkkkkxk PROGRAMA PARA SOLUCIONAR ANALOGIAS GEOMETRICAS sokskskskskoskkskskokky,
% A esta para B assim como C esta para qual das possiveis respostas?
analogia(esta_para(A,B), esta_para(C,X), Respostas):-
casa(A,B,Regra), % encontre uma regra que relacione A com B
casa(C,X,Regra), % aplique a mesma regra para C para dar a fig. X
membro (X,Respostas). % encontre X ou seu equivalente mais proximo
% entre as respostas

% Definicao de algumas regras
casa(dentro(Figl, Fig2), dentro(Fig2, Figl), inverte).
casa(lado_dir(Figl, Fig2), dentro(Figl, Fig2), centraliza).
casa(dentro(Figl, Fig2), dentro(nada, Fig2), apaga_dentro).
casa(dentro(nada, Fig, Fig), dentro(Fig, Fig, Fig), poe_dentro).

% Verifica se um Elemento e’ membro de uma lista
membro(Elemento , [Elemento|_]1).
membro (Elemento, [_|Caudal) : - membro(Elemento, Cauda).

Yk kkok Rk kk Rk Rk kR kR Rk kkkk TESTE E DADOS  #skkskskkskkskskkkokskkokok ok kodokkodkok o4k,
teste(llome, X):- figuras(liome, A, B, C),

respostas (llome, Respostas),

analogia(esta_para(A,B), esta_para(C,X), Respostas).

% A= quadrado dentro do triangulo
% B= triangulo dentro do quadrado
% C= circulo dentro do quadrado
figuras(testel, dentro(quadrado, triangulo), dentro(triangulo, quadrado),
dentro(circulo, quadrado)).

% A= triangulo no lado direito do quadrado
% B= triangulo dentro do quadrado
% C= quadrado no lado direito do circulo
figuras(teste2, lado_dir(triangulo, quadrado), dentro(triangulo, quadrado),
lado_dir(quadrado, circulo)).

% A= triangulo dentro do triangulo
% B= nada dentro do triangulo
% C= quadrado dentro do circulo
figuras(teste3, dentro(triangulo, triangulo), dentro(nada, triangulo),
dentro(quadrado, circulo)).

% A= nada dentro do circulo que esta dentro de outro circulo
% B= circulo dentro do circulo dentro do circulo
% C= nada dentro do quadrado que esta dentro de outro quadrado
figuras(teste4, dentro(nada,circulo,circulo), dentro(circulo,circulo,circulo),
dentro(nada, quadrado, quadrado)).
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% Respostas possiveis para cada teste

respostas(testel,
[dentro(circulo, triangulo),
dentro(quadrado, circulo),
dentro(triangulo, quadrado)]).

respostas (teste2,
[acima(quadrado, circulo),
interior_dir(quadrado, circulo),

dentro(quadrado, circulo),
dentro(quadrado, nada),

% circulo dentro do triangulo
% quadrado dentro do circulo
% triangulo dentro do quadrado

% quadrado acima do circulo

% quadrado no interior a direita

% do

circulo

% quadrado dentro do circulo
% quadrado dentro de nada

exterior_esq(quadrado, circulo)]). % quadrado fora do circulo,
% a esquerda

respostas (teste3,

[dentro(circulo, circulo), %
dentro(quadrado, nada), %
dentro(triangulo, circulo), %
dentro(nada, circulo), %
dentro(nada, triangulo)l). %

respostas (teste4,
[dentro(quadrado,nada,nada),
dentro(quadrado,quadrado,nada),

circulo dentro de circulo

quadrado dentro de nada

triangulo dentro de circulo

nada dentro de circulo
nada dentro de triangulo

=

%

dentro(quadrado, quadrado, quadrado), %

=

dentro(quadrado, nada, quadrado),, %

dentro(nada, nada, quadrado)]l).

=

%
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7 Aprendizado por Inducao

A inferéncia indutiva é um dos principais meios de criar novos conhecimentos e prever
eventos futuros. Como ja foi mencionado, o processo para usar observacoes a fim de
descobrir regras e procedimentos é denominado indugdo. O processo de inducao é
indispensavel na obtencao de novos conhecimentos pelo ser humano.

Foi através de indugoes que Kepler descobriu as leis do movimento planetario, que Men-
del descobriu as leis da genética e que Arquimedes descobriu o principio da alavanca.
Pode-se ousar em afirmar que a indugéo é o recurso mais utilizado pelos seres humanos
para obter novos conhecimentos. Apesar disto, esse recurso deve ser utilizado com os
devidos cuidados pois, se o nimero de observagoes for insuficiente ou se os dados rele-
vantes forem mal escolhidos, as regras obtidas podem ser de pouco ou nenhum valor.
Para exemplificar esse fato, basta lembrar a histéria de um homem que ia a uma cida-
dezinha e encontrou um bébado. N&o deu muita importancia ao fato, até deparar-se
com outro bébado. Nesse momento, concluiu sem pestanejar Sé dd bébado nesta cidade!
Esse é um caso de indugao feita com um nimero insuficiente de observacoes.

H4 também a anedota do cientista que estava estudando a audigdo das aranhas. A
aranha estd parada e ele d4 um grito. A aranha foge. Ele entdo lhe arranca duas
pernas e d4 um outro grito. A aranha foge mas nao tao depressa. Ele arranca as outras
pernas e d4 um outro grito. A aranha nfo se move. Ele conclui, entdo, que As aranhas
usam as pernas parae ouvir. A conclusio dele foi errada porque ele escolheu mal os
dados relevantes referentes a audigdo nas aranhas.

Existem duas formas de Aprendizado por Indugao

1. Aprendizado por Exemplos e

2. Aprendizado por Observacdao e Descoberta.

No Aprendizado por Exemplos, o aprendiz induz a descrigdo de um conceito formulando
uma regra geral a partir dos exemplos e dos contra-exemplos fornecidos pelo professor ou
pelo ambiente. O professor ja tem o conhecimento do conceito e, assim, ele pode ajudar
o aprendiz selecionando exemplos relevantes para aprender um determinado conceito. A
tarefa do aprendiz é determinar a descrigdo geral de um conceito, analisando exemplos
individuais a ele fornecidos. Essa estratégia também é conhecida como aprendizado
supervisionado.

No Aprendizado por Observacdo e Descoberta, o aprendiz analisa entidades fornecidas
ou observadas e tenta determinar se alguns subconjuntos dessas entidades podem ser
agrupados em certas classes (i.e. conceitos) de maneira ttil. Como nao hd um pro-
fessor que ja tenha o conhecimento do conceito para fornecer exemplos significativos
ao conceito a ser aprendido, essa estratégia é também chamada de aprendizado nao
supervisionado.

Na secio 7.2 pg. 30 Aprendizado por Exemplos é discutido com mais detalhes.
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7.1 Linguagem de Descricao

Qualquer que seja o tipo de aprendizado, é necessdrio uma linguagem para descrever
objetos (ou possiveis eventos) e uma linguagem para descrever conceitos. Em geral, é
possivel distinguir dois tipos de descricoes

1. descricoes estruturais

2. descrigoes de atributos

Em uma descricao estrutural, um objeto é descrito em termos de seus componentes e
a relacao entre eles. Por exemplo, a descricao estrutural de um arco pode ser

Um arco consiste de trés componentes — dois postes e um lintell — tal que,
cada um deles é um bloco; os dois postes suportam o lintel; os postes estao
na vertical, sao paralelos, nao se tocam e o lintel estda na horizontal.

Em uma descri¢ao de atributos, um objeto é descrito em termos de suas caracteristicas
s ?

globais como um vetor de valores de atributos. Uma descrigao de atributos de um arco

pode ser

Seu tamanho é 8cm, sua altura € Scm e sua cor é amarelo.

Alguns formalismos frequentemente usados em AM para descrever objetos e conceitos
sa0

e vetores de atributos para representar objetos

e regras if-then para representar conceitos

e arvores de decisao para representar conceitos

e redes semanticas

e légica de predicados
Linguagens especificas para descrever objetos e conceitos que podem ser usadas em

programas de aprendizado sao semelhantes aquelas que podem ser usadas para repre-
sentacao de conhecimento em geral.

Spalavra usada em Arquitetura que denomina a parte superior de um arco; vergo
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7.2 Aprendizado Indutivo por Exemplos

A inferéncia indutiva e a estrutura bédsica para guiar a busca em aprendizado indutivo
sdo descritas em [Shaw 90| da seguinte forma

inferéencia indutiva € um processo de solucdo de problemas que obtém
solugoes — descrigoes do conceito indutivo — através de busca e de uma
seqiiencia de transformagoes. Generalizacdo e especializa¢do sGo passos es-
senciais quando se faz inferéncia indutiva. Se a descricao do conceito Q
é mais geral que a descrigdo do conceito P, a transformacdo de P para
Q € chamada generalizagdo, e a transformacdo de Q para P € chamada
especializagio. P € dito ser mais geral que Q se (e somente se) P cobre
mais instancias que Q. Inferéncia indutiva pode ser vista como um processo
que faz iteracoes sucessivas de generalizacao e especializacdo nas descrigoes
do conceito, € é consistente com todos os exemplos. FEntao, relacoes gene-
ralizagao /especializagio entre descrigoes de conceito fornecem a estrutura
bdsica para guiar a busca em aprendizado indutivo.

Como ja mencionado, Aprendizado Indutivo é o processo de inferéncia indutiva através
de fatos fornecidos por um professor ou ambiente. Um tipo especial de aprendizado in-
dutivo é o aprendizado de conceitos através de exemplos, cuja tarefa é induzir descrigoes
gerais de conceitos através de instancias especificas desses conceitos [Michalski 83]. O
problema de aprendizado de conceitos através de exemplos pode ser formalizado da
seguinte forma [Bratko 89]

Seja U o conjunto universal dos objetos, isto €, todos os objetos que o apren-
diz pode encontrar. Nao existe limite, a principio, no tamanho de U. Um
conceito C pode ser formalizado como um subconjunto de objetos em U

ccu
aprender uwm conceito C significa aprender a reconhecer objetos em C. Ou

seja, uma vez que o conceito C € aprendido, para qualquer objeto X em U,
o sistema € capaz de reconhecer se X estd em C.
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7.3 Aprendizado Incremental e Nao Incremental

Os algoritmos de aprendizado indutivo podem ser classificados de duas formas segundo
o modo em que os exemplos sao apresentados

1. incremental

2. nao incremental.

Um algoritmo nao incremental necessita de que todos os exemplos de treinamento,
simultaneamente, estejam disponiveis para que seja induzido um conceito. D) vantajoso
usar esses algoritmos para problemas de aprendizado onde todos os exemplos estao
disponiveis e, provavelmente, nao irao ocorrer mudancas.

Um algoritmo incremental revé a definicdo do conceito corrente, se necessario, em
resposta a cada nova instancia de treinamento observada. Os exemplos observados sao
considerados um a um pelo sistema, isto é, o sistema considera o primeiro exemplo e,
de acordo com este exemplo constréi uma determinada hipdtese; a seguir considera um
segundo exemplo, que pode ou ndo modificar a primeira hipotese, baseando-se em como
esta classifica o segundo exemplo. A medida que mais exemplos sao apresentados, o
sistema continua modificando o conceito.

Por exemplo, o programa ARCHES [Winston 75] — descrito na segao 8.1 pg. 36 —
utiliza processamento incremental para aprender um conceito. Ele aprende descrigoes
estruturais de conceitos no mundo dos blocos (o conceito de um arco) através de exem-
plos positivos e negativos fornecidos por um “professor”. O programa representa exem-
plos e conceitos na forma de uma rede seméantica. A cada passo do aprendizado é
mantida uma hipdtese corrente do conceito. A hipétese inicial assume as descrigoes do
primeiro exemplo que é, necessariamente, positivo. Se o préximo exemplo for positivo e
nao satisfizer a descri¢ao do conceito corrente, o programa entao generaliza a descri¢cao
para que inclua esse exemplo. Se o proximo exemplo for negativo e satisfizer a descri¢ao
corrente, entdao a descricdo é especializada para que exclua o exemplo do conceito. O
programa processa todos os exemplos restantes, individualmente, até que o conceito
englobe todos os exemplos positivos e nenhum negativo.

Uma das vantagens de usar um algoritmo incremental é que o conhecimento pode ser
rapidamente atualizado a cada nova observagao. E mais eficiente revisar uma hipétese

existente do que gerar uma hipétese cada vez que uma nova instancia é observada
[Utgoft 89].
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7.4 O Problema do Aprendizado por Exemplos

Aprender um conceito pode ser visto como um processo de busca. Para cada classe
de objetos, o aprendiz “navega” através de um espaco de descrigoes de conceitos até
encontrar um conceito apropriado [Mitchell 82]. No caso de aprendizado por exemplos,
a meta é encontrar a descrigdo de um conceito sendo que a fonte de informagao para o
aprendizado consiste de exemplos.

Um exemplo para aprender um conceito C é um par

(objeto, classe)

4 “_»

onde objeto é uma descricao do objeto e classe é “47 ou . Tal que

Se o objeto pertence a C
entao classe = “+7
caso contrdrio, classe =

“ »

E dito que o exemplo é positivo () ou negativo (£7). O problema de aprendizado de
um conceito C através de exemplos pode ser formulado da seguinte forma [Bratko 89|

Dado um conjunto S de exemplos, encontrar wma férmula ou hipotese 'H
expressa na linguagem de descri¢ao do conceito, tal que

Para todo objeto X

1. se X € um exemplo positivo no conjunto de treinamento S,
entdo X “casa” com 'H

2. se X € um exemplo negativo em S, entdo X ndo “casa” com

H

Como resultado do aprendizado, H é a “compreensao do sistema” do conceito C obtido
através de exemplos. De acordo com essa definicdo, H e C concordam em todos os
exemplos dos objetos em S. Em outras palavras, H é completa (cobre todos os exemplos
positivos) e consistente (ndo cobre nenhum exemplo negativo). Nao existe, entretanto,
nenhuma garantia que H corresponderd também a C em outros objetos. A principal
meta do aprendizado indutivo é aprender a classificar objetos nio vistos? (aqueles
contidos em U mas nao contidos em S) em relagao a C. Assim, um critério importante
para o sucesso do aprendizado é a precisao da classificagdo de H em objetos nao vistos.

A hipétese H pode néo classificar corretamente alguns objetos em S. Isto ocorre quando
os dados de aprendizado contém erros ou outros tipos de incertezas. Essas propriedades
dos dados séo usualmente denominadas ruido/l. Ruido é tipico de alguns dominios de

Yobjetos néo utilizados para o aprendizado do conceito
Inoise
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aplicagbes como medicina. Desde que os dados de aprendizado nao sdo confidveis, o
“casamento” exato entre a hipdtese H e o conceito C no conjunto de aprendizado S
nao garante a correcao e pode, entretanto, ser abandonada em favor de alguma outra
vantagem, tal como simplicidade conceitual de H.

A Figura 9 mostra graficamente os conceitos de completude e consisténcia de uma
hipétese. Esta figura utiliza a funcéo cobre, a qual pode ser definida da seguinte forma

cobre(H, ¢) = verdade se e é coberto por H
cobre(H, e) = falso caso contrario

no qual H é a hipdtese e e um exemplo positivo ou negativo.
A funcdo cobre pode ser redefinida para conjunto de exemplos S’ C S cobertos por H
da seguinte forma

cobre(H, S') = {e € 5" | cobre(H, e) = verdade}

Dependendo de como a hipdtese cobre os exemplos positivos e negativos, quatro si-
tuacoes podem acontecer

1. 'H completa e consistente, cobre todos os exemplos positivos e nenhum exemplo
negativo;

2. 'H incompleta e consistente, nao cobre todos os exemplos positivos e nao cobre
exemplos negativos;

3. H completa e inconsistente, cobre todos os exemplos positivos e cobre alguns
exemplos negativos;

4. H incompleta e inconsistente, nao cobre todos os exemplos positivos e cobre alguns
exemplos negativos.
7.5 Critérios de Sucesso

Ha varios critérios para medir o sucesso de um sistema de aprendizado. Os critérios
mais usuais sao

1. Precisio da Classificacdo
2. Transparéncia da Descricdo do Conceito Induzido

8. Compleridade Computacional
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‘H: completa, consistente H: incompleta, consistente

cobre(H,S") cobre(H, S")
\ \

H: completa, inconsistente H: incompleta, inconsistente

cobre(H, S’) cobre(H, S")
\ \

Figura 9: Completeza e Consisténcia de uma Hipétese [Lavrac 94]
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1. Precisdo da Classificacio. E geralmente definida como a porcentagem de objetos
corretamente classificados pela hipétese aprendida H. E possivel distinguir dois
tipos de precisao da classificagao

e Precisao em objetos nao vistos — aqueles que nao estao contidos no conjunto
de treinamento S.

e Precisdo nos objetos em S — esse tipo de precisao é interessante somente
se o algoritmo de aprendizado relaxar as condicoes para H ser completa e
consistente.

2. Transparéncia da Descricio do Conceito Induzido H. E importante que a des-
cricao gerada seja compreensivel por um ser humano para que possa mostrar ao
usuario alguma coisa interessante sobre o dominio da aplicagao. Tal descricao
pode entao ser usada diretamente pelo usuario sem ajuda da méquina, como
uma intensificagdo ao seu préprio conhecimento. Esse critério é também muito
importante quando descri¢ées induzidas sao usadas em um Sistema Especialista
cujo comportamento tem que ser transparente, tal como explicar como o sistema
chegou a uma conclusao.

3. Complexidade Computacional. Esta relacionada com os recursos computacionais
necessarios (tempo e espago) para realizar o aprendizado. F possivel distinguir
dois tipos de complexidade

e Complexidade de Geracao: recursos necessarios para induzir uma descrigao
do conceito através de exemplos.

e Complexidade de Execucao: complexidade em classificar um objeto usando
a hipétese induzida.
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8 Aprendizado Indutivo por Exemplos

Nesta secao sao discutidos varios algoritmos e suas implementacoes na linguagem de
programacao légica Prolog, para Aprendizado por Exemplos.

8.1 O Sistema ARCHES

Um exemplo de Aprendizado por Exemplos incremental é o programa de Winston que
aprende conceitos estruturais. O programa ARCHES aprende o conceito de um arco
através de exemplos e contra-exemplos fornecidos por um professor como mostrado na
Figura 10.

[ ]

L

1. E um arco 2. Nao é um arco

[ ]

3. Nao é um arco 4. E um arco

Figura 10: Sequéncia de Exemplos e Contra-exemplos para o Aprendizado do Conceito
de Arco

Os exemplos fornecidos pelo professor sao processados sequencialmente pelo aprendiz
que, a cada novo exemplo, “atualiza” o conceito que esta aprendendo. No caso especifico
considerado, apés o aprendiz ter processado os quatro exemplos ilustrados na Figura
10, o conceito de arco por ele aprendido seria, informalmente, o seguinte

1. Um arco consiste de trés partes, dois postes e um lintel

2. Os dois postes tém forma retangular enquanto que o lintel pode ser uma classe
de poligono. Isto pode ser concluido dos exemplos 1 e 4 — Figura 10

3. Os dois postes nao podem se tocar. Isto pode ser concluido do exemplo negativo
2 — Figura 10

4. Os dois postes devem suportar o lintel. Isto pode ser concluido do exemplo
negativo 3 — Figura 10

Em geral, quando um conceito é aprendido através do processamento sequencial de
exemplos — aprendizado incremental —, o processo de aprendizado procede através de
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uma sequéncia de hipéteses, Hy, Ha, ... etc., sobre o conceito que esta sendo aprendi-
do. Quando um exemplo é processado, a hipdtese corrente é atualizada resultando na
préoxima hipétese. O algoritmo seguinte mostra este processo [Bratko 90]

Para aprender um conceito €' de uma dada sequéncia de exemplos E1, Fo,...,
E,, onde o primeiro exemplo E; deve ser obrigatoriamente um exemplo
positivo de C, faga

1. Adote £ como hipétese inicial Hy sobre C.

2. Processe todos os exemplos restantes da seguinte forma:
Para cada FE; (i= 2,3,...) faga
(a) Compare a hipétese corrente H; ;1 com FE;; seja D o resultado
dessa comparagdo (diferenga entre H;_; e E;)
(b) Atualize H; 1 de acordo com D, verificando também se F; é um
exemplo positivo ou negativo. O resultado desta atualizacao é
uma hipétese refinada H; sobre C'.

O resultado final deste procedimento é H,, que representa o entendimento
do sistema sobre o conceito C'.

As duas operagoes principais desse algoritmo sdo a comparacdo e a atualizacido da
hipétese corrente que, para serem implementadas, precisam ser refinadas. Deve ser ob-
servado que ambas as operacoes nao sao faceis de implementar e variam bastante entre
os diferentes sistemas de AM que as utilizam. A fim de ilustrar essas dificuldades, serdo
examinados com mais detalhes os exemplos e contra-exemplos ilustrados na Figura 10.

Referente & representagéo, o programa ARCHES utiliza redes seméanticas para repre-
sentar tanto os exemplos como as descricoes do conceito. Redes semanticas sao essen-
cialmente grafos nos quais os nés correspondem a entidades, e as ligagoes indicam as
relagdes entre essas entidades. A Figura 11 pg. 38 ilustra varios exemplos de redes
semanticas.

O primeiro exemplo, representado por uma rede semantica, torna-se a hipétese corrente
do que um arco é — H; na Figura 11.

O segundo exemplo — F» na Figura 11 — é um contra-exemplo de um arco. Como as
duas redes sao muito parecidas, é facil estabelecer a correspondéncia entre os nos e as
ligagoes de Hy e Eo. A diferenca D entre Hy e Fsy é a relacio extra, encosta, em Fo.
Como essa é a unica diferenga, o sistema conclui que essa relacao extra é a razao de Fo
nao ser um arco. O sistema atualiza entao a hipétese corrente Hy aplicando o seguinte
principio de aprendizado heuristico

Se

o exemplo é negativo e

o exemplo contém a relagao R que nao esta na hipétese corrente H
Entao
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tem_como_parte

tem_como_parte

é_um

é_um

Figura 11: Sequéncia de Hipéteses sobre um Arco

proiba R em H (adicione nao_deve_R em H)

Aplicando essa regra a M7, obtém-se uma nova hipétese Hs. Essa nova hipdtese Ho
possui uma ligacao extra nao_deve_encostar — veja Figura 11. Neste caso, diz-se que
Hy é uma hipétese mais especifica que Hi.

O préximo exemplo negativo da Figura 10 pg. 36 é representado pela rede seméantica Fs
na Figura 11. Comparando-o com a hipétese corrente Ho, observam-se duas diferencas:
as duas ligacGes suporta, presentes em Hs, ndo estdo presentes em Fs3. Agora, é
necessario que o sistema escolha uma das seguintes explicacoes

1. E3 nao é um arco porque a ligacao suporta a esquerda esta faltando, ou
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2. F3 nao é um arco porque a ligacdo suporta a direita esta faltando, ou

3. F3 ndo é um arco porque ambas as ligacoes suporta estao faltando.

Portanto, o aprendiz precisa escolher qual delas utilizar para atualizar a hipétese corren-
te. Supondo que a mentalidade do aprendiz é para mudancas mais radicais, a explicacao
escolhida é a 3. Neste caso, o aprendiz assumirda que ambas as ligacoes suporta sao
necessarias e convertera ambas as ligacoes suporta em Hs em ligacoes deve_suportar
na nova hipdtese Hs — Figura 11. A situacao de falta de ligagdes pode ser manipulada
pela seguinte regra condigao-acao que é outra heuristica utilizada em aprendizado

Se
o exemplo é negativo e
o exemplo nao contém a relacao R que esta presente
na hipdtese corrente H

Entao
R deve ser uma condicao necessaria na nova hipétese.
(adicione deve_R em H).

Neste ponto, é bom observar que a mentalidade do aprendiz pode ser modelada, tanto
pela eleicao das explicagoes referentes as diferengas entre hipéteses, quanto pela eleicao
do tipo de regra condicao-acao a ser utilizada. Variando essas regras, o estilo de apren-
dizado pode variar entre dois extremos. FEm um deles tem-se um aprendizado cauteloso,
prudente ou precavido, no outro extremo tem-se um aprendizado tipo “radical”.

Voltando ao caso sobre consideracio, o ultimo exemplo £4 é novamente positivo. A
comparacao de £, com Hs mostra uma diferenca: a parte de cima é um triangulo em
FE, e um retangulo em Hs. O aprendiz deve trocar a correspondente ligacdo é_um na
hipdtese, de retangulo para uma nova classe de objetos retangulo_ou_triangulo. Uma
forma alternativa e mais comum de reagir em programas de aprendizado é baseada numa
hierarquia pré-definida de conceitos. Supondo que o aprendiz tenha como conhecimento
de fundo, no dominio tratado, uma taxonomia de conceitos e observe que retangulo e
triangulo sao ambos do tipo poligono_convexo, ele deve entao atualizar a hipdtese
corrente para obter H, — Figura 11.

Note que o processamento desse exemplo positivo resultou em uma nova hipétese mais
geral (poligono_convexo em vez de retangulo). Neste caso, é dito que a hipdtese
corrente foi generalizada.

A nova hipétese agora permite que a parte de cima seja um trapézio, embora nenhum
exemplo de um arco com um trapézio foi mostrado ao aprendiz. Se for mostrado ao
sistema o desenho da Figura 12, ele sera classificado pelo sistema como arco, pois sua
representagao em rede semantica satisfaz completamente o conceito de arco aprendido
pelo sistema — a hipétese H,.
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suporta suporta

O——CO—0O

é_um
trapézio é_um

Figura 12: Um Novo Objeto e sua Representacao
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8.1.1 Descricao da Implementacgao

A implementacdo simplificada do programa ARCHES de Winston, aqui apresentada,
utiliza a seguinte representagdo Prolog para objetos e exemplos [Bratko 90]

® (Objeto = objeto(ListaDePartes, ListaDeRelacoes)
® Exemplo = + Objeto (exemplo positivo)

® Exemplo = - Objeto (exemplo negativo)

A descricao de conceitos é mais complexa. Eles também possuem partes e relactes, e
as relacoes sao classificadas em 3 categorias

e relacoes deve — aquelas que devem estar presentes,
e relacoes desejaveis e

e relacoes nao deve — aquelas que nao devem estar presentes
A representacio utilizada no programa, apresentado na secao 8.1 pg. 36, é a seguinte

DescConc = conceito(Partes, Deve, Relacoes, NaoDeve)

onde

e Deve € a lista das relacoes que devem estar presentes,
® Relacoes € a lista das relagoes desejaveis e

e llaoDeve € a lista das relagoes que nao devem estar presentes.

O predicado mais complexo no programa implementado é

casa(Objeto, Conceito, Diferenca)
definido de tal modo que ele é verdadeiro se

1. Todas as relacOes deve em Conceito aparecem em Objeto.
2. Nenhuma relagao nao_deve em Conceito aparece em Objeto.
3. Objeto e Conceito tém igual niimero de partes em suas listas de partes

4. Diferenca contém as seguintes informacoes
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e as relacoes que estao faltando — aquelas relagoes desejaveis que nao estao
em 0Objeto

e as relagoes extras — aquelas relacOes em 0Objeto que Nao aparecem como
desejaveis em Conceito.

Diferenca é, portanto, um par de listas

Diferenca = Faltando + Extras

O procedimento casa deve minimizar essas diferencas. O numero de diferencas de-
pende de como sao escolhidas as partes em Objeto para corresponder as partes em
Conceito. Por isso, é importante encontrar uma boa correspondéncia; o procedimento
casa € responsavel por encontrar essa correspondeéncia. Para minimizar as diferencas
representadas pelo par de listas Faltando + Extras, 0 procedimento casa procura por
uma correspondeéncia entre as partes do objeto e a descricao do conceito de tal maneira
que faca com que as listas Faltando e Extra fiquem tao reduzidas quanto possivel.

Tanto os objetos quanto os conceitos sao representados por redes semanticas. O pro-
cesso de casamento precisa estabelecer a correspondeéncia entre os nés nos dois grafos;
em particular, ele precisa encontrar que parte do objeto corresponde a qual parte do
conceito. Na representacao utilizada, hé uma lista de partes para o objeto e uma para
a descrigao do conceito. O processo de casamento deve associar a cada elemento em
uma lista um elemento na outra lista. Fssa associagao é simples de implementar em
Prolog através de instanciacao de variaveis. Portanto, uma lista contém apenas va-
ridveis enquanto a outra lista contém apenas constantes. Por exemplo, considerando
que as duas listas de partes sao

L1 = [partel, parte2, parte3] L2 = [A, B, C]

Os possiveis pares correspondem as permutacoes da lista L1 de partes podem ser reali-
zadas através das seguintes instanciagoes

A = partel, B = parte2, C = parte3
partel, B = parte3, C = parte2
parte2, B = partel, C = parte3

o
o

Em principio, nao importa qual das duas listas possui variaveis e qual possui constantes.
Como neste caso uma lista pertence & descrigdo do conceito e a outra a de um objeto,
e uma descri¢do do conceito é uma definicao geral de um objeto, seria mais natural ter
variaveis na descricao do conceito e constantes na descricao do objeto. Entretanto, esta
alternativa é menos pratica pelos motivos expostos a seguir.

Apés o casamento, a descrigao do conceito é atualizada, produzindo uma nova descri¢ao
do conceito. Se a descricdo do conceito contém varidveis, estas se tornariam constantes
durante o casamento, e as constantes teriam que se tornar variaveis novamente quando
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a nova descricdo do conceito fosse construida. E, portanto, mais pratico ter variaveis
na descricao do objeto e nao na descricao do conceito.

A seguir sfo apresentadas as representacoes correspondentes a alguns exemplos concre-
tos. O primeiro exemplo na Figura 10 pg. 36 é representado como

+objeto([A, B, C],
[suporta(A, C), suporta(B, C),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)])

onde A e B 880 os dois postes e ¢ é o lintel. A descri¢do final induzida do conceito de
arco — H4 na Figura 11 pg. 38 — é

conceito([partel, parte2, parte3l,
[suporta(partel, parte3), suporta(parte2, parte3)],
[e_um(partel, retangulo), e_um(parte2, retangulo),
e_um(parte3, poligono_convexo)],
[encosta(partel, parte2)])

O conceito tem trés partes. No caso de estar procurando pelo melhor casamento entre
um conceito e um objeto, o procedimento casa considera todas as permutacoes das
partes. Isto é realizado pelo procedimento lista_dif.

Regras para atualizar a descrigao do conceito corrente de acordo com as diferencas sao
implementadas através da relagao

atualiza(TipoExemplo, Diferenca, DescAtual, Descliova)

onde Diferenca = RelacoesFaltando + RelacoesExtras. Por exemplo, uma regra de atuali-
zacao heuristica é

Se

um exemplo negativo contém uma relacao extra
FEntao

esta relacao deve ser proibida no conceito

(isto é, esta relagdo é incluida entre as nao_deve).

Esta regra estd implementada da seguinte maneira

atualiza(negativo, _ + [RelacaoExtral,
conceito(Partes, Deve, Rels, NaoDeve),
conceito(Partes, Deve, Rels, [RelacaoExtra | NaoDevel)).

Finalmente, o nivel mais alto do programa estéd implementado através do seguinte
predicado aprende

aprende([PrimeiroExemplo | Exemplos], DescConceito):-—
inicializa(PrimeiroExemplo, HipoteseInicial),
processa_exemplos (HipoteseInicial, Exemplos, DescConceito).
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O primeiro exemplo fornecido, que deve ser sempre positivo, é usado para construir
uma hipdtese inicial sobre o conceito a ser aprendido. A descrigao final do conceito é
obtida processando os outros exemplos. O predicado responsavel pelo processamento
dos outros exemplos esta definido da seguinte forma

processa_exemplos (DescAtual, [Exemplo | Exemplos], DescFinal):-
tipo_objeto(Exemplo, Objeto, Tipo),
casa(Objeto, DescAtual, Diferenca),
atualiza(Tipo, Diferenca, DescAtual, Descliova),
processa_exemplos (Descllova, Exemplos, DescFinal).

onde cada exemplo é comparado com a descricdo atual do conceito. A descri¢io corrente
é entdo atualizada de acordo com as diferencas entre a descri¢ao corrente e o exemplo,
dependendo também se o exemplo é positivo ou negativo.

A abordagem utilizada para o aprendizado de conceitos estruturais tem alguns proble-
mas, o principal deles é que o instrutor deve guiar o programa de aprendizado através
de uma sequéncia de exemplos cuidadosamente selecionada.
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8.1.2 Exemplo de Execucao

Para executar o programa é necessdrio fornecer o conjunto de exemplos para o apren-
dizado do conceito, bem como a taxonomia correspondente aos objetos considerados
através da relag@o ako. O conjunto de exemplos utilizados para ilustrar a execucao des-
te programa utiliza figuras geométricas. Assim, a relacio ako estd definida da seguinte
forma

ako(figura, poligono).
ako(figura, circulo).
ako(poligono, poligono_convexo).
ako(poligono, poligono_concavo).
ako(poligono_convexo, triangulo).
ako(poligono_convexo, retangulo).
ako(poligono_convexo, trapezio).
ako(poligono_convexo, hexagono).

O conjunto de exemplos € o ilustrado na Figura 10 pg. 36 para aprender o conceito de
arco. Esses exemplos estao definidos pelo predicado exemplo da seguinte forma

exemplo(+objeto([A, B, C],
[suporta(A, C), suporta(B, C),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)l)).

exemplo(-objeto([A, B, C],
[suporta(A, C), suporta(B, C), encosta(A, B),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)l)).

exemplo(-objeto([A, B, C],
[e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)]l)).

exemplo(+objeto([A, B, C],
[suporta(A, C), suporta(B, C),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, triangulo)l)).

A seguinte interrogacao deve ser usada para aprender o conceito de arco através desses
exemplos

?- bagof ( E, exemplo(E), Exemplos), aprende(Exemplos, DescArco).

que tem como resultado

DescArco= conceito([partel,parte2,parte3],
[suporta(partel,parte3) ,suporta(parte2,parte3d)],
[e_um(parte3,poligono_convexo),
e_um(partel,retangulo) ,e_um(parte2,retangulo)],
[encosta(partel,parte2)])

Exemplos= [+objeto([partel,parte2,parte3],
[suporta(partel,parte3) ,suporta(parte2,parte3d),
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e_um(partel,retangulo),e_um(parte2,retangulo),

e_um(parte3,retangulo)]),
-objeto([partel,parte2,parte3],

[suporta(partel,parte3) ,suporta(parte2,parte3d),

encosta(partel,parte2),e_um(partel,retangulo),

e_um(parte2,retangulo) ,e_um(parte3,retangulo)]),
-objeto([partel,parte2,parte3],

[e_um(partel,retangulo) ,e_um(parte2,retangulo),

e_um(parte3,retangulo)]),
+objeto([partel,parte2,parte3],

[suporta(partel,parte3) ,suporta(parte2,parte3d),

e_um(partel,retangulo),e_um(parte2,retangulo),

e_um(parte3,triangulo)])]

46



8.1.3 Listagem do Programa

Segue a listagem da implementacao de uma versao simplificada do algoritmo de apren-

dizado ARCHES de Winston

RILIILILIPII0777707777777707777777777777777777777777777777777777777777777

W/ //
Y24 Implementacao de uma versao simplificada e modificada do //
%//  procedimento de aprendizagem de Winston chamado ARCHES //
W/ //
WIIIIIIIII LTI 77707777777 7777777007777777077777777777777777777777777
% Representacoes:
% Objeto = objeto(ListaDePartes, ListaDeRelacoes)
% Conceito = conceito(ListaDePartes, DeveRelacoes, Relacoes, NaoDeveRelacoes)
% Exemplo positivo = + Objeto

% Exemplo negativo = - Objeto
% As partes de um objeto sao denotadas por variaveis
% As partes de uma descricao de um conceito sao denotadas por constantes

aprende([PrimeiroExemplo | Exemplos], DescConceito):-—
inicializa(PrimeiroExemplo, HipoteseInicial),
processa_exemplos (HipoteseInicial, Exemplos, DescConceito).

processa_exemplos (DescConceito, []1, DescConceito).
processa_exemplos (DescAtual, [Exemplo | Exemplos], DescFinal):-
tipo_objeto(Exemplo, Objeto, Tipo),
casa(Objeto, DescAtual, Diferenca),
atualiza(Tipo, Diferenca, DescAtual, DesclNova),
processa_exemplos (Descllova, Exemplos, DescFinal).

inicializa(+ objeto(Partes, Rels), conceito(Partes, [1, Rels, [1)):-
nome_vars (Partes, [partel, parte2, parte3, parted4, parteb, parte6]).
% Torna constantes as variaveis do objeto, assumindo no maximo 6 partes

%  Acoes para generalizar ou especializar uma hipotese corrente:
% atualiza(TipoDeExemplo, Diferenca, DesCor, Descliova)

% A regra da relacao proibida: uma relacao extra em um exemplo negativo
% deve ser proibida na descricao do conceito

atualiza(negativo, _ + [RelacaoExtral,
conceito(Partes, Deve, Rels, NaoDeve),
conceito(Partes, Deve, Rels, [RelacaoExtra | NaoDevel)).

% A regra da relacao requerida: relacoes que estao faltando devem ser
% requeridas na descricao do conceito

atualiza(negativo, Faltando +_,
conceito(Partes, Deve, Rels, NaoDeve),
conceito(Partes, NovosDeve, Relllovas, NaoDeve)):-
Faltando = [_|_], % Faltando nao-vazio
conc(Faltando, Deve, NovosDeve), % Adiciona Faltando em Deve
lista_dif (Rels, Faltando, _+Rellovas). % Remove Faltando das Rels
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% Uma relacao faltando e uma extra em um exemplo negativo podem tambem
% ser manipulados tanto pelo "extra proibido" como pelo "faltando requerido"

atualiza(negativo, [RFal]l + [RExtral, DescAtual, Descliova):—
atualiza(negativo, []1 + [RExtral, DescAtual, DescInter), % Proibida
atualiza(negativo, [RFall + [], DescInter, DesclNova). % e requerida

% A regra da taxonomia de subida: generaliza uma relacao e_um subindo um
% tipo de taxonomia

atualiza(positivo, [e_um(Objeto, Classel)] + [e_um(Objeto, Classe2)],
conceito(Partes, Deve, Rels, NaoDeve),
conceito(Partes, Deve, RelNovas, NaoDeve)):-
% Encontre Classe, a superclasse mais especifica de Classel e Classe2
suba(Classel, Classe),
suba(Classe2, Classe), !,
troca(e_um(Objeto, Classel), Rels, e_um(Objeto, Classe), RellNovas).

% casa(Objeto, DescricaoConceito, Diferenca)

casa(objeto(0OPartes, ORels),
conceito(CPartes, Deve, Rels, NaoDeve), Faltando + Extras):-

lista_dif (ORels, Deve, []1 + RestoRels), % Casa Deve
listas_curtas(Faltando + Extras), % Generaliza listas curtas
lista_dif (OPartes, CPartes, [1 + [1), % Casa partes

lista_dif (RestoRels, Rels, Faltando + Extras), % Casa outras relacoes
lista_dif (Extras, NaoDeve, NaoDeve + _).

% lista_dif(Listal, Lista2, Lista2MenosListal + ListalMenosLista2)

lista_dif(Listal, [1, [1 + Listal).

lista_dif(Listal, [X|Lista2], Falta + Extras):-
apaga(Listal, Listall, X, Faltall, Falta),
lista_dif(Listall, Lista2, Faltall + Extras).

% apaga(Lista, ListaPossivelSemX, X, ListaApagada, ListaApagadaPossivelComX)
% Se X eh apagado de Lista, entao ListaApagadaPossivelComX = ListaApagada,

% se nao, entao ListaPossivelSemX = Lista e ListaApagadaPossivelComX =

% [X|ListaApagadal

% (Se X nao eh apagado entao esta faltando em Lista)

apaga([l, [1, X, Apagados, [X|Apagadosl).
apaga([Y|L], L, X, Apagados, Apagados):-—
X==Y,! % Literalmente igual: apagar necessariamente

X=1Y. % X, Y casam: apagar possivelmente

apaga([Y|L]l, [Y|L1]l, X, Apagados, Apagadosl):-
apaga(L, L1, X, Apagados, Apagadosl).

tipo_objeto(+0bjeto, Objeto, positivo). % Exemplo positivo
tipo_objeto(-0bjeto, Objeto, negativo). % Exemplo negativo

%  troca(Item, Lista, NovoIltem, NovalLista):
% retire Item de Lista e adicione Itemllovo produzindo NovalLista
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troca(Item, Lista, NovoIltem, [NovoItem|Listall):-
apaga(Lista, Listal, Item, _, _).

% suba(Classel, Classe2):-—
% suba um tipo de relacao de Classel para Classe2

suba(Classe, Classe).

suba(Classe, SuperClasse):-—
ako(Classel, Classe), % Classe eh um tipo de Classel
suba(Classel, SuperClasse).

% nome_vars(Lista, Listallomes)
% instancia vaiaveis em uma lista de variaveis a nomes em Listalomes

nome_vars(Lista, Listallomes):-
conc(Lista, _, Listallomes).

conc([1, L, L).
conc([X|L11, L2, [X|L31):-
conc(L1, L2, L3).

% gerador de diferencas Listal + Lista2: listas curtas sao geradas
% primeiramente para forcar o encontro de bom casamento
% ordem de geracao: [1+[1, [I+[_1, [_1+[1, [1+[_,_1, [_1+[_1,

listas_curtas(Ll + L2):-
conc(L, _, [_, _, _1), % Ate 3 elementos em ambas as listas
conc(L1l, L2, L).

xkxkkxk Exemplos para aprendizado do conceito de arco kkkkskskkkkkky,

exemplo(+ objeto([A, B, CI,
[suporta(A, C), suporta(B, C),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)l)).

exemplo(- objeto([A, B, CI,
[suporta(A, C), suporta(B, C), encosta(A, B),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)l)).

exemplo( -objeto([A, B, CI,
[e_um(A, retangulo), e_um(B, retangulo), e_um(C, retangulo)]l)).

exemplo( +objeto([A, B, CI,
[suporta(A, C), suporta(B, C),
e_um(A, retangulo), e_um(B, retangulo), e_um(C, triangulo)l)).

% Taxonomia
ako(figura, poligono).
ako(figura, circulo).
ako(poligono, poligono_convexo).
ako(poligono, poligono_concavo).
ako(poligono_convexo, triangulo).
ako(poligono_convexo, retangulo).
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ako(poligono_convexo, trapezio).
ako(poligono_convexo, hexagono).
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8.2 Aprendizado de Descricoes de Atributos

Nesta secao é descrito um programa de aprendizado onde os exemplos e conceitos sao
descritos em termos de um conjunto de atributos. A principio, um atributo pode ser de
qualquer tipo, numérico ou nao numérico. Se o atributo for ndo numérico, seu conjunto
de valores pode ser ordenado ou desordenado.

O programa implementado considera um pequeno conjunto de atributos nao numéricos
onde seu conjunto de valores ndo tem ordem estabelecida [Bratko 90]. Cada objeto é
descrito em termos de atributos especificando valores concretos dos atributos do objeto.

A Figura 13 pg. 52 mostra o perfil de alguns objetos que serdo utilizados como ilus-
tracao. Esses exemplos pertencem a cinco classes: porca, parafuso, chave, caneta,
tesoura. Os atributos para esses elementos s@o: o tamanho, a forma e o numero de
buracos no objeto. Os possiveis valores para esses atributos sdo os seguintes

tamanho: pequeno, grande
formato: longo, compacto, outro
buracos: nenhum, 1, 2, 3, muitos

O objetivo é desenvolver um programa para aprender o conceito de porca, parafuso,
chave, caneta e tesoura, utilizando os exemplos fornecidos. O resultado desse apren-
dizado serd a descricdo dessas classes em forma de regras, para serem utilizadas na
classificacao de novos objetos.

8.2.1 Descricao da Implementacgao

A implementacio realizada utiliza a seguinte representacao Prolog para descrever ob-
jetos

exemplo(Classe, [Atributol=Vall, Atributo2=Val2, ...]).

Por exemplo,

exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 11).
exemplo(parafuso, [tamanho = pequeno, formato = longo, furos = nenhuml).
exemplo(chave, [tamanho = pequeno, formato = longo, furos = 11).

O objetivo de um algoritmo de aprendizado é, a partir de exemplos fornecidos como
os descritos acima, indugir conceitos que descrevem classes e podem ser utilizados para
classificar novos objetos. Tais conceitos podem ser descritos através de regras, como
foi adotado nesta implementacdo. Por exemplo, o formato adotado para decrever as
regras, nas classes chave e tesoura, onde <== é declarado como operador infixo de tipo
xfx, é 0 seguinte
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Figura 13: Perfil de Alguns Objetos|Bratko 90|

tesoura <== [buracos = 2, tamanho = grandel
chave <== [[formato = longo, tamanho = pequeno] [buracos = 1, formato = longol]

cujo significado é

Se

tem 2 buracos e

seu tamanho é grande.
Entao

O objeto é uma tesoura

Se
seu formato é longo e
seu tamanho é pequeno
ou
tem 1 buraco e
seu formato é longo.
Entao
O objeto é uma chave

A forma geral de tais regras é

Classe <== [Conjl, Conj2, ...]
onde Conj1, Conj2, etc. sao listas de valores de atributos da forma
[Atril = Vall, Atri2 = Val2, ...]
A descrigdo da classe [Conj1, Conj2, ...]1 é interpretada da seguinte forma
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1. um objeto casa com a descrigao se o objeto satisfaz pelo menos um dos Conj1, Conj2,
etc.

2. um objeto satisfaz uma lista de valores de atributos Conj se todos os valores dos
atributos em Conj sao iguais aos do objeto.

Por exemplo, um objeto descrito por

[buracos = 1, formato = longo, tamanho = grandel

casa com a regra para chave satisfazendo a segunda lista de valores de atributos na
regra. Assim, os valores de atributos em conj sao relacionados conjuntivamente, isto
é, todos eles devem ser satisfeitos. Por outro lado, as listas Conji, Conj2, etc., sao
relacionadas disjuntivamente, isto é, pelo menos uma delas deve ser satisfeita.

O casamento entre um objeto e uma descrigao do conceito é realizado pelas seguintes
clausulas Prolog

casa(0Obj, Descricao):-
membro(Conjuncao, Descricao),
satisfaz(0bj, Conjuncao).

satisfaz(0bj, Conjuncao):-
not (membro(Atri = Val, Conjuncao),
membro(Atri = ValX, Obj),
ValX \== Val).

Deve ser observado que esta definicao permite uma especificacao parcial dos objetos.
Se o valor de um atributo nao é especificado, a definicdo assume que o valor nao
especificado satisfaz a requisi¢do em Conjuncao.

O problema a ser tratado agora € a construcao de descricées de Classes, ou seja, como
construir as descricoes das classes dados os exemplos. O algoritmo de aprendizado
implementado é nao incremental, todos os exemplos sao processados de uma vez.

O principal requerimento é que a descricao de uma classe deve casar exatamente com
todos os exemplos dessa classe. Assim, é necessédrio construir a descri¢ao de uma dada
classe tal que sejam cobertos todos os exemplos correspondentes a essa descrigao. FEm
outras palavras, essa descricao é completa — cobre todos os exemplos positivos — e
consistente — ndo cobre exemplos negativos. O procedimento

aprende (Exemplos, Classe, Descricao)

é responsavel por encontrar essa descrigao. A idéia do algoritmo é a seguinte

Para cobrir todos os exemplos da classe Classe em Exemplos faga
se nenhum exemplo em Exemplos pertence a Classe
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entao Descricao = [I,
caso contrario Descricao = [ConjlConjs]

onde Conj € Conjs sao obtidos da seguinte forma

1. construa uma lista conj de valores de atributos que cobre pelo menos
um exemplo positivo de Classe e nenhum exemplo de qualquer outra
classe

2. remova de Exemplos todos os objetos cobertos por Conj e cubra os res-
tantes pela descricéo Conjs.

Cada lista de valores é construida pelo procedimento

aprende_conj(Exemplos, Classe, Conjuncao)

A lista de valores de atributos Conjuncao é construida gradualmente, comegando com a
lista vazia, e adicionando a esta lista condices da forma

Atributo = Valor

Desta maneira, a lista de valores de atributos torna-se cada vez mais especifica (co-
bre menos objetos). A lista de valores de atributos estd pronta quando se torna téo
especifica que somente cobre exemplos positivos da classe.

O processo de construcao de tal conjuncao possui uma alta complexidade combinacio-
nal, pois sao muitos os possiveis candidatos atributo-valor a serem adicionados na lista.
O aprendizado pode ser visto como uma busca entre as possiveis descrigoes com o obje-
tivo de minimizar o comprimento da descrigao do conceito. Por causa da complexidade
dessa busca, o programa utiliza uma funcgéo heuristica. Em cada caso, somente o valor
do atributo melhor estimado é adicionado & lista, descartando imediatamente todos os
outros candidatos. A busca é entdo reduzida a um procedimento deterministico sem
qualquer backtracking. Porém, ainda que esta busca seja eficiente, ha o risco de nao
encontrar a descricao mais curta do conceito.

A heuristica utilizada é simples e estd baseada na seguinte idéia intuitiva

Uma condi¢do valor-atributo dtil deve fazer uma boa distin¢do entre exem-
plos positivos e negativos.

Portanto, ela deve cobrir o maior nimero possivel de exemplos positivos e o menor
numero possivel de exemplos negativos. Essa funcao heuristica é implementada pelo
procedimento

score(Exemplos, Classe, ValorAtributo, Score)
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8.2.2 Exemplo de Execucao

O programa, cuja listagem se encontra na secao 8.2.3, pode ser executado para construir
a descricao de alguma classe da seguinte maneira

?- aprende(porca), aprende(chave).
porca <== [formato = compacto,furos = 1]

chave <== [formato = outro,tamanho = pequeno]
[furos = 1,formato = longol

que representa as sguintes regras

1. Se formato = compacto
e furos = 1
entao é uma porca

2. Se formato = outro
e tamanho = pequeno  ou
furos = 1
e formato = longo
entao é uma chave
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8.2.3 Listagem do Programa

RIILIIIIII LTI 0777077770777 777777707777777077777777077777777777777777777777
%/ Implementacao de um programa de aprendizado onde exemplos e conceitos //
%/ sao descritos em termos de um conjunto de atributos. //

RLIIIIIIPI7077770777777777777777777777777777777777777777777777777777777777777

% possiveis valores do atributo tamanho: pequeno, grande
atributo(tamanho, [pequeno, grandel).

% possiveis valores do atributo formato: longo, compacto, outro
atributo(formato, [longo, compacto, outrol).

% possiveis valores do atributo furos: nenhum, 1, 2, 3, muitos
atributo(furos, [nenhum, 1, 2, 3, muitos]).

% Representacao dos exemplos:

% exemplo( Classe, [Atributol=Vall, Atributo2=Val2, ...]).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(parafuso, [tamanho = pequeno, formato = longo, furos = nenhum]).
exemplo(chave, [tamanho = pequeno, formato = longo, furos = 11).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(chave, [tamanho = grande, formato = longo, furos = 1]).
exemplo(parafuso, [tamanho = pequeno, formato = compacto, furos = nenhum]).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = longo, furos = 2]).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = outro, furos = 2]).
exemplo(chave, [tamanho = pequeno, formato = outro, furos = 2]).

:— op(300, xfx, <==).

% aprende(classe) : coleta exemplos em uma lista, constroi e escreve
% a descricao de Classe, e grava a regra correspondente sobre a Classe.
aprende(Classe): -

bagof (exemplo(ClasseX, 0Obj), exemplo(ClasseX, 0bj), Exemplos),

aprende (Exemplos, Classe, Descricao),

nl,

write(Classe), %imprime resultado

write(’<==’),

nl,

escreve_lista(Descricao),

assert(Classe <== Descricao). %grava regra

% aprende (Exemplos, Classe, Descricao):
% Descricao cobre exatamente os exemplos da classe Classe na lista de Exemplos
aprende(Exemplos, Classe, [1):-

not membro(exemplo(Classe, _), Exemplos). % nao existe exemplo
aprende (Exemplos, Classe, [Conj|Conjsl):-

aprende_conj(Exemplos, Classe, Conj),

remove (Exemplos, Conj, RestExemplos), % remove exemplos que casam

% com Conj
aprende (RestExemplos, Classe, Conjs). % cobre os demais exemplos
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% aprende_conj (Exemplos, Classe, Conj):
% Conj e’ uma lista de valores de atributos satisfeitos por alguns exemplos
% da classe Classe e de nenhuma outra classe
aprende_conj (Exemplos, Classe, [1):-
not (membro(exemplo(ClasseX, _), Exemplos), % nao ha exemplo
ClasseX \== Classe), !. % de uma classe diferente
aprende_conj(Exemplos, Classe, [Cond|Conds]):-
escolhe_cond(Exemplos, Classe, Cond), % escolhe valores dos atributos
filtra(Exemplos, [Cond], Exemplosl),
aprende_conj(Exemplosl, Classe, Conds).

escolhe_cond(Exemplos, Classe, ValAtri):-
findall(VA/Score, score(Exemplos, Classe, VA, Score), VAs),
melhor (VAs, ValAtri).

melhor ([ValAtri/_1, ValAtri).

melhor ([VAO/SO, VA1/S1| VASlistal, ValAtri):-
S1 > S0, !, % VA1 melhor que VAO
melhor ([VA1/S1|VASlistal, ValAtri)

melhor ([VAO/SO|VASlistal , ValAtri).

% filtra(Exemplos, Condicao, Exemplosl):
% Exemplosl contem elementos de Exemplos que satisfazem a condicao
filtra(Exemplos, Cond, Exemplosl):-
findall(exemplo(Classe, 0Obj),
(membro(exemplo(Classe, 0bj), Exemplos), satisfaz(Obj, Cond)),
Exemplos1).

% remove (Exemplos, Conj, Exemplosi):
% Remove de Exemplos aqueles exemplos que casam com Conj e coloca resultado em
% Exemplosi
remove([1,_,[1).
remove ([exemplo(Classe, Obj)|Es], Conj, Esl):-
satisfaz(0bj, Conj), !, % primeiro exemplo casa com Conj
remove (Es, Conj, Esl). % remova-o
remove ([E|Es], Conj, [E|Es1]):-
remove (Es, Conj, Esl).

satisfaz(0bj, Conj):-

not (membro(Atri = Val, Conj), % Valor no conceito
membro(Atri = ValX, Obj), % e valor no objeto
ValX \== Val). % sao diferentes

casa(0Obj, Descricao):-
membro(Conj, Descricao),
satisfaz(0bj, Conj).

score(Exemplos, Classe, ValAtri, Score):-
candidato(Exemplos, Classe, ValAtri), % um valor de atributo adequado
filtra(Exemplos, [ValAtril, Exemplosl), % Exemplosl satisfaz a
% condicao Atri = Val

length (Exemplosl, N1), % tamanho da lista
conta_pos (Exemplosl, Classe, NPosl), % numero de exemplos positivos
NPos1 > O, % Pelo menos um exemplo positivo casa com ValAtri
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Score is 2*NPosl - N1i.

candidato(Exemplos, Classe, Atri = Val):-
atributo( Atri, Valores), % obtem um atributo
membro(Val, Valores), % obtem um valor
adequado(Atri = Val, Exemplos, Classe).

adequado(ValAtri, Exemplos, Classe):-
% pelo menos um exemplo negativo nao deve casar com ValAtri
membro (exemplo(ClasseX, 0bjX), Exemplos),
ClasseX \== Classe, % exemplo negativo
not satisfaz(0bjX, [ValAtril), !. % que nao casa

% conta_pos (Exemplo, Classe, N):
% N e’ o numero de exemplos positivos de Classe
conta_pos([1, _, 0).
conta_pos([exemplo(ClasseX, _)|Exemplos], Classe, N):-
conta_pos (Exemplos, Classe, N1),
(ClasseX = Classe, !, N is N1+1; N=N1).

membro(X, [X|_1).
membro(X, [_IL1):-
membro(X, L).

escreve_lista([]).
escreve_lista([X|L]):-
tab(2),
write(X),
nl,
escreve_lista(L).

% procedimento de reconmhecimento que utiliza as descricoes aprendidas
classifica(Objeto, Classe):-

Classe <== Descricao,

casa(Objeto, Descricao).
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9 Aprendizado de Arvores de Deciséo

Inducdo de arvores de decisdo é um método muito utilizado em AM para aprender
conceitos quando objetos sdo descritos através de atributos. A seguir é descrito o
processo de construcao de uma arvore de decisao, a partir de exemplos, de tal forma
que a arvore classifique corretamente os exemplos, ou observagoes, fornecidos.

9.1 Construindo Arvores de Decisio

Para ilustrar tal processo, sera considerado o seguinte exemplo apresentado original-
mente em [Castineira 90]. Considere um programa de auditério que realiza o “namoro
na TV”. O telespectador quer descobrir um processo para prever se um candidato vai
ou nao arrumar uma namorada. Ele pode consultar o apresentador do programa, o qual
tem muita experiéncia no assunto. Considere o seguinte didlogo entre o telespectador
e o apresentador do programa

apresentador — O candidato é bonito ou feio?

telespectador —  Ele é feio.

apresentador —  Ele é inteligente?

telespectador — Nao.

apresentador — O candidato tem dinheiro (pouco, mais ou menos ou muito)?
telespectador —  Ele tem muito dinheiro.

apresentador —  Pelo que vocé me fala o candidato provavelmente

arrumara namorada.

que evidencia o uso de uma certa estrutura de decisao por parte do apresentador. Tal
estrutura pode ser uma arvore de decisdo. A Figura 14 pg. 60 mostra como este didlogo
pode ser representado na forma de arvore de decisdo.

Essa arvore de decisao parcial representa apenas a situagao resultante do didlogo acima
descrito. Uma arvore completa poderia ser construida representando todas as possiveis
perguntas com todas as possiveis respostas. A partir da drvore de decisdo pode ser
formulado um conjunto equivalente de regras. Por exemplo, percorrendo a arvore da
Figura 14 da raiz até o né final (folha) pode-se deduzir a seguinte regra

Se o candidato € feio
e nao € inteligente
e tem muito dinheiro

entao ele arrumard namorada.

Neste exemplo inteligéncia, beleza e situacdo financeira sdo chamados de atributos ou
indicadores. A Tabela 2 mostra, para o exemplo considerado, os possiveis valores
desses atributos.

Suponha agora que o telespectador quer achar mais regras para predizer se um deter-
minado candidato serd capaz ou ndo de arrumar namorada. Para isso, ele confecciona
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Qual o aspecto
fisico?

bonito feio

o candidato é
inteligente?
sim nao
Tem dinheiro?

muito pouco

arruma namorada

Figura 14: Arvore de Decisdo Incompleta

Atributo Valor

inteligéncia {sim, néo}

beleza {bonito, feio}
situacdo financiera | {rico, médio, pobre}

Tabela 2: Atributo-Valor

uma tabela com uma lista de alguns candidatos que ja passaram pelo programa, alguns
fatos sobre eles (suas caracteristicas ou atributos) e seu desempenho (se arrumaram ou
nao namorada). Uma amostra destes dados é ilustrada na Tabela 3.

| inteligéncia  beleza  sit.financeira  arrumou namorada |

sim bonito rico +
nao feio pobre -
sim feio pobre +
sim feio médio +
nao bonito pobre —
nao bonito médio +
nao bonito rico +
nao feio rico +

Tabela 3: Conjunto de Observagoes ou Exemplos

Cada linha dessa tabela é um exemplo ou observagdo, os rétulos das colunas (inte-
ligéncia, beleza, etc.), como ja mencionado, séo os atributos, sendo que o tdltimo atri-
buto (arrumou namorada) é chamado atributo de classe. E esse atributo que divide os
exemplos nas diferentes classes — neste caso uma classe positiva e outra negativa. Os
candidatos que arrumaram namorada formam a classe positiva (4) e os que nao arru-
maram namorada formam a classe negativa (—). O objetivo é determinar uma relagio
entre as classes e os outros atributos.
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Por exemplo, a primeira observacao da tabela diz que um candidato muito inteligente,
bonito e rico arrumou namorada. Porém, essa tabela nao diz nada a respeito do de-
sempenho de futuros candidatos. Para isto constroéi-se uma arvore de decisao completa
representando esses dados. Para construir essa arvore de decisao, primeiramente deve
ser selecionado um atributo para ser a raiz da arvore e entao dividir as observacgoes
segundo os valores desse atributo; seja ele o atributo inteligéncia. Deve-se, entao, di-
vidir as observacoes em dois grupos: um com os candidatos inteligentes e outro com
os nao inteligentes; coloca-se cada um desses grupos no extremo correspondente dos
ramos da arvore, como mostrado na Figura 15. Assim, todas as observagoes nas quais
o candidato € inteligente sdo colocadas no ramo rotulado com inteligéncia:sim. Nessas
observagoes foi retirado o atributo inteligéncia, pois sabe-se que todos estes candida-
tos sao inteligentes. De maneira andloga, todas as observacgoes de candidatos pouco
inteligentes vao para o outro ramo.

inteligente?
sim nao
bonito rico + feio pobre —
feio pobre + bonito pobre —
feio médio + bonito médio +

bonito rico +
feio rico +

Figura 15: Construindo a Arvore de Decisdo — Passo 1

Todas as observagoes do ramo inteligéncia:sim pertencem & mesma classe, ou seja, todas
indicam que o candidato arrumou namorada. Quando isso acontece, as observacoes
devem ser substituidas pela classe comum a todas elas. No presente caso, a arvore
adquire a forma ilustrada na Figura 16.

inteligente?
sim nao
+ feio pobre —

bonito pobre —
bonito médio +
bonito rico +
feio rico +

Figura 16: Construindo a Arvore de Decisio — Passo 2

No ramo dos pouco inteligentes ainda existem observagoes de duas classes diferentes.
Quando isso acontece, escolhe-se outro atributo e repete-se a divisao em ramos. Su-
ponha que agora é considerado o atributo situacdo financeira para realizar a préxima
ramificagao. Desta vez deve-se separar os dados que estao no ramo dos “nao inteligen-
tes” em trés sub-ramos, segundo a situagao financeira
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e tem muito dinheiro (rico)
e situagdo financeira média (médio)

e tem pouco dinheiro (pobre).

A Figura 17 mostra o resultado desta ramificagao.

inteligente?

sim nao

+ Tem dinheiro?
muito pouco

bonito +  bonito +  feio —
feio + bonito —

Figura 17: Construindo a Arvore de Decisdo — Passo 3

Agora, cada sub-ramo tem observagtes que representam classes homogéneas. Pode-se
entao substituir as observagoes por suas classes. O resultado é mostrado na Figura 18.

inteligente?
sim nao
+ Tem dinheiro?
muito pouco
+ + -

Figura 18: Arvore de Decisdo

Como cada folha da arvore contém uma unica classe, o processo de ramificacdo ou
construcao da drvore estd completo. Assim, se seus ramos forem percorridos primeiro
em profundidade até chegar nas folhas, a arvore representa as seguintes regras

1. Se o candidato € inteligente
entao arruma namorada.

2. Se ele nao ¢ inteligente
e é rico
entao arruma namorada.
3. Se ele ndo ¢ inteligente

e sua situacdo financeira € média
entao arruma namorada.
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4. Se ele nao ¢é inteligente
e € pobre
entao nao arruma namorada.

Deve ser observado que é produzida uma regra para cada né terminal da arvore.

A Figura 18 mostra uma caracteristica interessante do processo de construcao da drvore
de decis@o. Apesar do conjunto de observagoes originais conter trés atributos (beleza,
inteligéncia e situacio financeira), o atributo beleza néo foi necessério para classificar as
observagoes do conjunto. Neste caso, pode-se dizer que o atributo beleza é um atributo
irrelevante.

Certamente, a arvore da Figura 18 nao é a unica arvore que pode ser construida a
partir desse conjunto de exemplos. Dependendo do atributo escolhido em cada passo,
podem ser geradas diferentes arvores representando os mesmos dados. Por exemplo, se
tivesse sido escolhido o atributo beleza para comecar a dividir o conjunto amostra da
Tabela 3 pg. 60, teria sido gerada uma arvore como a da Figura 19.

beleza
bonito feio
inteligente? inteligente?
A sim nao
Tem dinheiro? + + Tem dinheiro?
multc/l\ouco muito pouco
+ + _ + null —

Figura 19: Arvore de Decisdo com Atributo Inicial beleza

Essa arvore é mais complexa e ramificada do que a da Figura 18, embora cubra o mesmo
conjunto de exemplos. Essa arvore também gera regras mais complexas, pois as regras
possuem mais condigoes e sao mais numerosas — nesse caso tem-se 7 regras contra 4
da arvore anterior. No caso de problemas reais, com grande ntumero de atributos e
maior niimero de observacgoes, é importante gerar regras concisas e no menor nimero
possivel.
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Do que foi dito, conclui-se que é necessdrio um método para descobrir qual é o atributo
mais relevante (ou melhor atributo) a ser utilizado para ramificar cada né da drvore de
decisao. Existem diversos métodos para encontrar o atributo mais relevante. Um deles,
utilizado no algoritmo ID3 [Quinlan 79| e baseado na teoria da informagéo, utiliza a
entropia para escolher o atributo mais relevante.
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9.2 Entropia

Entropia é uma grandeza que mede desordem, tanto de objetos fisicos quanto de infor-
macoes. Quanto maior a entropia maior a desordem. Arariboia explica o conceito de
entropia de uma forma muito clara [Arariboia 89]

Para entender o que é ordem, imagine que haja vdrias gavetas contendo
objetos embalados em caizas. Se cada uma das gavetas contém apenas ob-
jetos de um so tipo, nao precisamos abrir as caixas para saber que objetos
estao dentro delas. Em outras palavras, se a caiza foi retirada de uma gaveta
de ldpis, nao precisamos abrir a referida caiva para saber que contém ldpis.
Nao precisamos, em suma, de nenhuma informacao para descobrir o que
estd dentro da caiza. E por que nao foi necessdria nenhuma informacdao?
Porque os objetos estavam adequadamente organizados dentro das gavetas.
Se, porém, cada gaveta contivesse objetos dos mais variados tipos, teriamos
que abrir a caiza para saber qual objeto foi retirado de cada gaveta. Preci-
sariamos de informacao para classificar o objeto. Um grupo de objetos estd
tanto mais organizado quanto menos informacao externa for preciso para
classificd-lo. A propdsito, a entropia, no caso em que cada gaveta contém
apenas um tipo de objeto, é nula, pois tudo estd em ordem.

E mais ou menos intuitivo que devemos escolher o atributo que produza
a ramificagdo de menor entropia (e, portanto, de maior organizagdo). De
preferéncia, gostariamos de ter entropia nula. Isto significa que, em um
dado ramo, todas as classes sao iguais e, portanto, nao precisamos de mais
nenhuma informacdo para descobrir uma determinada classe, basta saber
em que ramo ela estd. Neste caso 0s ramos sao como gavetas, contendo,
cada uma, apenas um tipo de objeto.

Para calcular a entropia de um determinado atributo é necessario calcular a entropia de
uma ramificacdo. A fim de exemplificar, é considerado o caso do atributo inteligéncia.
Esse atributo produz dois ramos, como mostrado na Figura 15 pg. 61. O ramo dos
candidatos inteligentes contém observagbes que pertencem a uma mesma classe (+),
portanto, ele esta ordenado e possui entropia zero — a desorganizacao dele é nula.
O ramo inteligéncia: n&o contém observacoes de duas classes diferentes; em outras
palavras, ele ainda esta desorganizado. Neste caso, é necessario calcular a entropia
dos atributos participantes a fim de determinar o melhor atributo a ser utilizado na
ramificagao. O calculo da entropia de um determinado ramo ainda desorganizado é
descrito a seguir.

Se uma observacao pode ser classificada em n classes diferentes ¢, ...c,, e a probabi-
lidade de um objeto pertencer a classe ¢; é p(i), entéo, a entropia de classificacido do
ramo é dada por

E(A =v;) = — Zp(i) log, p(i) (1)



onde A = v; significa que o atributo A tem o valor v;. Isto é, E(A = v;) é a entropia
do ramo correspondente ao valor v; do atributo A. No caso do atributo inteligéncia
— Tabela 3 pg. 60 — tem-se que a entropia correspondente ao ramo de inteligéncia:nao
é

E(inteligéncia = nao) = —2/5logs(2/5) — 3/510g,(3/5)
= 0.9709505

pois 2/5 das observagdes no ramo correspondente a pouca inteligéncia pertencem a
classe negativa e 3/5 das observagoes pertencem a classe positiva. Analogamente, pode-
se verificar que a entropia do ramo inteligéncia:sim é zero

E(inteligéncia = sim) = —3/31log,(3/3)
— llogy1
=0

Para calcular a entropia total de um atributo deve-se relacionar a entropia de cada um
dos ramos correspondentes a esse atributo. Seja

M o nimero de observacoes totais,

FE, Fs, E3, ...F; as entropias de cada ramo pertencente ao atributo esco-
lhido, e

Ny, Noy N3 ...Np o ntiimero de elementos de cada ramo.

Neste caso, a entropia de toda a ramificagao, ou seja, a entropia do atributo A é dada
por

E(A) = ijE « Ni/M 2)

Por exemplo, no caso do atributo inteligéncia tem-se dois ramos, um contém trés das
oito observagoes totais e o outro possui cinco dessas observagoes, assim

E(inteligéncia) = 3/8E(inteligéncia = sim) + 5/8E(inteligéncia = nao)
— 0%3/8 1 5/8%0.9700505
= 0.6068441

Realizando o mesmo processo com os outros dois atributos obtem-se

66



E(beleza) — 0.8112781
E(situac. financeira) = 0.3443609

Portanto, o atributo situacdo_financeira é o melhor atributo, enquanto que beleza é o
pior atributo para comecar a construir a arvore de decisao correspondente aos exemplos
da Tabela 3 pg. 60. Assim, para gerar arvores de decisao mais simples, em cada né
da arvore deve-se escolher o atributo de menor entropia para continuar ramificando a
arvore.
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9.3 Algoritmo Geral da Familia TDIDT

Deve ser observado que a arvore de decisao pode ser geral, no sentido de nao apenas
classificar objetos em duas classes — positiva e negativa — mas em multiplas classes.

Existe uma familia de sistemas de AM de propédsito geral, que tem como caracteristica
a construgao de arvores de decisao através de processos indutivos, utilizando uma me-
todologia Top Down, isto é, a arvore é construida comecando da raiz e descendo até as
folhas. Essa familia é denominada TDIDT — Top Down Induction of Decision Tree —
e representa o conhecimento adquirido (conceito) processando exemplos observados,
através de arvores de decisao.

O algoritmo geral desses sistemas comega com uma arvore de decisao vazia que é refi-
nada gradualmente até que classifique corretamente todos os exemplos da amostra. O
procedimento geral é o seguinte:

Dado um conjunto de exemplos de aprendizado F;
uma condigio de parada t(E); e
uma funcao de avaliagdo aval(E, atributo)

Se todas as instancias em F satisfazem a condigdo de término ¢(E)
entao retorne o valor da classe

caso contrario

1. para cada atributo a; determine o valor da funcéo aval(E,a;). Seja a; o
atributo que possui o melhor valor** de aval(F, a;).

2. se a; possui valores aj,, aj,, ... aj, crie o seguinte né da arvore:

k

3. Particione os exemplos do conjunto F nos subconjuntos F, Fa,... FE} se-
gundo os valores de a; na arvore de decisao.

4. Aplique o algoritmo recursivamente para cada um dos subconjuntos F£;.

O critério de parada f pode ser definido tanto para construir a drvore de decisao,
que classifica exatamente todos os elementos do conjunto de aprendizado em dominios

** Atributo mais relevante para realizar a ramificacao, segundo a funcao de avaliacao.
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completos, quanto para decidir pela nao expansao da drvore quando a evidéncia for
insuficiente nos exemplos fornecidos. Esse mecanismo é denominado pré-poda da arvore
de decisao. A funcfo de avaliagdo aval pode ser definida de vérias formas diferentes.

As diversas condictes de parada e fungoes de avaliagio ddo origem a vérios algoritmos
dessa familia. Como j& mencionado, o sistema ID3 [Quinlan 79] utiliza a “entropia”
como funcao de avaliagao dos atributos e seu critério de parada é que todos os exemplos
no né pertengam & mesma classe. Embora essa abordagem dé bons resultados nesse
sistema, nada garante que esses sejam os melhores resultados. Outro critério ou funcao
de avaliacao poderia ser utilizado.

A continuacéo é apresentada uma implementagdo muito simples do algoritmo geral da
familia TDIDT.
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9.3.1 Descricao da Implementacao

A fim de ilustrar, serd considerado o mesmo exemplo que o da secio 8.2.1. Nesse caso,
os atributos dos objetos estao relacionados com o tamanho, forma e nimero de furos
do objeto, como mostrado a seguir

Atributo | Valor

tamanho | {pequeno, grande}

forma {longo, compacto, outros}
furos {nenhum, 1, 2, 3, muitos}

Na implementacao realizada, os exemplos sao representados através de um conjunto de
clausulas Prolog da seguinte forma

exemplo(Classe, [Atributol = Valorl, Atributo2 = Valor2, ...1).

O procedimento para induzir a drvore de decisao é

arvore_inducao(Atributos, Exemplos, Arvore).

onde Arvore é a arvore induzida dos Exemplos usando os atributos na lista Atributos.
Considerando que os atributos e exemplos estéo representados, respectivamente, como

atributo(tamanho, [pequeno, grandel).
atributo(formato, [longo, compacto, outrol).
atributo(furos, [menhum, 1, 2, 3, muitos]).

exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(parafuso, [tamanho = pequeno, formato = longo, furos = nenhum]).
exemplo(chave, [tamanho = pequeno, formato = longo, furos = 1]).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(chave, [tamanho = grande, formato = longo, furos = 1]).
exemplo(parafuso, [tamanho = pequeno, formato = compacto, furos = nenhum]).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = longo, furos = 2]).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = outro, furos = 2]).
exemplo(chave, [tamanho = pequeno, formato = outro, furos = 2]).

é possivel coletar todos os exemplos e os atributos disponiveis em listas da seguinte
forma

arvore_inducao (Arvore) : -
findall(exemplo(Classe, Obj), exemplo(Classe, Obj), Exemplos),
findall(Atri, atributo(Atri, _), Atributos),
arvore_inducao(Atributos, Exemplos, Arvore).
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A drvore induzida possui uma forma diferente dependendo dos seguintes casos possiveis

1. Arvore = null se o conjunto de exemplos é vazio;

2. Arvore = folha(Classe) se todos 0s exemplos sao de uma mesma classe Classe

3. Arvore = arvore( Atributo, [Vall : Sub_arvorel, Val2 : Sub_arvore2,...]) Se 0S exXem-
plos pertencerem a mais de uma classe, Atributo € a raiz da arvore, vall, Val2,
sao seus valores, e Sub_arvorel, Sub_arvore2, ... SA0 as subarvores corresponden-
tes.

Esses trés casos estao representados pelas seguintes trés clausulas

arvore_inducao(_, [1, null):- !.

arvore_inducao(_, [exemplo(Classe, _)| Exemplosl], folha(Classe)):-

mesma_classe(Classe, Exemplosi),
[N

arvore_inducao(Atributos, Exemplos, arvore(Atributo, Sub_arvores)):-
escolhe_atributo(Atributos, Exemplos, Atributo),
apaga(Atributo, Atributos, RestaAtri),
atributo(Atributo, Valores),
arvores_inducao(Atributo, Valores, RestaAtri, Exemplos, Sub_arvores).

onde arvores_inducao/5 induz Sub_arvores para um subconjunto de Exemplos de acordo
com Valores de Atributo

% arvores_inducao(Atri, Vals, RestaAtri, Exemplos, Sub_arvores)
arvores_inducao(_, [1, _, _, [1).

arvores_inducao(Atri, [Valil|Vals], RestaAtri, Exs, [Vall:Arvorell|Arvores]):-
atrival_subconj(Atri = Vall, Exs, ExemploSubconj),
arvore_inducao(RestaAtri, ExemploSubconj, Arvorel),
arvores_inducao(Atri, Vals, RestaAtri, Exs, Arvores).

O procedimento atrival_subconj(Atributo = Valor, Exemplos, Subconj)7(ieﬁnjdo:isglﬂr7é
verdadeiro se Subconj € um subconjunto de exemplos de Exemplos que satisfaz a condi¢ao
Atributo = Valor

atrival_subconj(AtriValor, Exemplos, ExemploSubconj):-
findall(exemplo(Classe, Obj), (membro(exemplo(Classe, 0Obj), Exemplos),
satisfaz(0Obj, [AtriValorl)), ExemploSubconj).

O procedimento escolhe_atributo/3 seleciona o atributo que melhor discrimina entre
as classes em funcao da entropia desses atributos minimizando a medida da entropia
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escolhida, usando findall/3 e keysort/2 — predicados pré-definidos de Prolog. findall/3
coloca em uma lista (32 argumento) todas as entropias com seus respectivos atributos
e keysort/2 ordena a lista em ordem crescente de entropia (2¢ atributo).

escolhe_atributo(Atris, Exemplos, MelhorAtri):-

numero_elementos (Exemplos, 0, Num Elem),

findall (Ent_final-Atri,
(membro(Atri, Atris), atributo(Atri, Valores),
entropia_total(Exemplos, llum_Elem, Atri, Valores, O, Ent_final)),
ListaEntropia),

keysort(ListaEntropia, ListaOrdenada),

primeiro_elemento(ListaOrdenada, MelhorAtri).

O procedimento

entropia_total(_, _, _, [1, Ent, Ent).

entropia_total (Exemplos, Num_Elem, Atri, [Valorl|Valor2], Entl, Ent_final):-
atrival_subconj(Atri = Valorl, Exemplos, Obs),
calcula_entropia(Obs, Num, Entropia),
Ent2 is Entl + (Num * Entropia / Num_Elem),
entropia_total (Exemplos, Num_Elem, Atri, Valor2, Ent2, Ent_final).

calcula a entropia. entropia_total/6 combina as entropias dos subconjuntos de exemplos
apods dividir a lista Exemplos de acordo com os valores de Atributos.

O procedimento calcula_entropia/3 é o responsavel pelo cédlculo da entropia de cada
subconjunto de exemplos

calcula_entropia([l, 0, 0).

calcula_entropia(Obs, Num, Entropia):-
numero_elementos(Obs, 0, Num),
setof (D, diagnosticos(D, Obs), Ds),
entropia(Ds, Obs, Num, O, Entropia).

Para esse célculo é utilizado o procedimento entropia/s, definido a seguir, que faz a
somatdria propriamente dita da entropia de cada classe

entropia([l, Obs, Num, En, En):- !.

entropia([D|Ds], Obs, Num, Enl, En):-
conta_diagnostico(D, Obs, O, WND),
En2 is Enl - (ND/lum)*log(lID/Num)/log(2),
entropia(Ds, Obs, Num, En2, En).
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9.3.2 Exemplo de Execucao

O programa, cuja listagem se encontra na se¢ao 9.3.3, pode ser executado para construir
a arvore de decisao da seguinte forma

?- arvore_inducao(Arvore).
cuja resposta, utilizando o conjunto de atributos e exemplos da secao anterior é

Arvore = arvore(furos, [nenhum : arvore(tamanho, [pequeno : folha(parafuso),
grande : folha(caneta)l),
1 : arvore(formato, [longo : folha(chave),compacto : folha(porca),
outro : nulll),
2 : arvore(tamanho, [pequeno : folha(chave),grande : folha(tesoura)l),
3 : null,muitos : nulll)

Percorrendo essa darvore em profundidade até chegar nas folhas obtém-se as seguintes
regras de decisao

1. Se furos = nenhum
e tamanho = pequeno
entdao € um parafuso

2. Se furos = nenhum
e tamanho = grande
entao € uma caneta

3. Se furos = 1
e formato = longo
entao é uma chave

4. Se furos = 1
e formato = compacto
entao é uma porca

5. Se furos = 2
e tamanho = pequeno
entao € uma chave

6. Se furos = 1
e tamanho = grande
entao é uma tesoura

Deve ser observado que o conceito aprendido por esse programa e aquele descrito na
secao 8.2 pg. 51 ndo sao necessariamente idénticos, ja que utilizam diferentes métodos
de aprendizado.
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9.3.3 Listagem do Programa

- Lista de atributos --—————--—-"-"—""—"-"-"-""""""--—
atributo(tamanho, [pequeno, grandel).

atributo(formato, [longo, compacto, outrol).

atributo(furos, [nenhum, 1, 2, 3, muitos]).

f—————— Lista de exemplos —-————————————————————————————
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 11).
exemplo(parafuso, [tamanho = pequeno, formato = longo, furos = nenhum]).
exemplo(chave, [tamanho = pequeno, formato = longo, furos = 11).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 1]).
exemplo(chave, [tamanho = grande, formato = longo, furos = 1]).
exemplo(parafuso, [tamanho = pequeno, formato = compacto, furos = nenhum]).
exemplo(porca, [tamanho = pequeno, formato = compacto, furos = 11).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = longo, furos = 2]).
exemplo(caneta, [tamanho = grande, formato = longo, furos = nenhum]).
exemplo(tesoura, [tamanho = grande, formato = outro, furos = 2]).
exemplo(chave, [tamanho = pequeno, formato = outro, furos = 2]).

e arvore_inducao(-) ————=-————————————————
% Chamada principal do programa, que inicializa a formacao da arvore de

% inducao e chama as demais subrotinas para a formacao do restante da

% arvore.

arvore_inducao (Arvore) : -
findall(exemplo(Classe, Obj), exemplo(Classe, Obj), Exemplos),
findall(Atri, atributo(Atri, _), Atributos),
arvore_inducao(Atributos, Exemplos, Arvore).

e arvore_inducao(+,+,-) ——————————————————————————
% Programa que monta uma arvore de decisao induzida pelos Exemplos usando
% os atributos da lista Atributos. A arvore e’ retornada pelo terceiro

% parametro.

% Arvore = null caso o conjunto de exemplos esteja vazio
arvore_inducao(_, [1, null):- !.
% Arvore = folha(Classe) caso todos os exemplos pertencerem a mesma classe

arvore_inducao(_, [exemplo(Classe, _)| Exemplosl], folha(Classe)):-

mesma_classe(Classe, Exemplosi),
[N

% Arvore = arvore(Atributo, [Vall: subarvorel, Val2: subarvore2, ...]) caso
% os exemplos pertencam a mais de uma classe, Atributo e’ a raiz da arvore,
% Vall, Val2, ... sao os seus valores e subarvorel, subarvore2, ... sao as

% arvores de decisao correspondentes

arvore_inducao(Atributos, Exemplos, arvore(Atributo, Sub_arvores)):-
escolhe_atributo(Atributos, Exemplos, Atributo),
apaga(Atributo, Atributos, RestaAtri),
atributo(Atributo, Valores),
arvores_inducao(Atributo, Valores, RestaAtri, Exemplos, Sub_arvores).
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Y arvores_inducao (+,+,+,+,-) —————————————————————
% 0 programa arvores_inducao induz Sub_arvores de decisao para subconjun-
% tos de Exemplos de acordo com os Valores de Atributo.

arvores_inducao(_, [1, _, _, [1).

arvores_inducao(Atri, [Valil|Vals], RestaAtri, Exs, [Vall:Arvorell|Arvores]):-
atrival_subconj(Atri = Vall, Exs, ExemploSubconj),
arvore_inducao(RestaAtri, ExemploSubconj, Arvorel),
arvores_inducao(Atri, Vals, RestaAtri, Exs, Arvores).

= atrival_subconj(+,+,-) ————————————————————
% E’ verdadeiro se Subconj. e’ um subconjunto de exemplos em Exemplos que
% satisfaca a condicao Atributo = Valor.

atrival_subconj(AtriValor, Exemplos, ExemploSubconj):-
findall(exemplo(Classe, Obj), (membro(exemplo(Classe, 0Obj), Exemplos),
satisfaz(0Obj, [AtriValorl)), ExemploSubconj).

e escolhe_atributo(+,+,-) ——————-———————————————

% 0 programa que segue nada mais faz que encontrar o candidato com menor

% entropia. Em cada interacao, existe um candidato a melhor classificador
% que sera inserido em uma lista de candidatos. Apos a obtencao de todos

% os candidatos, a lista sera ordenada em ordem crescente de acordo com o
% valor de sua entropia. No final, o melhor candidato sera o primeiro ele-
% mento da lista, ou seja, o de menor entropia.

escolhe_atributo(Atris, Exemplos, MelhorAtri):-

numero_elementos (Exemplos, 0, Num Elem),

findall (Ent_final-Atri,
(membro(Atri, Atris), atributo(Atri, Valores),
entropia_total(Exemplos, llum_Elem, Atri, Valores, O, Ent_final)),
ListaEntropia),

keysort(ListaEntropia, ListaOrdenada),

primeiro_elemento(ListaOrdenada, MelhorAtri).

e primeiro_elemento(+,-) ———————————————————m————
% Obtem o primeiro elemento de uma lista.

primeiro_elemento([_ - Elementol|_], Elemento).

= entropia_total(+,+,+,+,+,-) ————————————————
% 0 programa abaixo calcula a entropia total de um conjunto de ramos.

% Os ramos sao os correspondentes ao indicador Atri. Este indicador e’

% dado pela lista de seus valores.

entropia_total(_, _, _, [1, Ent, Ent).

entropia_total (Exemplos, Num_Elem, Atri, [Valorl|Valor2], Entl, Ent_final):-
atrival_subconj(Atri = Valorl, Exemplos, Obs),
calcula_entropia(Obs, Num, Entropia),
Ent2 is Entl + (Num * Entropia / Num_Elem),
entropia_total (Exemplos, Num_Elem, Atri, Valor2, Ent2, Ent_final).
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% A funcao abaixo efetua o calculo da entropia de uma lista de obser-—
% vacoes.

calcula_entropia([l, 0, 0).

calcula_entropia(Obs, Num, Entropia):-
numero_elementos(Obs, 0, Num),
setof (D, diagnosticos(D, Obs), Ds),
entropia(Ds, Obs, Num, O, Entropia).

= entropia(+,+,+,+,-) ———————————————
% 0 programa entropia faz a somatoria das entropias de cada um dos diag-
% nosticos. 0 quarto argumento e’ o parametro acumulador utilizado para
% obter a referida somatoria. 0 resultado e’ colocado no quinto parametro.

entropia([l, Obs, Num, En, En):- !.

entropia([D|Ds], Obs, Num, Enl, En):-
conta_diagnostico(D, Obs, O, WND),
En2 is Enl - (ND/lum)*log(lID/Num)/log(2),
entropia(Ds, Obs, Num, En2, En).

Y conta_diagnostico(+,+,+,-) ——————————————————
% Dado um diagnostico D, o programa abaixo conta quantas vezes ele aparece
% em uma lista de observacoes.

conta_diagnostico(D, [1, ND, ND):- !.

conta_diagnostico(D, [exemplo(DD, _)|RObs], ND1, ND):-
incrementa(D, DD, ND1, ND2),
conta_diagnostico(D, RObs, D2, 1D).

= incrementa(+,+,+,-) ——————————————————————————
% 0 parametro acumulador de conta_diagnostico(_,_,_,_) e’ incrementado

% pelo programa abaixo. Observe que o parametro so’ e’ incrementado quan-
% do o diagnostico da observacao e’ igual ao que esta sendo contado.

incrementa(D, D, N, N1):-
N1 is N + 1,
[N

incrementa(_, _, N, N).

= numero_elementos (+,+,-) ———————————————————————
% 0 programa abaixo conta o numero de elementos em uma lista.

numero_elementos([], N, N):- !.
numero_elementos([_|R], N1, N):-
N2 is N1 + 1,
numero_elementos(R, N2, N).
= diagnosticos(-,+) ——————————————————————

% Dada uma lista de observacoes, o programa abaixo fornece um dos diagnos-—
% ticos dela. Se este nao servir, fornece outro. E assim por diante. E’
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% usado com setof(_,_,_) em calcula_entropia(_,_,_) para se conseguir a
% lista de todos os diagnosticos distintos que estao presentes em uma lista.

diagnosticos(D, [exemplo(D, _)|_1).

diagnosticos(D, [_IRI):-
diagnosticos(D, R).

= mesma_classe(+,+) —————————————————————————
% 0 programa abaixo verifica se todos os exemplos de uma lista pertencem
% a uma mesma classe.

mesma_classe(_, [1).

mesma_classe (Classe, [exemplo(ClasseX, _)|[Caudal):-
Classe == ClasseX,
mesma_classe(Classe, Cauda).

mesma_classe(Classe, _):-
1

L)

fail.
e membro(?,?) ————————————
% 0 programa membro(_,_) verifica se um dado elemento e’ membro de uma
% lista, ou dada uma lista determina cada um de seus membros.

membro(X, [X|_1).

membro(X, [_IL1):-
membro(X, L).

= ——— satisfaz(+,+) —————————-——-——————————
% 0 programa verifica se um determinado atributo e seu valor satisfazem

% uma determinada condicao.

satisfaz(0bj, Conj):-

membro(Atri = Val, Conj),
membro(Atri = ValX, Obj),
ValX == Val.
e apaga(+,+,-) ——---------—m—mmm—m— o

% 0 programa elimina um atributo da lista de atributos caso ele ja tenha
% sido usado.

apaga(_, [1,[1).

apaga(Atributo, [Atributo|Caudall , Cauda2):-
apaga(Atributo, Caudal, Cauda2), !.

apaga(Atributo, [E|Caudall, [E|Cauda2]):-
apaga(Atributo, Caudal , Cauda2).
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10 Consideracoes Finais

Em geral, os sistemas de Aprendizado de Mdquina podem ser vistos como programas
capazes de criar classificadores a partir de conjuntos de exemplos. O principal objeti-
vo estéd em extrair conceitos expressos em alguma linguagem, por exemplo, regras de
decisdo, capazes de serem aplicadas a novos casos. Os classificadores sdo sistemas que
utilizam tais regras para classificar casos nunca vistos.

Neste trabalho foi contextualizado Aprendizado de Maquina e foram descritos em
detalhes implementacoes simples de alguns algoritmos de Aprendizado Simbdlico de
Maéaquina por exemplos. As implementacoes foram realizadas na linguagem de progra-
magao légica Prolog, sintaxe de Edinburgh, mais especificamente Arity Prolog [Arity 90].

Uma das principais utilidades da linguagem Prolog é a prototipagem rapida. EEm proto-
tipagem, a énfase estd em implementar novas idéias rapidamente e a um custo pequeno,
sem levar em consideracio, necessariamente, a eficiéncia da implementacdo. Apds de-
senvolver um primeiro protétipo, o sistema pode ser novamente implementado — em
outra ou na mesma linguagem de programacao — considerando agora a eficiéncia da
implementagcao.

D) importante ressaltar que este trabalho é uma primeira versao de uma Nota Didéatica
que trata de AM. Assim, é esperada uma contribuicdo das pessoas que usem este
trabalho no sentido de corrigi-lo e melhora-lo até chegar a sua versio final.

Como ja mencionado, um sistema de aprendizado supervisionado é um programa capaz
de realizar decisoes baseado na experiéncia contida em casos resolvidos com sucesso.
As primeiras perguntas que surgem sao

Como analisar as regras induzidas por um sistema de AM?

Como determinar quando wm sistema de AM € superior a outro? etc.

As respostas a essas indagacoes, a serem tratadas em uma Nota Didética posterior, sdo
de fundamental importancia e sdo delineadas brevemente a seguir.

As regras de classificacéo induzidas por um sistema de aprendizado podem ser analisa-
das segundo dois critérios: a complexidade dessas regras e o erro de classificacao sobre
um conjunto independente de exemplos.

Muitas vezes, complexidade e taxa de erro na classificacdo de novos casos estao direta-
mente relacionadas. Regras de classificacdo demasiadamente complexas podem indicar
que o conhecimento contido nos exemplos nao foi suficientemente generalizado. Sis-
temas de aprendizado utilizam diferentes métodos para criar regras de classificacao
simples.

Os sistemas de aprendizado simbdlico proposicionais, como os tratados neste trabalho,
podem ser caracterizados pelo uso da linguagem atributo-valor para descrever os exem-
plos. Esse tipo de sistemas possuem teoria e métodos bem definidos e, frequentemente,
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utilizam arvores ou regras de decisao para descrever os conceitos induzidos. Nesses
sistemas é comum a aplicacao de técnicas que buscam evitar que os conceitos induzi-
dos sejam demasiadamente complexos. Uma das técnicas mais conhecidas para evitar
esse problema chama-se poda. Utilizando poda procura-se eliminar ndés — em arvores
de decisao — ou condigoes — em regras de decisao — pouco relevantes ao conceito
induzido.

Os sistemas de aprendizado proposicionais, apesar de amplamente difundidos, possuem
severas restrigbes quanto aos conceitos que podem ser induzidos. A expressividade da
linguagem atributo-valor permite que somente conceitos que podem ser expressos na
linguagem légica proposicional possam ser aprendidos. As limitagGes mais severas dos
sistemas proposicionais, como a utilizagao de conhecimento de fundo e a possibilidade de
expressar relacoes entre objetos, sé podem ser superadas quando utilizadas linguagens
mais expressiva, tal como a légica de primeira ordem.

Os sistemas de aprendizado relacionais, tais como os sistemas de Programacao Légica
Indutiva [Flach 94, Lavrac 94, Lavrac¢ 95, Muggleton 94|, utilizam a légica de primeira
ordem como linguagem de descricao de exemplos, hipéteses e conhecimento de fundo.
Esta é uma drea de pesquisa ativa em Aprendizado de Maquina, e grande parte de sua
teoria e métodos ainda estao sendo formulados.

Um dos principais problemas que envolve o aprendizado relacional reside na alta ex-
pressividade da légica de primeira ordem, o que implica em um espago de hipdteses
muito grande. Assim, muitos dos sistemas de aprendizado relacional buscam restringir
tal expressividade a fim de tornar o aprendizado factivel.

10.1 Erro de Classificagao

Além da complexidade dos conceitos induzidos, os sistemas de aprendizado podem ser
avaliados pelo erro de classificagio em novos casos. Neste caso estudos experimentais
S&0 necessarios, uma vez que nao existe uma analise matemaética que possa determinar se
um algoritmo de aprendizado ird ter um bom desempenho em um conjunto de exemplos.

Entre as analises matematicas que podem prover resultados de aplicacao pratica, encon-
tra-se 0 modelo PAC — Probably Approximately Correct [Valiant 84] — provido pela
teoria de aprendizado computacional [Kearns 94]. PAC é uma andlise de pior caso.
Independentemente da distribui¢do de probabilidade do conjunto de exemplos, PAC
garante que os resultados de classificacdo serao corretos com uma pequena margem
de erro. Apesar dessa andlise prover resultados tedricos interessantes, mesmo para
classificadores simples, os resultados podem indicar que um grande numero de casos
s&0 necessarios para garantir o desempenho estipulado.

Técnicas experimentais para estimar a taxa de erro verdadeira nao somente provéem
uma base para comparar objetivamente a performance de diversos algoritmos de apren-
dizado no mesmo conjunto de exemplos, mas também podem ser uma ferramenta po-
derosa para projetar um classificador. Métodos estatisticos sdo essenciais para uma
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analise experimental néo tendensiosa [Dietterich 97, Feelders 95, Flexer 96, Kibler 88,
Michie 94, Salzberg 97|. Entre os métodos estatisticos mais conhecidos estéo os métodos
de resampling [Weiss 91], os quais s&o capazes de estimar a taxa de erro verdadeira de
forma confidvel mesmo para pequenas amostras de casos resolvidos. Os métodos de
resampling sao assim chamados pois consistem de repetidos experimentos de amostra-
gem, treinamento e teste. Em [Batista 97| é descrito um ambiente computacional cujo
objetivo é auxiliar na aplicacao dos métodos de resampling a conjuntos de exemplos
reais.
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10.2 Aprendizado de Maquina na Web

Existem diversos sites na Web relacionados a Aprendizado de Mdquina. Diversas imple-
mentacoes de algoritmos, bem como conjuntos de dados para analisar o comportamento
desses algoritmos também podem ser encontrados.

A seguir sdo referenciados alguns sites que, na nossa opinifo, destacam-se pela sua
abrangeéncia, apresentagdo e links para vérios outros sites com informacoes relevantes.

Um primeiro site recomendado é o relacionado ao excelente livro sobre Inteligéncia Arti-
ficial de Russell e Norvig [Russell 95]. Neste site encontram-se, muito bem organizadas,
informagdes sobre os temas tratados no livro, entre elas Aprendizado de Maquina.

e Prof. Stuart J. Russell
http://www.cs.berkeley.edu/~russell /aima.html

Um outro pesquisador que mantém uma grande lista de links para outros sites na
Internet, relacionados com Aprendizado de Maquina é o Prof. David W. Aha.

e David W. Aha
http://www.aic.nrl.navy.mil/~aha/research /machine-learning.html

Existem também diversas pdginas de grupos de pesquisa em Aprendizado de Maquina,
tais como

e University of California at Irvine

http://www.ics.uci.edu/Al/ML/Machine-Learning.htm|

e Oxford University Computing Laboratory
http://www.comlab.ox.ac.uk/oucl /groups/machlearn/

e Knowledge Systems Laboratory of the National Research Council of Canada
http://ai.iit.nrc.ca/home_page.html
http://ai.iit.nrc.ca/bibliographies/

e Austrian Research Institute for Artificial Intelligence
http://www.ai.univie.ac.at/oefai/ml-resources.html

e Carnegie Mellon University
http://www.cs.cmu.edu/afs/cs/project/ai-repository/ai/areas/learning/0.html

e German National Research Center for Information Technology
http://www.gmd.de/ml-archive

e Al CogSci and Robotics: Artificial Intelligence
http:/ /www-mice.cs.ucl.ac.uk/misc/ai/ai.html
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e Machine learning at The University of Wisconsin
http:/ /www.cs.wisc.edu/~shavlik /uwml.html

e Machine Learning Library in C++
http:/ /www.sgi.com/Technology/mlc/

e Machine Learning Project
http://www.cs.waikato.ac.nz/ml/

e The KAML Group, University of Ottawa
http://www.csi.uottawa.ca/dept/kaml/KAML.html

Por fim, algumas pédginas com outros recursos a respeito de Aprendizado de Médquina

e OFAI Library Information System Biblio. Este é um sistema interessante, pois
permite que sejam feitas buscas de artigos, livros e relatérios técnicos da area de
Inteligéncia Artificial por nome de autor e/ou titulo. O sistema apresenta links
para alguns trabalhos que estao on-line
http://www.ai.univie.ac.at/biblio.html

e Journal of Artificial Intelligence Research
http:/ /www.cs.washington.edu/research /jair/home.html

e Computer Science Technical Reports Archive Sites. Uma lista bastante completa
de enderecos eletronicos de repositérios de relatérios técnicos de intimeras univer-
sidades
http://www.dai.ed.ac.uk/research /siteslist.html

e Machine learning course pages around the country
http://www.cs.iastate.edu/~honavar/Courses/cs673/machine-learning-courses.html

e Yahoo Machine Learning
http:/ /www.yahoo.com/Science/Computer_Science/Artificial_Intelligence/
Machine_Learning/

e Machine Learning Online
http://mlis.www.wkap.nl/ml_links.htm

Entre as listas de Aprendizado de Maquina, destaca-se a lista moderada pelo Prof.
M. Pazzani da University of California at Irvine. A freqiiéncia da lista é de aproxi-
madamente 2 semanas. Pedido de inscricdao deve ser feito para ml-request@ics.uci.edu
enquanto que contribuicoes devem ser enviadas para ml@ics.uci.edu
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