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Caṕıtulo 1

Otimização Multi-Objetivo

Este Caṕıtulo, onde são apresentadas as noções básicas de Otimização Multi-Objetivo
(MOO, do inglês Multi-Objective Optimization) está dividido em quatro seções. Na
Seção 1.1, são apresentados os principais conceitos teóricos da área. Na Seção 1.2, são
definidas as metas em MOO. Na Seção 1.3, são explicas as diferenças entre MOO e oti-
mização de objectivo simples. Finalmente, na Seção 1.4, são apresentadas as principais
técnicas convencionais para resolver MOO, indicando as vantagens e desvantagens em
cada caso.

1.1 Problemas de Otimização Multi-Objetivo

Um Problema de Otimização Multi-Objetivo (MOOP, do inglês Multi-Objective Optimiza-
tion Problem) possui um conjunto de funções objetivo a serem otimizadas (maximizar ou
minimizar). Além disso, possui restrições que devem ser satisfeitas para que uma solução
seja fact́ıvel para o problema. O enunciado geral de um MOOP é o seguinte (Deb, 2001):

maximizar/minimizar fm(x), m = 1, 2, . . . , Nobj

restrita a gj(x) ≥ 0, j = 1, 2, . . . ,NRdes;
hk(x) = 0, k = 1, 2, . . . ,NRigu;

x
(inf)
i ≤ xi ≤ x

(sup)
i , i = 1, 2, . . . , Nvar,















(1.1)

onde x é um vetor de Nvar variáveis de decisão x = (x1, x2, . . . , xNvar
)T também deno-

minado de solução. Os valores x
(inf)
i e x

(sup)
i representam os limites inferior e superior,

respectivamente, para a variável xi. Esses limites definem o espaço de variáveis de de-
cisão ou espaço de decisão Sdec. As NRdes desigualdades (gj) e as NRigu igualdades (hk)
são chamadas de funções de restrição. Uma solução x fact́ıvel satisfaz as NRigu + NRdes

funções de restrição e os 2Nvar limites. Caso contrário, a solução não será fact́ıvel. O
conjunto de todas as soluções fact́ıveis formam a região fact́ıvel ou espaço de busca Sfact.

Cada função fm(x) pode ser maximizada ou minimizada. Porém, para trabalhar com
os algoritmos de otimização, é necessário converter todas as funções para serem apenas
maximização ou minimização. O vetor funções objetivo f(x) = [f1(x), f2(x), . . . , fNobj

(x)]
compõe um espaço multidimensional chamado espaço de objetivos Sobj. Para cada solução
x no espaço de decisão, existe um f(x) em Sobj. Esta é uma diferença fundamental em
relação à otimização de objetivos simples, cujo espaço de objetivos é unidimensional. O
mapeamento ocorre então entre um vetor x (de dimensão Nvar) e um vetor f(x) (de
dimensão Nobj). Por exemplo, se cada elemento de x e f(x) são números reais, então f(x)
estaria mapeada como f(x) : RNvar → RNobj .

4



CAPÍTULO 1. OTIMIZAÇÃO MULTI-OBJETIVO 5

1.1.1 Soluções Pareto-ótimas

As funções objetivo empregadas nos MOOPs são em geral conflitantes entre sim. Uma
função objetivo f1 é conflitante com uma outra função f2 quando não é posśıvel melhorar o
valor de f1 sem piorar o valor da função f2. Um exemplo prático de objetivos conflitantes
são preço e desempenho na compra de equipamentos, por exemplo, de computadores.
Os computadores de maior custo são usualmente os de melhor desempenho e vice-versa.
Assim, em uma compra devem ser considerados vários modelos de computadores com
diversos valores nos objetivos de preço e desempenho. Se ambos os objetivos possuem
a mesma importância, não há como afirmar, por exemplo, que certa redução do preço
compensa certa perda de desempenho.

Em um MOOP, emprega-se o conceito de dominância de Pareto para comparar duas
soluções fact́ıveis do problema. Dadas duas soluções x e y, diz-se que x domina a y

(denotado como x � y) se as seguintes condições são satisfeitas:

1. A solução x é pelo menos igual a y em todas funções objetivo;

2. A solução x é superior a y em pelo menos uma função objetivo.

Assim, existe um conjunto de soluções que possuem vantagens em desempenho mas que
não são melhores em custo e vice-versa. Ou seja, existe um conjunto de alternativas
ótimas que são não-dominadas entre sim nos objetivos custo e desempenho. Em um
MOOP, o conjunto de soluções não-dominadas é chamado de conjunto Pareto-ótimo, o
qual representa as soluções ótimas do problema. A fronteira de Pareto é o conjunto de
valores das funções objetivo das soluções do conjunto Pareto-ótimo. A Figura 1.1 mostra
os valores de preço e desempenho (de 0 a 100) de vários alternativas para o exemplo de
compra de computadores. Nessa Figura são mostradas a relação de dominância entre as
soluções, o conjunto Pareto-ótimo e a fronteira do Pareto.
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Conjunto Pareto-ótimo = {3, 4, 5}

Figura 1.1: Exemplo que ilustra o preço e a desempenho de várias opções (1–5) de compra
de computadores.

1.1.2 Dominância de Pareto: definição e propriedades

A seguir serão apresentados de uma maneira mais formal, os conceitos descritos na
Seção 1.1.1.

Definição 1 Uma solução x domina uma outra solução y (representado como x � y) se
as condições seguintes são satisfeitas :
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1. A solução x não é pior que y em todos os objetivos, ou seja, fm(x) ≤ fm(y) para
todo m = 1, 2, . . . , Nobj.

2. A solução x é estritamente melhor que y pelo menos em um objetivo, ou seja,
fm(x) < fm(y) pelo menos para um valor de m.

Deve-se notar, que a Definição 1 é aplicada em um MOOP onde as funções objetivo
devem ser minimizadas. Se ambas as condições da Definição 1 são satisfeitas, pode-se
dizer que:

1. y é dominada por x;

2. x é não-dominada por y;

3. x é não inferior que y.

A Figura 1.1 mostra as relações de dominância para o exemplo de custo desempenho.
A solução 5 domina à solução 1 (5 � 1), e a solução 3 domina à solução 2 (3 � 2).

A relação de dominância satisfaz as seguintes propriedades:

1. Não é reflexiva. Conforme a definição 1 uma solução não pode ser dominada por si
mesma;

2. Não é simétrica, ou seja, x � y não implica que y � x;

3. Transitiva, dado que se x � y e y � z então x � z.

Essas propriedades caracterizam a relação de dominância como una relação de ordem
parcial estrita (Deb, 2001). Um conjunto de soluções para um MOOP, pode ser divi-
dido em conjunto de soluções dominadas e não-dominadas empregando o operador de
dominância.

Definição 2 Dado conjunto de soluções P, o conjunto não-dominado P ′ é formado por:

P ′ = {x ∈ P|∄y : y � x}. (1.2)

Quando o conjunto de soluções P corresponde ao conjunto de soluções fat́ıveis de
um MOOP (P = Sfact), o conjunto não-dominado P ′ é chamado de conjunto Pareto-
ótimo. A Figura 1.2 mostra vários exemplos de conjuntos Pareto-ótimos, conforme várias
combinações de maximização/minimização de duas funções f1 e f2. A curva indica onde o
conjunto está localizado. Essa figura também ilustra que é posśıvel ter conjuntos Pareto-
ótimos formando por uma região cont́ınua ou pela união de regiões descont́ınuas.

O conceito de otimalidade local existe também em MOOPs. Um conjunto Pareto-
ótimo local é definido conforme segue:

Definição 3 Dados P, conjunto de soluções e ǫ, um número positivo arbitrariamente
pequeno, o conjunto Pareto-ótimo local P ′′ é formado por:

P ′′ = {x ∈ P | ∄y : y � x ∧ ‖y − x‖∞ ≤ ǫ} (1.3)
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Figura 1.2: Vários exemplos de conjuntos Pareto-Ótimos.



CAPÍTULO 1. OTIMIZAÇÃO MULTI-OBJETIVO 8

A Figura 1.3 mostra dois conjuntos Pareto-ótimos que são não-dominados localmente,
mostrando a sua vizinhança no seu espaço de objetivos e no espaço de variáveis (à direita).

Conjunto Pareto-Ótimo Global

f
1

f
2 x

2

x
1

BB

Conjunto Pareto-Ótimo Local

Espaço de
Variáveis

Espaço de
Objetivos

Figura 1.3: Soluções Pareto-ótimas locais e globais.

Finalmente, a fronteira de Pareto para um MOOP pode ser definida da seguinte forma:

Definição 4 Dado um MOOP com fm, m = 1 . . . Nobj funções objetivo e cujo conjunto
Pareto ótimo é P ′. A fronteira de Pareto PF é formada por:

PF = {f(x) | x ∈ P ′}, (1.4)

onde f(x) = [f1(x), f2(x), . . . , fNobj
(x)] é o vetor de funções objetivo para a solução x.

Da mesma forma que o conjunto Pareto ótimo, podem existir fronteiras de Pareto
locais.

1.2 Metas em otimização multi-objetivo

Se a informação adicional sobre importância relativa dos objetivos é desconhecida, todas
as soluções Pareto-ótimas são igualmente importantes. Deb et al. (2001; 2003) assinalam
três importantes metas em otimização multi-objetivo:

1. Encontrar um conjunto de soluções que esteja o mais próximo posśıvel da fronteira
de Pareto;

2. Encontrar um conjunto de soluções com a maior diversidade posśıvel;

3. Realizar as duas metas anteriores com a maior eficiência computacional posśıvel.

A primeira meta é comum a qualquer processo de otimização. Soluções muito distantes
da fronteira de Pareto não são desejáveis. Por outro lado, encontrar a maior diversidade
dentro das soluções é uma meta espećıfica para a otimização multi-objetivo. A Figura 1.4a
mostra uma distribuição quase uniforme de soluções na fronteira de Pareto. A Figura 1.4b
apresenta a fronteira com as soluções apenas em algumas regiões, isto é, com baixa di-
versidade. É necessário assegurar a maior cobertura posśıvel da fronteira. Como em
MOOP trabalha-se com o espaço de decisões e o espaço de objetivos, é também desejável
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que as soluções estejam adequadamente distribúıdas em ambos os espaços. Em geral, a
diversidade em um desses espaços garante também a diversidade no outro. Para alguns
problemas, entretanto, isso não acontece. Dado que encontrar um conjunto de soluções
uniformemente distribúıdo é uma tarefa que pode consumir consideráveis recursos com-
putacionais (Deb et al., 2003), é necessário que tais soluções sejam obtidas eficientemente.

f1

f
2

Fronteira de Pareto 

a

f1

f
2

Fronteira de Pareto 

b

Figura 1.4: Diferentes distribuições de soluções na fronteira de Pareto.

1.3 Diferenças com a otimização de objetivos simples

Deb (2001) identifica três importantes aspectos que diferenciam a otimização multi-
objetivo e a otimização de objetivo simples:

1. Em problemas de otimização com um único objetivo, a meta é encontrar uma solução
ótima global. Se a função objetivo desses problemas for multimodal, poderia existir
mais de um ótimo global. Neste caso, todos os ótimos são equivalentes. Por outro
lado, em MOOP, determinar o conjunto de soluções da fronteira de Pareto é tão
importante quanto preservar a diversidade neste conjunto. Um algoritmo eficiente
para otimização multi-objetivo deve considerar ambos os aspectos;

2. Um MOOP trabalha com dois espaços (das variáveis e dos objetivos) ao invés de
um. Problemas de objetivo simples trabalham unicamente no espaço de variáveis,
pois procuram apenas uma solução no espaço de objetivos. Manter a diversidade em
ambos espaços complica mais o problema, dado que a proximidade de duas soluções
no espaço de variáveis não implica proximidade no espaço de objetivos.

3. Os métodos tradicionais de otimização multi-objetivo reduzem o conjunto de funções
objetivo a uma função simples a qual pondera cada objetivo. Estes métodos podem
também tratar cada objetivo separadamente, utilizando os demais objetivos como
restrições. Portanto, um MOOP pode ser convertido por meio de algumas técnicas,
em um problema de otimização simples.
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1.4 Técnicas Tradicionais para MOOP

Nesta seção serão descritas as principais técnicas clássicas usadas em MOOP somatório
de pesos, métodos de restrições ǫ e programação por metas.

1.4.1 Somatório de pesos

O método de somatório dos pesos consiste em criar uma função objetivo somando cada
objetivo multiplicado por um peso (Deb, 2001). Os pesos são fornecidos como parâmetros.
A escolha dos pesos é um problema importante que depende da relevância de cada obje-
tivo. É necessário realizar a normalização de cada função objetivo dado que os diferentes
objetivos podem ter diferentes magnitudes. Por exemplo, o preço de um carro pode variar
de R$4.000 a R$30.000; enquanto o conforto pode estar entre 0% e 100%.

Uma vez que os objetivos estejam normalizados, pode-se formular uma função F (x)
que soma os objetivos normalizados e multiplicados por seus respectivos pesos. Assim,
um MOOP pode ser formulado como segue:

minimizar F (x) =

Nobj
∑

m=1

wmfm(x),

restrita a gj(x) ≥ 0, j = 1, 2, . . . ,NRdes;
hk(x) = 0, k = 1, 2, . . . ,NRigu;

x
(inf)
i ≤ xi ≤ x

(sup)
i , i = 1, 2, . . . , Nvar,



























(1.5)

onde wm ∈ [0, 1] é o peso para cada função objetivo fm. Pode-se mostrar que a solução
do problema na Equação 1.5 pertence ao conjunto Pareto-ótimo se os pesos são positivos
para todos os objetivos. Além disso, pode-se garantir que se um MOOP é convexo (Deb,
2001), qualquer solução Pareto-ótima pode ser encontrada usando o método de somatório
dos pesos, empregados diferentes combinações de valores de wm.

Seja um MOOP com dois objetivos. O espaço de objetivos e a Fronteira de Pareto são
mostrados na Figura 1.5. Tem-se um vetor de pesos w = (w1, w2) para cada objetivo.

f
2

f
1

Fronteira de Pareto

Espaço de
Objetivos

a

b

cd

w
1

w
2

A

Figura 1.5: O Método do Somatório de Pesos.
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Dado um vetor de pesos w é posśıvel plotar o contorno de F no espaço de objetivos.
Dado que F é uma combinação linear dos objetivos, obtém-se uma linha reta. Encontrar
o mı́nimo valor da equação 1.5 é equivalente a achar uma linha de contorno com um valor
mı́nimo para F .

A Figura 1.5 mostra várias linhas de contorno para F , sendo que a linha d é tangencial
a um ponto do espaço de objetivos (A). Esse ponto encontra-se na Fronteira de Pareto
e, conseqüentemente, é uma solução Pareto-ótima. Modificando os valores para w1 e w2

encontra-se uma outra solução Pareto-ótima.
Embora esse método seja simples, precisa de várias iterações para atingir toda a fron-

teira de Pareto. No caso de um MOOP não convexo, este método não é capaz de de-
terminar todas as soluções. Além disso, a aplicação de vetores de pesos uniformemente
distribúıdos não garante que seja obtido um conjunto de soluções uniformemente dis-
tribúıdas.

1.4.2 Método de restrições ε

Haimes et al. (1971 apud Deb, 2001), sugeriram uma reformulação de MOOPs consi-
derando qualquer objetivo, mantendo restritos os demais objetivos com valores definidos
pelo usuário. A formulação adotada é descrita a seguir:

minimizar fu(x),
restrita a fm(x) ≤ εm, m = 1, 2, . . . , Nobj e m 6= u;

gj(x) ≥ 0, j = 1, 2, . . . ,NRdes;
hk(x) = 0, k = 1, 2, . . . ,NRigu;

x
(L)
i ≤ xi ≤ x

(U)
i , i = 1, 2, . . . , Nvar,























(1.6)

onde cada εm definido pelo usuário representa um limite máximo para o valor de fm. Por
exemplo, para um MOOP não convexo de dois objetivos f1 e f2, escolhe-se f2 para ser
minimizado e mantém-se f1 com a restrição f1 ≤ ε1.

f
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f
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D
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1
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1
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1ε� ε� ε� ε�

Figura 1.6: Método de restrições ε (Deb, 2001).

A Figura 1.6 apresenta o espaço de objetivos e vários valores para ε1. O mı́nimo
para f2 depende da escolha do ε. Por exemplo, usando εc

1, o valor mı́nimo para f2 é
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ponto C. Então, empregando valores diferentes de ε, encontram-se diferentes soluções
Pareto-ótimas.

Desta forma, o método de restrições ε pode ser usado para gerar as soluções Pareto-
ótimas independentemente de o espaço de objetivos ser convexo, não convexo ou dis-
creto (Deb, 2001). Este método necessita que a escolha do vetor ε esteja em uma região
fact́ıvel para cada objetivo. Por exemplo, na Figura 1.6, se for escolhido εa

1, nenhuma
solução será obtida. Assim, como no somatório de pesos, são precisas vários iterações
para determina a fronteira de Pareto e o uso de uma distribuição uniforme de ε não
garante um conjunto de soluções com a mesma distribuição.

1.4.3 Programação por metas

Esta técnica tenta encontrar soluções que possam atingir uma meta pré-determinada para
uma ou mais funções objetivo. Caso não exista uma solução fact́ıvel que alcance as metas
para todos os objetivos, esta minimiza os desvios em relação às metas.

Considere uma função f(x) para ser minimizada dentro do espaço de busca Sfact. Para
cada objetivo é escolhido pelo usuário um valor meta z. Então, o problema é formulado
para encontrar uma solução cujo valor em f seja igual a z. Formalmente,

meta (f(x) = z),
x ∈ Sfact

Para resolver um problema de programação de metas, cada meta é convertida em uma
restrição de igualdade. Busca-se, então, minimizar todos os desvios em relação as metas.
Existem várias formas de trabalhar com esses problemas, as quais serão descritas a seguir:

• Programação de metas com pesos: para um problema com Nobj objetivos, formula-
se uma função somando os desvios para cada um dos Nobj objetivos. A formulação
geral desse problema pode ser descrita da seguinte forma:

minimizar

Nobj
∑

m=1

(αmφm + βmηm)

restrita a fm(x)− φm + ηm = zm, m = 1, 2, . . . , Nobj

x ∈ Sfact,

φm, ηm ≥ 0, m = 1, 2, . . . , Nobj,



























(1.7)

onde αm e βm são os pesos dos desvios positivo e negativo (φm e ηm, respectiva-
mente) para o j -ésimo objetivo, zm é a meta para a função fm e Sfact é o espaço de
decisão fact́ıvel. As soluções obtidas por este método dependem consideravelmente
da escolha dos valores para αm e βm. Além disso, segundo Deb (2001), este método
possui dificuldades similares ao método do somatório dos pesos;

• Programação de metas lexicográficas: aqui as metas são organizadas em vários ńıveis
de prioridade. Resolvem-se seqüencialmente vários problemas de programação de
metas. Inicialmente, as metas de primeira ordem de prioridade são consideradas
na formulação do problema. Caso existam múltiplas soluções, as metas de segunda
ordem de prioridade são consideradas formulando outro problema para minimizar
apenas os desvios para as metas de segunda ordem. As metas de primeira ordem de
prioridade são usadas como restrições. O processo continua com os demais ńıveis
de prioridade até que seja encontrada uma única solução. Utilizando esse método,
é encontrada freqüentemente uma solução Pareto-ótima. A Figura 1.7 mostra um
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espaço de objetivos para as funções f1 e f2. Se f1 é mais importante, minimiza-se
f1 primeiro e obtém-se as soluções das regiões AB e CD nas quais f1 é mı́nima.
Dado que existem múltiplas soluções, minimiza-se f2 somente nas regiões AB e
CD, encontradas na iteração anterior. A solução é o ponto D, que corresponde ao
mı́nimo para f2. Então, D é a solução para todo o problema de programação de
metas lexicográficas.

B

C
D

A

E

f
1

f
2

Figura 1.7: Método da programação de metas lexicográficas (Deb, 2001).

• Programação de metas min-max: neste método é minimizado o máximo desvio em
relação às metas. A formulação adotada é a seguinte:

Minimizar δ

restrita a αmφm + βmηm ≤ δ, m = 1, 2, . . . , Nobj

fj(x)− φm + ηm = zm, m = 1, 2, . . . , Nobj

x ∈ Sfact,

φm, ηm ≥ 0, m = 1, 2, . . . , Nobj,























(1.8)

onde δ é o desvio máximo para qualquer meta, φm e ηm são os desvios positivos e
negativos para cada objetivo, αm e βm representam os pesos para cada desvio. Este
método requer também a escolha dos pesos αm e βm.

1.4.4 Vantagens e desvantagens das técnicas tradicionais

A principal vantagem das técnicas tradicionais é que possuem provas de convergência que
garantem encontrar pelo menos uma solução Pareto-ótima (Coello et al., 2002; Deb, 2001).
Todas as técnicas descritas neste Caṕıtulo reduzem um MOOP para um problema de ob-
jetivo simples. Cada técnica utiliza uma forma diferente de redução e introduz parâmetros
adicionais. A escolha desses parâmetros afeta diretamente os resultados obtidos. Cada vez
que os parâmetros são modificados, é necessário resolver um novo problema de otimização
simples. Portanto, para encontrar cada solução Pareto-ótima, precisa-se solucionar um
problemas de objetivos simples.

Alguns métodos não garantem soluções ao longo de toda a fronteira de Pareto. Se
esta não é convexa, o método do somatório dos pesos não encontra certas soluções, inde-
pendentemente dos pesos escolhidos.

Finalmente, todos as técnicas descritas precisam de parâmetros adicionais, tais como
pesos, metas, e vetores de restrição. Além disso, a distribuição uniforme desses parâmetros
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não garante a diversidade das soluções Pareto-ótimas. Porém, existem técnicas alterna-
tivas para tratar MOOPs. Dentre dessas técnicas, destacam-se os Algoritmos Evolutivos
(AEs (De Jong, 2006)) que apresentam vários aspectos positivos que motivam a aplicação
dos mesmos. Na próxima Seção, será tratada a aplicação de AEs em MOOPs.

Para maiores informações dos métodos tradicionais, incluindo exemplos de aplicação
é sugerida a leitura do Caṕıtulo 2 do livro de Deb (2001).



Caṕıtulo 2

Algoritmos Evolutivos para

Otimização Multi-Objetivo

Os Algoritmos Evolutivos (AEs) têm sido largamente explorados em problemas de oti-
mização. Uma das caracteŕısticas mais importantes dos AEs é que possibilitam encontrar
soluções ótimas ou adequadas para um problema complexo sem usar informação adicional,
como cálculo de derivadas de funções (Goldberg, 1989). Um outro grande diferencial dos
AEs tem sido na solução de problemas multi-objetivo.

Este caṕıtulo apresenta os conceitos envolvidos no desenvolvimento de AEs para MO-
OPs (MOEA, do inglês Multi-Objective Evolutionary Algorithm) e descreve os principais
modelos existentes. A Seção 2.1 apresenta os principais modelos de AEs para MOOPs.
Finalmente, a Seção 3 detalha as métricas comumente empregadas para avaliar diferentes
modelos de MOEAs.

2.1 AEs para Otimização Multi-Objetivo

A possibilidade de se trabalhar com várias soluções simultaneamente, de não precisar
de informações adicionais e poder escapar de ótimos locais fazem dos AGs uma técnica
promissória a ser empregada nos MOOPs.

A primeira implementação de um MOEA foi proposta por Schaffer (1985). O modelo
sugerido foi denominado VEGA (do inglês Vector Evaluated Genetic Algorithm). Schaf-
fer fez uma modificação no AG convencional para avaliar cada objetivo separadamente.
Contudo, o método proposto não permitia obter uma diversidade adequada nas soluções
ao longo da fronteira de Pareto.

Goldberg (1989) propôs várias abordagens para estender a aplicações de AGs para MO-
OPs. Uma das propostas utiliza um procedimento para ordenação de soluções baseado
no conceito de dominância. Nesse método, o valor de aptidão para uma solução i é pro-
porcional ao número de soluções que i domina. Desta forma, as soluções não-dominadas
são enfatizadas obtendo maior quantidade de cópias na lista de reprodução.

Para manter a diversidade das soluções, Goldberg sugeriu o emprego de um método de
compartilhamento (Goldberg, 1989), que permite levar em conta a densidade de soluções
em uma vizinhança no espaço de busca. Assim, soluções que estejam melhor espalhadas
na fronteira de Pareto têm um melhor valor de compartilhamento. Baseadas nessas idéias
iniciais, foram propostos uma série de modelos de MOEAs.

A diferença fundamental dos MOEAs em relação aos AEs tradicionais é o operador
de seleção, dado que a comparação entre duas soluções é efeituada com base no conceito
de dominância de Pareto. Em alguns métodos, o valor de aptidão é proporcional à do-
minância da solução. Outros métodos utilizam apenas a dominância de Pareto e não

15
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calculam o valor de aptidão com base no ńıvel de dominância. A aplicação dos MO-
EAs para MOOPs apresenta três grandes vantagens com relação às técnicas tradicionais
descritas na Seção 1.4 (Coello, 2001):

1. Não introduzem parâmetros adicionais no problema;

2. Trabalham diretamente com várias funções usando o conceito de dominância de
Pareto;

3. Um conjunto diversificado de soluções pode ser encontrado apenas em uma execução
do MOEA.

Os modelos de MOEA são classificados por Deb (2001) em dois tipos:

1. Não elitistas: são aqueles modelos que, como o próprio nome indica, não utilizam
alguma forma de elitismo nas suas iterações;

2. Elitistas: são os modelos que empregam alguma forma o elitismo. Alguns modelos,
como o SPEA (Zitzler e Thiele, 1998) e o PESA (Corne et al., 2000) (ver Tabela
2.1, que enumera os principais modelos de MOEAs), utilizam uma população ex-
terna onde são armazenadas as soluções não-dominadas encontradas até o momento.
Outros métodos, como o NSGA-II (Deb et al., 2000), combinam a população atual
com a população anterior para preservar as melhores soluções de ambas. O estudo
realizado por Zitzler et al. (2000) conclui que o elitismo melhora as soluções encon-
tradas por um modelo MOEA. A partir desse trabalho, os novos modelos passaram
a incorporar alguma estratégia de elitismo.

A seguir serão apresentadas quatro dos principais modelos MOEAs, focalizando suas
vantagens, desvantagens e principais contribuições de cada um deles.

2.1.1 Multi-Objective Genetic Algorithm

O primeiro AE em dar ênfase ao conceito de dominância e à diversidade das soluções é o
Multi-Objective Genetic Algorithm (MOGA) (Fonseca e Fleming, 1993) de cada população
Pt, t = 1, 2, . . . Niter, onde Niter é número de iterações. O MOGA se diferencia dos AGs
clássicos pela forma com que atribui o valor de aptidão as soluções.

Em cada iteração t, calcula-se o valor Ndomi para toda solução i na população Pt

conforme a seguinte equação:

Ndomi = 1 + |{j ∈ Pt| j � i}| (2.1)

ou seja, Ndomi é igual ao número de soluções em Pt que dominam a solução i mais um.
O valor de ranking para a solução i, denotado por ranki é igual a:

ranki = 1 + Ndomi (2.2)

Assim, as soluções não-dominadas de Pt possuem ranking 1. Pelo menos uma solução
em Pt possui o valor de ranki = 1 . O valor máximo de ranki é igual ao tamanho da
população Pt. A Figura 2.1a mostra um conjunto de soluções e a Figura 2.1b apresente os
seus respectivos valores ranki. Pode-se observar que alguns valores posśıveis para ranki

(7, 9, e 10) não aparecem na Figura 2.1b. Define-se um contador µ(ranki) como segue:

µ(ranki) = 1 + |{j ∈ Pt, j 6= i | rankj = ranki}|, (2.3)
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Sigla Nome do modelo Elistista

VEGA (Vector Evaluated Genetic Algorithm) (Schaffer, 1985) Não
WBGA (Weight Based Genetic Algorithm) (Hajela e Lin, 1992) Não
MOGA (Multiple Objective Genetic Algorithm) (Fonseca e Fleming,

1993)
Não

NSGA (Non-Dominated Sorting Genetic Algorithm) (Srinivas e Deb, 1994) Não
NPGA (Niched-Pareto Genetic Algorithm) (Horn et al., 1994) Não
PPES (Predator-Prey Evolutionary Strategy) (Laumanns et al.,

1998)
Não

REMOEA (Rudolph’s Elitist Multi-Objective Evoluti-
onary Algorithm)

(Rudolph, 2001) Sim

NSGA-II (Elitist Non-Dominated Sorting Genetic Al-
gorithm)

(Deb et al., 2000; Deb
e Sundar, 2006)

Sim

SPEA, SPEA2 (Strenght Pareto Evolutionary Algo-
rithm) 1 e 2

(Zitzler et al., 2001;
Zitzler e Thiele, 1998)

Sim

TGA (Thermodynamical Genetic Algorithm) (Kita et al., 1996) Sim
PAES (Pareto-Archived Evolutionary Strategy) (Knowles e Corne,

1999)
Sim

MOMGA-I, MOMGA-II (Multi-Objective Messy Ge-
netic Algorithm) I e II

(Veldhuizen, 1999) Sim

Micro-GA (Multi-Objective Micro-Genetic Algorithm) (Coello, 2001) Sim
PESA-I, PESA-II (Pareto Envelope-Base Selection Al-
gorithm) I e II

(Corne et al., 2001,
2000)

Sim

ǫ-MOEA (ǫ-dominance Multi-Objective Evolutionary
Algorithm)

(Deb et al., 2003) Sim

Tabela 2.1: Diferentes modelos de MOEAs.

ou seja, µi conta o número de soluções que possui valor de rank igual ao rank da solução
i.

A população Pt é ordenada ascendentemente pelos valores ranki. Para cada solução i ∈
Pt, calcula-se um valor de aptidão preliminar (raw fitness, denotado por rawi) conforme
uma uma função linear ou outro tipo de função (Fonseca e Fleming, 1993). A aptidão de
uma solução i (denotado como Fi) é a média dos valores rawi em todas as soluções de Pt

com o mesmo ranking, ou seja:

Fi =

∑

j rawj

µ(ranki)
, (2.4)

onde j são as soluções em Pt tal que rankj = ranki. Dessa forma, são enfatizadas
as soluções não-dominadas. Para manter a diversidade entre soluções não-dominadas,
Fonseca e Fleming (1993) propuseram usar nichos para cada ranking. Uma vez obtidos
os nichos é calculada a aptidão compartilhada (denotada como F ′i e explicada na seção
2.1.1), tal valor é escalonado como segue:

F ′i =
Fiµ(ranki)
∑

j=1 F ′j
F ′i , (2.5)

onde j são as soluções em Pt tal que rankj = ranki. Esse cálculo começa com as soluções
com valor ranki = 1, então passa para ranki = 2 e assim sucessivamente. Após esses
cálculos, aplicam-se os operadores de seleção, recombinação e mutação em Pt para gerar
a nova população Pt+1. O MOGA continua por Niter iterações determinando as soluções
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b

Figura 2.1: Cálculo do ranking do algoritmo MOGA (Deb, 2001).

finais armazenadas na população Pfinal. A seqüência de passos do MOGA é mostrada no
Algoritmo 1.

Aptidão compartilhada

O objetivo da aptidão compartilhada (fitness sharing) é distribuir as soluções em diferentes
regiões ou nichos no espaço de busca (Haupt e Haupt, 1998). A Figura 2.2 mostra um
conjunto de soluções distribúıdas em vários nichos, representados com ćırculos.

f
1

f
2 nichos

3

4

2

1

2

Fronteira de Pareto

Figura 2.2: Conjunto de soluções agrupadas em nichos.

Para cada solução i ∈ Pt é calculado um valor de contador de nicho (denotado como
nci), definido como:

nci =
∑

j∈Pt

Sh(dij), (2.6)
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onde:

• j são as soluções em Pt tal que rankj = ranki;

• dij representa a distância entre duas soluções i e j. Tal distância é calculada no
espaço de objetivos da seguinte forma:

dij =

√

√

√

√

Nobj
∑

m=1

(

fm(i)− fm(j)

max fm −min fm

)2

, (2.7)

onde fm(i) e fm(j) representam o valor da m-ésima função objetivo das soluções i e
j, respectivamente. Além disso, max fm e min fm são os valores mı́nimos e máximos
para a m-ésima função objetivo;

• A função Sh da Equação 2.6 é conhecida como função de compartilhamento, que foi
proposta por Goldberg e Richardson (1987), sendo definida como:

Sh(dij) =







1−

(

dij

σshare

)α

, se dij ≤ σshare,

0, caso contrario,

(2.8)

onde α é um parâmetro define o comportamento da função Sh e σshare é o raio do
nicho. O valor de σshare define a vizinhança de uma solução. Se dij > σshare as
soluções i e j estão em nichos separados e Sh(d) = 0. Caso contrário, Sh assume

um comportamento decrescente em relação a
dij

σshare
. O MOGA usa a função Sh com

α = 1 é σshare atualizado dinamicamente. Os cálculos do σshare estão descritos com
detalhes em (Deb, 2001; Fonseca e Fleming, 1993).

A Equação 2.6 representa o grau de multidão da região a que i pertence. Quanto maior
o número de soluções dentro nicho da solução i, maior será o seu valor nci. Finalmente,
a aptidão compartilhada para i é dada por:

F ′i =
Fi

nci

, (2.9)

lembrando que Fi é a aptidão média da solução i. Assim, as soluções que residem em um
nicho menos ocupado terão melhor aptidão de compartilhamento.

2.1.2 Non-dominated Sorting Genetic Algorithm

O algoritmo Non-dominated Sorting Genetic Algorithm (NSGA-II) (Deb et al., 2000) é
baseado em uma ordenação elitista por dominância (Pareto ranking). Esse procedimento
consiste em classificar as soluções de um conjunto M em diversas fronteiras F1,F2, . . .Fk

conforme ao grau de dominância de tais soluções. Assim, a fronteira F1 contêm as soluções
não-dominadas de todo o conjunto M . A fronteira F2 possui as soluções não-dominadas
de M −F1; F3 contêm as soluções de M − (F1 ∪ F2) e assim sucessivamente.

O procedimento de ordenação por dominância proposto por Deb et al. (2000) é mos-
trado no Algoritmo 2. Para cada solução i contida em P são calculados dois valores:

• ndi, o número de soluções que dominam a solução i;

• Ui, o conjunto de soluções que são dominadas pela solução i.
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Algoritmo 1: MOGA

Entrada: Conjunto de parâmetros relevantes ao MOGA
Sáıda: Soluções na população Pfinal.
Inicialização

Inicializar os contadores µ(k) = 0, para todos os valores posśıveis rankings k,1

k = 1, . . . , N .
Criar uma população de soluções aleatórias P1 de N indiv́ıduos2

para cada geração t = 1, . . . , Niter faça

para cada solução i ∈ Pt faça

Calcular Ndom(i) conforme a Equação 2.13

Calcular ranki conforme a Equação 2.24

µ(ranki) = µ(ranki) + 15

fim

Ordenar descendentemente Pt pelos valores ranki6

rank∗ = max(ranki), i ∈ Pt7

para cada solução i ∈ Pt faça

Calcular rawi8

Calcular Fi conforme à Equação 2.49

fim

k = 110

enquanto k ≤ rank∗ faça

para cada solução i ∈ Pt|ranki = k faça

Calcular nci conforme a Equação 2.611

Calcular F ′i confirme a Equação 2.512

fim

k = k + 113

fim

Gerar a nova população Pt+1 aplicando os operadores genéticos14

fim

Pfinal = Pt+115

As linhas 1–7 do Algoritmo 2 calculam tais valores para as soluções em M . Além
disso, as soluções com ndi = 0 estão contidas na fronteira F1. Em seguida, as linhas 9–16
percorrem o conjunto de soluções dominadas Ui para cada solução i de F1. O contador
ndj de cada solução j em Ui é diminúıdo em 1. Se ndj = 0, então a solução j pertence a
próxima fronteira, neste caso, F2. A iteração das linhas 9–16 é repetida até que todas as
soluções estejam classificadas em uma fronteira. A Figura 2.3 ilustra este procedimento
aplicado a soluções que minimizam f1 e f2.

O algoritmo NSGA-II trabalha com duas populações, denotadas como P e Q de tama-
nho Nind. As populações P e Q em cada iteração t = 1, 2, . . . Niter são denotadas por Pt

e Qt, respectivamente. Na primeira geração, os indiv́ıduos inicias da população P1 geram
as soluções em Q1 pela aplicação dos operadores de seleção, recombinação e mutação. A
seguir, é estabelecido um processo competitivo para preencher Nind vagas na população
Pt+1 entre 2Nind indiv́ıduos contidos em Rt = Pt ∪Qt. Esta operação é realizada usando
ordenação por dominância em Rt, encaminhando as soluções não-dominadas contidas nas
fronteiras diretamente para a próxima geração (elitismo).

Para garantir a diversidade na fronteira calculada, o NSGA-II emprega uma estimativa
da densidade das soluções que rodeiam cada indiv́ıduo da população. Assim, calcula-se a
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Algoritmo 2: Algoritmo para Ordenação por Dominância.

Entrada: M , um conjunto de soluções
Sáıda: F1,F2, . . .Fk, as fronteiras que classificam as soluções de M .
para cada solução i ∈M faça1

ndi = 02

Ui = ∅3

para cada solução j 6= i e j ∈M faça4

se i � j então Up = Up ∪ {j}5

se j � i então ndi = ndi + 16

fim

se ndi = 0 então F1 = F1 ∪ {i}7

fim

k = 18

enquanto Fk 6= ∅ faça9

Temp = ∅10

para cada solução i ∈ Fk faça11

para cada solução j ∈ Ui faça12

nj = nj − 113

se nj = 0 então Temp = Temp ∪ {j}14

fim

fim

k = k + 115

Fk = Temp16

fim

1

1
1

2

2

3 4

1

2

3

f1

f2

11

2

3

Figura 2.3: Ordenação por dominância (Deb, 2001).

média da distância das duas soluções adjacentes a cada indiv́ıduo para todos os objetivos.
Esse valor é denominado distância de multidão. O Algoritmo 3 mostra os passos a seguir
para calcular tal valor, onde crowdistn é o valor da distância de multidão do n-ésimo
indiv́ıduo do conjunto M (denotado como Mn) e fm(Mn) é o valor da m-ésima função
objetivo para tal indiv́ıduo.

A aptidão de cada solução i é determinada pelos seguintes valores:

1. ranki = k, o valor de ranking i é igual ao número da fronteira Fk à qual pertence;

2. crowdisti, o valor de distância de multidão de i.
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Algoritmo 3: Cálculo da distância de multidão.

Entrada:
M , uma conjunto de |M | soluções
Sáıda: crown, valores de distância de multidão da n-ésima solução em M .
para solução n = 1, 2, . . . |M | faça distn = 01

para m = 1, 2, . . . , Nobj faça2

Classificar M por fm3

crowdist1 = crowdist|M | = ∞4

para n = 2 . . . |M | − 1 faça5

crowdistn = crowdistn + fm(Mn+1)− fm(Mn−1)
fim

fim

O NSGA-II emprega um processo de seleção por torneio. Em tal abordagem, duas
soluções são comparadas para escolher qual delas vai gerar descendentes na nova po-
pulação. Uma solução i é escolhida sobre uma solução j se:

1. i possui um ranking menor que j, ou seja, ranki < rankj;

2. Se ambas as soluções possuem o mesmo ranking e i possui um maior valor de
distância de multidão (ou seja, ranki = rankj e crowdisti > crowdistj).

O cálculo da distância de multidão permite que as soluções melhor espalhadas passem
a ocupar as últimas vagas dispońıveis de Pt+1 garantindo a diversidade das soluções. A
população Qt+1 é gerada utilizando os operadores de seleção por torneio (descrita acima),
recombinação e mutação em Pt+1. O NSGA-II continua por Niter iterações e as soluções
finais encontram-se em Pt+1∪Rt+1. A seqüência de passos seguido pelo NSGA-II é descrita
no Algoritmo 4. A Figura 2.4 mostra o esquema para uma iteração do NSGA-II.

P
t

Q
t

        P t+1
...

ordenação por

dominância Nova população

soluções

rejeitadas

distância de

multidão

1

2

3

k

R
t

Figura 2.4: Esquema do modelo NSGA-II, baseado em (Deb, 2001).



CAPÍTULO 2. ALG. EVOLUTIVOS PARA OTIMIZAÇÃO MULTI-OBJETIVO 23

Algoritmo 4: NSGA-II

Entrada: Conjunto de parâmetros relevantes ao NSGA-II
Sáıda: Soluções na populações Pfinal e Qfinal.
Inicialização

Criar uma população de soluções aleatórias P1 de Nind indiv́ıduos1

Ordenhar P1 por dominância2

Aplicar operadores genéticos em P1 para gerar uma nova população, Q1 de3

tamanho Nind

para cada geração t = 1, . . . , Niter faça

Aplicar o Algoritmo 2 em Rt = Pt ∪Qt4

k = 15

enquanto |Pt+1 + Fk| ≤ Nind faça6

Aplicar o Algoritmo 3 em Fk7

Pt+1 = Pt+1 ∪ Fk8

k = k + 19

fim

Aplicar o Algoritmo 3 em Fk10

Classificar a Fk pelo ranking e a distância de multidão11

Copiar as primeiras Nind − |Pt+1| soluções de Fk para Pt+112

Gerar a nova população Qt+1 aplicando os operadores genéticos em Pt+113

fim

Pfinal = Pt+114

Qfinal = Qt+115

2.1.3 Strength Pareto Evolutionary Algorithm

Zitzler et al. (2001) propuseram o Strength Pareto Evolutionary Algorithm (SPEA2).
Esse método emprega também duas população P e Q. Na população Q, chamada de
população externa, são armazenadas apenas as soluções não-dominadas encontradas pelo
algoritmo. O tamanho da população Q, denotado como Next, é fornecido como parâmetro.
As populações P e Q em cada iteração t = 1, 2, . . . Niter são denotadas como Pt e Qt,
respectivamente.

O SPEA2 começa criando uma população aleatória P1 e uma população externa Q1

inicialmente vazia. Em cada iteração, o aptidão para cada solução i em Rt = Pt ∪Qt é
obtido em várias etapas. Primeiro, um valor de aptidão (strenght fitness, denotado por
strenghti ), é calculado da seguinte forma:

strenghti = |{j, j ∈ Rt, | i � j}|. (2.10)

O valor strenghti representa o número de soluções em Rt que são dominadas pela
solução i. Assim, soluções que não-dominam nenhuma outra têm strenghti = 0. Calcula-
se também o valor de raw fitness, denotado como rawi, conforme à equação:

rawi =
∑

j∈Rt,j�i

strenghtj. (2.11)

O valor rawi representa o somatório dos valores strenghtj das soluções j ∈ Rt que
dominam i. Assim, as soluções não-dominadas tem um valor rawi = 0; enquanto as
soluções com um rawi alto são dominadas por muitas soluções em Rt. A Figura 2.5
apresenta um conjunto de soluções e seus valores (strenghti, rawi).
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Figura 2.5: Exemplo do cálculo de rawi e strenghti no algoritmo SPEA2.

Conforme Zitzler et al. (2001), este mecanismo em certo ńıvel ordena as de soluções
por dominância, mas pode falhar quando existem muitas soluções não-dominadas. Neste
caso, existiriam muitas soluções com ranki = 0 e não enfatizaria a preferência de uma
solução sobre uma outra. Para resolver esse problema, SPEA2 usa uma informação de
densidade, baseada no método de k-vizinhos, onde a densidade em qualquer ponto é uma
função decrescente em relação à k -ésima solução mais próxima. Para cada solução i em
Rt, obtém-se as distâncias Euclideanas (no espaço de objetivos) em relação às outras
soluções j ∈ Rt, j 6= i. Tais distâncias, denotadas como distij, são ordenadas em ordem
ascendente. A densidade da solução i, denotada como densi é expressada como:

densi =
1

distkij + 2
. (2.12)

O valor densi é inversamente proporcional ao valor distância com de i ao seu k-vizinho
mais próximo, denotada como distkij. Os autores do SPEA2 recomendam empregar um

k =
√

|Rt|. A distância densi está dentro do intervalo aberto (0, 1). Finalmente, a aptidão
final para cada solução i em Rt, denotada por Fi, é dada por:

Fi = rawi + densi. (2.13)

Se a solução i for não-dominada, terá um valor Fi no intervalo [0, 1[. Caso contrário,
Fi ≥ 1. Uma vez calculado Fi, copia-se as soluções não-dominadas de Rt para a nova
população externa Qt+1. Existem 3 posśıveis situações para realizar tal cópia:

1. |Qt+1| = Next, nesse caso não se fazem modificações em |Qt+1|.

2. |Qt+1| < Next, nesse caso, ordenam-se as soluções de Rt pelos valores de aptidão Fi

e copiam-se as primeiras Next − |Qt+1| soluções i de Rt tal que Fi ≥ 1.

3. |Qt+1| > Next, nesse caso se utiliza um algoritmo de corte em |Qt+1|, explicado na
subseção seguinte.

Finalmente, realiza-se o processo de seleção por torneio, recombinação e mutação sobre
Qt+1 para gerar a nova população Pt+1.



CAPÍTULO 2. ALG. EVOLUTIVOS PARA OTIMIZAÇÃO MULTI-OBJETIVO 25

Algoritmo de Corte em SPEA2

O algoritmo de corte do SPEA2, restringe o tamanho de Qt+1 para Next soluções. Em cada
iteração escolhe-se uma solução tal que a sua distância para o seu vizinho mais próximo
seja a menor posśıvel. No caso de empate, calcula-se a segunda menor distância. Se
houver empate novamente, calcula-se a terceira menor distância e assim, sucessivamente.
Formalmente, uma solução i′ é eliminada de Qt+1 se as seguintes condições são satisfeitas.

1. dist1i′j′ > dist1ij | i′, j′, i 6= i′, j ∈ Qt+1 ou;

2. distli′j′ = distlij e distki′j′ > distkij | i′, j′, i 6= i′, j ∈ Qt+1, l < k < Next, 1 < l < k

onde dist1i′j′ , distki′j′ e distli′j′ representam a distâncias de i′ e seu primeiro, k-ésimo e
l-ésimo vizinho mais próximo, respectivamente (denotado por j′). Similarmente, dist1ij,
distkij e distlij representam a distâncias de i′ a seu primeiro, k-ésimo e l-ésimo vizinho mais
próximo, respectivamente (denotado por j). Assim, são eliminadas soluções em Qt+1 até
reduzir o seu tamanho para Next.

A Figura 2.6a mostra o conjunto de soluções pertencentes à população externa Qt+1

e as setas que indicam o segundo vizinho mais próximo. Depois de aplicar o algoritmo de
corte para SPEA2, as soluções 2, 4 e 7 são eliminadas da população Qt+1 (Figura 2.6b).
Além disso, o algoritmo de corte garante que as soluções extremas para cada objetivo
sejam mantidas. O SPEA2 continua por Niter iterações. As soluções finais correspondem
as soluções de Qt+1. A seqüência de passos realizada pelo SPEA2 é descrita no Algoritmo
5.
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Figura 2.6: Algoritmo de Corte no modelo SPEA2.

2.1.4 ǫ-dominance Multi-Objective Evolutionary Algorithm

Deb et al. (2003) propuseram um MOEA baseado no conceito de ǫ-dominância, que foi de-
nominado (ǫ-dominance Multi-Objective Evolutionary Algorithm (ǫ-MOEA). O operador
de ǫ-dominância é formalmente definido a seguir:

Definição 5 Dado um MOOP para a minimização do vetor de funções objetivos f =
[f1, f2, . . . , fNobj]. Sejam x e y duas soluções quaisquer ao problema e seja o vetor ǫ =
[ǫ1, ǫ2, . . . , ǫNobj] tal que ǫm > 0, m = 1, 2, . . . , Nobj. A solução x ǫ-domina à solução y

(representado como x �ǫ y) se as condições seguintes são satisfeitas :
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Algoritmo 5: SPEA2

Entrada: Conjunto de parâmetros relevantes ao SPEA2
Sáıda: Soluções na população Qfinal.
Inicialização

Criar uma população de soluções aleatórias P1 de Nind indiv́ıduos1

Q1 = ∅2

para cada geração t = 1, . . . , Niter faça

para cada solução i em Rt = Pt ∪Qt faça

Calcular strenghti conforme a Equação 2.103

Calcular rawi conforme a Equação 2.114

Calcular densi conforme a Equação 2.125

Calcular Fi conforme a Equação 2.136

fim

Copiar as soluções i ∈ Rt em Qt+1 tal que Fi < 17

se |Qt+1| < Next então8

Ordenar Rt ascendentemente pelos valores Fi9

Copiar as primeiras Next − |Qt+1| soluções de Rt para Qt+1 tal que Fi ≥ 110

fim

se |Qt+1| > Next então11

Reduzir Qt+1 aplicando o algoritmo de corte descrito na Seção 2.1.3
Gerar a nova população Pt+1 aplicando os operadores genéticos em Qt+112

fim

Qfinal = Qt+113

1. ∀m, m = 1, 2, . . . , Nobj, (1− ǫm)fm(x) ≤ fm(y)

2. ∃m, m = 1, 2, . . . , Nobj | (1− ǫm)fm(x) < fm(y).

Um exemplo de ǫ-dominância para a minimização de duas funções é mostrado na
Figura 2.7, a qual mostra a região onde encontram-se as soluções que i e a região maior
que i ǫ-domina.

Figura 2.7: Exemplo de dominância e ǫ− dominância da solução i.
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A idéia básica proposta no algoritmo ǫ-MOEA é empregar o conceito de ǫ-dominância
para dividir o espaço de busca do problema em hiperplanos. A diversidade das soluções é
obtida mantendo apenas uma solução em cada hiperplano. A Figura 2.8 mostra como a
ǫ− dominância é empregada para criar uma grade no espaço de busca para a minimização
de duas funções, onde a área de cada rectângulo (hiperplano) é dada por ǫ1ǫ2. Além
disso, tal figura mostra o vetor hip da solução i, correspondente ao extremo inferior do
hiperplano ao qual i pertence.

Figura 2.8: Exemplo de divisão em hiperplanos do espaço de soluções para f1 e f2.

O ǫ-MOEA possui duas populações, denotadas como P e Q. Na primeira iteração
do ǫ-MOEA, as soluções não-ǫ-dominadas de P são copiadas para Q. Em seguida, duas
soluções, uma de cada população são escolhidas para recombinação. Para selecionar a
solução de P , duas soluções de P são escolhidas. Se uma solução domina a outra, então
tal solução é escolhida. Caso contrário, escolhe-se aleatoriamente uma delas. A solução
de Q é selecionada aleatoriamente. As soluções escolhidas são recombinadas para gerar λ

descendentes, que são armazenadas no conjunto Desc.
Posteriormente, calculam-se as coordenadas de cada hiperplano contendo as soluções

i ∈ Desc (denotadas pelo vetor hip(i) = [hip1, hip2, . . . , hipNobj
]. Cada elemento hipm, m =

1, 2, . . . , Nobj é definido por:

hipm =























⌊

(fm(i)−min fm)

ǫm

⌋

, para minimizar fm

⌈

(fm(i)−min fm)

ǫm

⌉

, para maximizar fm,

(2.14)

onde min fm representa o valor mı́nimo para m-ésima função objetivo fm e ǫm é o m-ésimo
valor do vetor ǫ. Reciprocamente, empregando a Equação 2.14, são calculados os vetores
hip(j) para as soluções j ∈ Q. No próximo passo, cada solução i ∈ Desc é comparada
com as soluções j ∈ Q. Podem acontecer os seguintes casos:

1. Se ∃j ∈ Q| hip(j) � hip(i), então j �ǫ i. A solução i é descartada;

2. Se ∃j ∈ Q| hip(i) � hip(j), então i �ǫ j. A solução i substitui j em Q;

3. Caso contrário, significa que i é não ǫ-dominadas com as soluções em Q. Podem
acontecer os seguintes casos:
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(a) Se ∃j ∈ Q| hip(i) = hip(j), as soluções i e j ocupam o mesmo hiperplano.
Nesse caso:

i. Se i � j, a solução i substitui j em Q;

ii. Se i e j são não-dominadas entre si e distf(i),hip(i) < distf(j),hip(j), então
a solução i substitui j em Q. distf(i),hip(i) e distf(j),hip(j) correspondem as
distâncias euclideanas dos vetores de funções objetivo de i e j às coordena-
das do hiperplano ao qual i e j pertencem. Assim, a solução mais próxima
as coordenadas do hiperplano é escolhida.

iii. Caso contrário, descarta-se i.

(b) Se ∄j ∈ Q| hip(i) = hip(j), adiciona-se a solução i em Q.

A seqüência de passos descrita acima para atualização da população Q é mostrada no
Algoritmo 6. Tal procedimento garante que haja apenas uma solução em cada hiperplano
da fronteira de Pareto. Dessa forma, o ǫ-MOEA possui duas propriedades importantes:

1. As soluções encontradas encontram-se adequadamente distribúıdas;

2. O tamanho da população Q não têm um limite espećıfico pré-determinado. As-
sim, |Q| apenas depende da escolha do vetor ǫ, que determina as dimensões dos
hiperplanos que dividem o espaço de busca.

Posteriormente, algumas soluções j ∈ P são substitúıdas pelas soluções descendentes
i ∈ Desc, conforme as seguintes condições:

1. Se {j ∈ P | i � j} 6= ∅, i substitui algum j | i � j escolhido aleatoriamente;

2. Se ∃j ∈ P | j � i, a solução i é descartada;

3. Caso contrário, i substitui algum j ∈ P escolhido aleatoriamente.

Dessa forma, substituem-se parcialmente os indiv́ıduos da população P , isso caracte-
riza o ǫ-MOEA como um AE steady-state (Goldberg, 1989). Após um número espećıfico
de iterações, as soluções finais do ǫ-MOEA encontram-se em Q. A seqüência de passos do
ǫ-MOEA é descrita no Algoritmo 7.
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Algoritmo 6: Atualização de Q no ǫ-MOEA.

Entrada: Conjunto de soluções Q e Desc

Sáıda: Conjunto Q atualizado
Inicialização

Calcular os vetores hip(i), ∀i ∈ Desc1

Calcular os vetores hip(j), ∀j ∈ Q2

para cada solução i em Desc faça

para cada solução j em Qt faça

se hip(j) � hip(i) então Desc = Desc \ {i}3

senão se hip(i) � hip(j) então Qt = Qt \ {j}4

senão se hip(i) = hip(j) então5

se i � j então Qt = Qt \ {j}6

senão se j � i então Desc = Desc \ {i}7

senão

Calcular distf(i),hip(i) e distf(j),hip(j)8

se distf(i),hip(i) < distf(j),hip(j) então Qt = Qt \ {j}9

senão Desc = Desc \ {i}10

fim

fim

fim

Qt = Qt ∪Desc
fim
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Algoritmo 7: ǫ-MOEA

Entrada: Conjunto de parâmetros relevantes ao ǫ-MOEA
Sáıda: Soluções na população Qfinal.
Inicialização

Criar uma população de soluções aleatórias P11

Copiar as soluções não ǫ-dominadas de P1 para Q12

para cada geração t = 1, . . . , Niter faça

Escolher duas soluções x, y ∈ Pt3

se x � y então x′ = x4

senão se y � x então x′ = y5

senão x′ = x ou y6

Escolher y′ ∈ Qt aleatoriamente7

Gerar o conjunto Desc de λ descendentes mediante a recombinação em x′ e y′8

Temp = Desc9

Aplicar o Algoritmo 6 em Qt e Temp10

Qt+1 = Qt11

para cada solução i em Desc faça

Dom = {j ∈ Pt|i � j}12

se Dom 6= ∅ então13

Escolher um j ∈ Dom aleatoriamente14

Pt = Pt \ {j} ∪ {i}15

fim

senão se ∄j ∈ Pt | j � i então16

Escolher um j ∈ Pt aleatoriamente17

Pt = Pt \ {j} ∪ {i}18

fim

fim

Pt+1 = Pt19

fim

Qfinal = Qt+120



Caṕıtulo 3

Métricas de Desempenho de MOEAs

Comparar experimentalmente o desempenho de um ou vários MOEAs é uma tarefa não
trivial (Deb, 2001; Zitzler et al., 2000). Conforme mencionado na Seção 1.2, duas das
metas da Otimização Multi-Objetivo são a convergência e a diversidade das soluções
encontradas. A Figura 3.1 ilustra ambas as metas. É necessário notar que convergência e
diversidade podem ser conflitantes uma com a outra. Portanto, usar apenas uma métrica
não avalia completamente o desempenho de um algoritmo (Deb, 2001). Por exemplo, a
Figura 3.2a mostra um caso hipotético onde os resultados do algoritmo A tem uma melhor
convergência que os resultados do algoritmo B; enquanto os resultados do algoritmo B
(Figura 3.2b) possuem uma melhor diversidade. Neste caso, um algoritmo não é superior
ao outro com relação aos critérios de convergência e diversidade. Portanto, são necessárias
pelo menos duas métricas para avaliar ambos os algoritmos, uma métrica para medir a
convergência e outra para avaliar a diversidade das soluções encontradas.

f
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diversidade

Fronteira de Pareto

Figura 3.1: As dois metas da Otimização Multi-Objetivo (Deb, 2001).

A Figura 3.3 mostra outras situações. No primeiro caso (Figura 3.3a), o algoritmo A é
melhor que o algoritmo B. No segundo caso (Figura 3.3b), é dif́ıcil determinar qual algo-
ritmo possui o melhor desempenho. A comparação dos algoritmos dependerá fortemente
da métrica empregada.

A seguir, são apresentadas algumas métricas de desempenho classificadas em dois
grupos:

1. Métricas para medir a convergência e;

2. Métricas de diversidade.

31
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Figura 3.2: Distribuição vs. Convergência na Fronteira de Pareto. (Deb, 2001)
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Figura 3.3: Distribuição vs. Convergência na Fronteira de Pareto. (Deb, 2001)
.
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Maiores detalhes de essas e outras métricas, podem ser encontrados na literatura (Deb,
2001; Veldhuizen, 1999; Zitzler et al., 2000).

3.1 Métricas de Convergência

As métricas de convergência comparam o soluções P encontradas ao conjunto soluções
Pareto-ótimas do problema, denotado por P ′. Tais métricas são aplicáveis quando se
conhece o conjunto Pareto-ótimo.

3.1.1 Taxa de Erro

A métrica de taxa de erro, denotada por ER (do inglês, Error Ratio) calcula o número
de soluções em P que não estão em P ′ (Veldhuizen, 1999):

ER =
|{i ∈ P ∩ P ′}|

|P|
. (3.1)

Assim, quanto menor for o valor de ER, melhor será a convergência. Se ER = 0, significa
que P ⊆ P ′.

3.1.2 Distância Geracional

Esta métrica representa a distância Euclidiana média (no espaço de objetivos) entre as
soluções de P e P ′ (Veldhuizen, 1999). Tal valor, denotado como GD (do inglês Genera-
tional Distance) é dado pela seguinte expressão:

GD =

∑

i∈P

(mindisti)
1/2

|P|
, (3.2)

onde mindisti representa a distância Euclideana no espaço de objetivos entre a solução i

e a solução mais próxima dela no conjunto P ′. Tal valor pode ser expressado como:

mindisti = min
{j∈P ′}

√

√

√

√

Nobj
∑

m=1

[fm(i)− fm(j)]2, (3.3)

onde fm(i) e fm(j) são os valores da m-ésima função objetivo de i e j, respectivamente.
Quanto mais próximo de zero for o valor GD, melhor será a convergência de P .

3.1.3 Métrica de Cobertura

Dados dois conjuntos de soluções P e Q, esta métrica calcula a proporção de soluções de
Q que são fracamente dominadas pelas soluções de P (Zitzler et al., 2000). Tal valor,
denotado por SC(P ,Q) (do inglês Set Coverage) é expressado por:

SC(P ,Q) =
|{i ∈ P | ∃j ∈ Q e i � j}|

|Q|
. (3.4)

Quando SC(P ,Q) = 1 todas as soluções de Q são dominadas por soluções de P . Se
SC(P ,Q) = 0, então nenhuma solução de Q é fracamente dominada pelas soluções em
P . Dado que o operador de dominância não é simétrico (ver Seção 1.1.2), SC(P ,Q) não
é necessariamente igual a SC(Q,P). Então, deve-se calcular ambos os valores para saber
a proporção de soluções de P que dominam soluções Q e vice-versa.
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3.2 Métricas de Diversidade

O conjunto de métricas descrito a seguir calculam a distribuição das soluções de um
conjunto P .

3.2.1 Espaçamento

A métrica de espaçamento calcula o desvio padrão entre as distâncias de soluções conse-
cutivas (no espaço de objetivos) do conjunto P (Deb, 2001). Tal valor, denotado como
SP (do inglês Spacing) é dado pela seguinte expressão:

SP =

√

1

|P|

∑

i,j∈P

(neardisti − neardist)2, (3.5)

onde neardisti representa a distância (no espaço de objetivos) entre a solução i e a solução
mais próxima dela no conjunto P . Tal valor pode ser expressado como:

neardisti = min
j∈P,j 6=i

Nobj
∑

m=1

|fm(i)− fm(j)|. (3.6)

O valor neardist é a média dos valores neardisti, isto é:

neardist =

∑

i∈P neardisti

|P|
. (3.7)

Quanto menor for o valor da métrica SP , melhor distribúıdas estarão as soluções do
conjunto P .

3.2.2 Número de nichos

Esta métrica calcula o número de nichos (ver Seção 2.1.1) dentro de um conjunto de
soluções P (Zitzler et al., 2000).. Tal valor, denotado como NC (do inglês, Niche Count)
é dada pela seguinte expressão:

NC =
1

|P| − 1

∑

i,j∈P

|{j | distij > σ}|, (3.8)

onde distij a distância entre as soluções i e j do conjunto P . Tal distância pode ser
calculada no espaço de variáveis ou de objetivos. O valor NC representa o número de
soluções cuja distância entre elas é maior que o parâmetro σ. Quando distij < σ, as
soluções i e j estão no mesmo nicho. Quanto maior a quantidade de nichos formados em
P , melhor distribúıdas estão as soluções em tal conjunto.

3.2.3 Espalhamento

A métrica de espalhamento avalia a dispersão das soluções no conjunto P ao longo da
fronteira de Pareto PF , assim como a distribuição entre soluções cont́ıguas (no espaço de
objetivos) de P . O valor desta métrica, denotada como SPREAD é dado pela seguinte
expressão:
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SPREAD =

Nobj
∑

m=1

extdistm +
∑

i∈P

|neardisti − neardist|

Nobj
∑

m=1

extdistm + |P| × neardist

, (3.9)

onde extdistm representa a distância Euclidiana entre as soluções extremas na m-ésima
função objetivo dos conjuntos P e P ′. Tal valor é dado pela seguinte expressão:

extdistm = distij | i = min
k∈P

fm(k) e j = min
k∈P ′

fm(k), (3.10)

no caso de minimização da função fm. O valor neardisti representa o valor da distância de
duas soluções cont́ıguas, como expressado na Equação 3.6. Tal valor pode ser substitúıdo
pela distância Euclidiana ou pelo valor de distância de multidão explicado na Seção 2.1.2.

O valor ideal para SPREAD é 0. Nesse caso, as seguintes condições são necessárias:

1. As soluções extremas de P ′ estão inclúıdas no conjunto P , ou seja extdistm =
0, m = 1, 2, . . . , Nobj e;

2. A distribuição das soluções em P é uniforme e, conseqüentemente, neardisti =
neardist, m = 1, 2, . . . , Nobj.

O valor de SPREAD está no intervalo (0, 1) quando:

1. A distribuição das soluções em P é uniforme (neardisti = neardist, m = 1, 2, . . . , Nobj)
e;

2. As soluções extremas de P ′ não estão inclúıdas no conjunto P , ou seja, extdistm >

0, m = 1, 2, . . . , Nobj.

Satisfeitas as condições acima, SPREAD pode ser calculado por:

SPREAD =

Nobj
∑

m=1

extdistm

Nobj
∑

m=1

extdistm + |P| × neardist

. (3.11)

Deacordo com a Equação 3.11, o SPREAD estará próximo de 1 quando as soluções
cont́ıguas em P estiverem muito próximas, ou seja, se neardist está próximo a zero. No
caso em que as soluções não estejam uniformemente distribúıdas, o valor de SPREAD

pode ser maior que 1.
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