UNIVERSIDADE DE SAO PAULO

Instituto de Ciéncias Matematicas e de Computagido
ISSN  0103-2569

Proposta e Projeto de um Sistema para Construcio
de Ensembles de Classificadores Simbdlicos ELE

Flavia Cristina Bernardini
Maria Carolina Monard

N®243

RELATORIOS TECNICOS

Sdo Carlos - SP
Nov./2004



Contelido

g}

Introducao

Aprendizado de Maquina e Ensembles de Classificadores

2.1 Aprendizado de Mdaquina Supervisionado . . . . ..o Lo oL
2.2 Classificadores Simbédlicos . . . . . . 0oL
2.3 Avaliacdo de Classificadores . . . . . . . . ... oo
2.4 Avaliacao de Regras . . . . . 0L 0L e
2.5 Ensembles de Classificadores . . . . . . . ... . .
2.6 Motivos para Construir Ensembles de Classificadores . . . . . . .. ... .. ...
2.7 Métodos de Construcao de Ensembles . . . . . . . . . . . ..
2.7.1 Téenica Bagging . . . . . L e e e e e
2.7.2 Téenica Boosting . . . . . . ..
2.8 Meétodos de Combinacao de Classificadores . . . . . . . . .. ... ... ... ..
2.8.1 Votacao sem Peso . o 0 0L Lo e
2,82 VNotacio com Peso . . . . oL

Métodos de Construgao de Ensembles Propostos

O Ambiente Computacional DLE
4.1 A Biblioteca de Classes DOL . . . . . . . 0o

4.2 O Ambiente Computacional SNIFFER . . . . . . . . . . . .. . ... ... .....

Descrigao do Sistema para Construgao de Ensembles Simbdlicos ELE

5.1 Construcao da Arvore de Diretorios para Construgio de Ensembles de Classifica-

dores Simbdlicos  © 0 0 L0 L e
3.2 O Ambiente Computacional ENSEMBLETREE . . . . . . . . .. ... ... ....
5.3 A Biblioteca de Classes ENSEMBLEMETHODS . . . . . . .. ... .. ... ...,
5.4 Um Exemplo de Execugao do Sistema ENSEMBLETREE . . . . . . . .. ... ..
Conclusao

Analise Qualitativa de Regras

A1 Uma Visao Unificada de Medidas de Avaliagao de Regras . . . . . ... ... . .

14

16
17
18

21

22
27
28
29

33

36



A2

A.1.1 Matriz de Contingéncia . . . . . . . . ... . L
A.1.2 Medidas de Avaliacdo de Regras . . . . . . . .. ... .. ... ... ...

Qutros Critérios para Sele¢ao da Melhor Regra . . . . . . . . .. ... ... ...

B Exemplos de Arquivos de Saida do Sistema EnsembleTree

B.1
B.2

B.3

B.4

Arquivo .err — Taxas de Erro de um Classificador . . . . .. . ... . ... ...

Arquivo .out — Arquivo com Resultados de um Método de Construcao de En-
sembles Utilizado . . . . . . . . . . .

Arquivo .det — Arquivo com Resultados Detalhados de uim Método de Construgao
de Ensembles . . . . . . ...

Arquivo .pl — Arquivo com Resultados Detalhados de um Método de Construgao
de Ensembles na Sintaxe da Linguagem Prolog . . . . .. .. ... .. ... ...

Lista de Figuras

9
10
11

12

Técnica de validagao simples . . . . . . . . ... o
Exemplo de k-fold cross-validation, com k=3 . . .. .. . ... ... .. .....
Ensemble de trés classificadores . . . . . . ... ...

Probabilidade do voto majoritario estar errado com L hipdteses, L = 1,.... 150,
com taxa de erro de cada hipdtese ignal a 0.3, 0.4e 045 . . . . . . .. ... ...

Probabilidade do voto majoritario estar errado com L hipdteses. L = 1,..., 150,
com taxa de erro de cada hipétese igual a 0.7 . . . . .. . ... .o

Trés motivos fundamentais que explicam porque os ensembles funcionam melhor
que um unico classificador . . . . . ...

Replicacéo bootstrap de um conjunto de treinamento . . . . . . . . . . ... ...

Comportamento da fungio log (=) . .. .. ... .

Um esquema dos métodos de construgao de ensembles a serem testados . . . . .

Exemplo de experimento organizado em diretdrios para o ambicente SNIFFER . . .

Configuragao da drvore de diretérios para executar o SNIFFER para obter a esti-
mativa da taxa de erro verdadeira para cada uma das hipoteses hy. ... hy

Configuragao da arvore de diretdrios apds ecxecutar o SNIFFER para obter a esti-
mativa da taxa de erro verdadeira para cada uma das hipdteses hy.....hy

Configuragao da arvore de diretorios para construir mmn ensemble h™ composto
porhy, . hy oo

Configuragao da drvore de diretérios para estimar o erro de win ensemble h*
compostopor hy,....hy . . .o

43

44

45

6

-1

9

10
11
13

20

22

23

23

24

Fa






16

17

18

20
21

Configuragao da drvore de diretérios para utilizar os métodos de construcao de

ensembles . . . . . . Lo

Configuracao da drvore de diretérios para comparar diferentes métodos de cons-
trugao de ensembles . . . . .. ..o

Diagrama de classes em UML do projeto dos mddulos de combinacao e de classi-
ficacao . . . . ...

Exemplo do primeiro passo de execucao do sisterma ENSEMBLETREE
Exemplo do segundo passo de execugao do sistema ENSEMBLETREE
Exemplo do terceiro e dltimo passo de execucdo do sistema ENSEMBLETREE

Regras interclass — conjunto de subconjuntos de regras

Lista de Tabelas

Conjunto de exemplos no formato atributo-valor . . . . ..

Identificadores especiais para diretorios reconhecidos atualmente pelo SNIFFER
para algoritmos de AM simbdlico . . . .. .. ...,

Identificadores de métodos de construgao de ensembles a serem reconhecidos pelo
SNIFFER . . . . . . .. ... .. e

Matriz de contingéncia de uma regra . . . . . .. . . ...
Medidas genéricas de avaliacao . . . . . . . . ... ... .. e
Medidas relativas de avaliagao . . . . . . .. ... .. .. ..

Medidas relativas de avaliagdo com peso . . . . . . . ..

26

26

20

25
37
40
40
41

'Este documento foi elaborado com o BTEX, sua bibliografia ¢ mantida com o auxilio da ferramenta
BIBVIEW (Prati ot al., 1999] ¢ gerada automaticamente pelo BIBTEX

il



Proposta e Projeto de um Sistema para Construgao
de Ensembles de Classificadores Simbodlicos ELE *
Flavia Cristina Bernardini

Maria Carolina Monard

Departamento de Ciéncias de Computagao e Estatistica
Instituto de Ciéncias Mateméticas e de Computagao
Universidade de Sao Paulo — Campus de Sdo Carlos

Caixa Postal 668
13560-970 - Sdo Carlos, SP

e-mail: {fbernard, mcmonard}@icmc.usp.br

Resumo

A qualidade das hipéteses induzidas pelos atuais sistemas de Aprendizado de Maquina
depende principalmente da quantidade e da qualidade dos atributos e exemplos dis-
poniveis a serem utilizados na etapa de treinamento. Freqiilentemente, em experi-
mentos em que sao utilizadas grandes bases de dados, nas quais muitos atributos
irrelevantes estdo presentes, sao induzidas hipdteses de baixa precisao. Por outro
lado, muitos dos sistemas de aprendizado de miquina conhecidos nao estdo prepa-
rados para trabalhar com uma quantidade muito grande de exemplos. Assim, uma
das areas de pesquisa mais ativas em aprendizado de maquina tem girado em torno
de técnicas que sejam capazes de ampliar a capacidade dos algoritmos de apren-
dizado para processar muitos exemplos, atributos e classes. Para que os conceitos
sejam aprendidos a partir de grandes bases de dados utilizando sistemas de AM de
maneira tal que esses problemas sejam reduzidos, pode-se utilizar a abordagem de
ensembles. Um ensemble é um conjunto de classificadores cujas decisdes individuais
sdo combinadas de alguma forma para classificar um novo caso. No LABIC — La-
boratério de Inteligéncia Computacional, localizado no ICMC/USP — | existe um
projeto denominado Projeto DISCOVER, que tem como principal objetivo integrar
e padronizar os diversos projetos desenvolvidos por diversos pesquisadores deste la-
boratério, os quais estao relacionados com aquisi¢io automéatica de conhecimento
e avaliagdo de conhecimento. O objetivo deste trabalho é propor e projetar um
moédulo integrado ao DISCOVER que fornega facilidades para realizar combinagao de
classificadores simbdlicos utilizando grandes bases de dados, permitindo trabalhar
com os algoritmos de AM existentes. O nosso interesse é a construgao de ensembles
de classificadores simbdlicos, por possuirem a capacidade de explicar ao usudrio a
classificagdao por eles atribuida a novos exemplos; essa capacidade de explicagdo € de
fundamental importancia em alguns dominios de conhecimento, tais como medicina.

Palavras-Chave: Aprendizado de Maquina, Combinag¢ao de Classificadores, Ensem-
bles de Classificadores, Medidas de Avaliagao de Regras.
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1 Introdugao

A qualidade das hipdteses induzidas pelos atuais sistemas de Aprendizado de Méquina (AM)
depende principalmente da quantidade e da qualidade dos atributos e exemplos (ou casos) dis-
ponivels a serem utilizados na etapa de treinamento. Freqiientemente, em experimentos em que
sao utilizadas grandes bases de dados, nas quais muitos atributos irrelevantes estdo presentes,
sdao induzidas hipdteses de baixa precisdao. Por outro lado, muitos dos sistemas de aprendizado
de maquina conhecidos nao estao preparados para trabalhar com uma quantidade muito grande
de exemplos. Assim, uma das dreas de pesquisa mais ativas em aprendizado de maquina tem
girado em torno de técnicas que sejam capazes de ampliar a capacidade dos algoritmos de apren-
dizado para processar muitos exemplos, atributos e classes (Dietterich, 2000a; Michalski et al.,
1998). Esses problemas sao tipicos da drea de Mineragao de Dados' (MD) em grandes bases
de dados (Cabena et al., 1998; Mannila, 1996; Mitchell, 1999; Rezende et al., 2003; Weiss and
Indurkhya, 1998).

Para que os conceitos sejam aprendidos a partir de grandes bases de dados utilizando sistemas
de AM. de maneira tal que esses problemas sejam reduzidos, pode-se utilizar duas abordagens. A
primeira realiza uma selecao de exemplos e atributos mais relevantes (Blum and Langley, 1997),
¢ a segunda ¢ a abordagem de ensembles (Dietterich, 2000b), a qual é o foco de nosso trabalho.
Um ensemble é um conjunto de classificadores cujas decisoes individuais sdo combinadas de al-
guma forma para classificar um novo caso. Nessa abordagem, primeiramente sao retiradas, por
exemplo, L amostras (subconjuntos) do conjunto de exemplos (dados) disponivel para realizar
o aprendizado. Logo apés, cada um desses L subconjuntos, denominados conjuntos de exem-
plos de treinamento, ¢ submetido a algum algoritmo de AM, induzindo assim L classificadores
(hipéteses). os quais podem ser construidos em paralelo.

Apesar de melhorar o poder de predicao dos algoritmos de aprendizado, os métodos de cons-
trugao de ensembles normalmente geram ensembles grandes, o que pode ser indesejavel. Por
exemplo, em (Margineantu and Dietterich, 1997), usando o conjunto de dados Frey-Slater (Blake
et al., 1998) com 16 atributos numéricos e 16000 exemplos, é possivel obter uma boa precisiao no
conjunto de teste com 4000 exemplos utilizando 200 hipéteses unindo-as com votagdo. Incluindo
o conjunto de treinamento e o conjunto de teste, o conjunto de dados requer aproximadamente
700Kbytes. Todavia, cada classificador ocupa 295Kbytes de memodria, o que implica que o
ensemble de 200 classificadores requer 538Mbytes — mais de 85 vezes o tamanho do conjunto de
dados completo!

Entretanto, teoricamente. ensembles de classificadores melhoram o poder de predi¢ao dos
algoritmos de AM mesmo sendo compostos por poucos classificadores. Por exemplo, para um
ensemble simulado com 21 hipoteses, cada uma delas possuindo uma taxa de erro de 0.3, e consi-
derando um modelo ideal de ensembles, no qual as hipdteses sao independentes, a probabilidade
de 11 ou mais hipdteses serem simnultaneamente incorretas € 0.026, ou seja, a taxa de erro desse
ensemnble é muito menor que a taxa de erro das hipédteses individuais que constituem o ensemble.

Na maioria dos projetos desenvolvidos pelos pesquisadores do Laboratdrio de Inteligéncia
Computacional — LABIC? — relacionados com aquisi¢do automatica de conhecimento e ava-
liagdo de conhecimenta, diversas tarefas como transformacao de dados e formatos, execugao
de algoritmos de aprendizado. medigoes, entre outras, devem ser executadas diversas vezes.
Muitas dessas funcionalidades podem ser realizadas de maneira semi-automatica por sistemas

! Data Mining
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comerciais. Porém, além da aquisicdo desses sistemas demandar um alto custo, muitas vezes
proibitivo para as universidades publicas, esses sistemas fazem uso de algoritmos e ferramentas
proprietarios, o que dificulta sua utilizacao por pesquisadores que pretendem analisar e desen-
volver novos algoritmos e ferramentas (Batista, 2003).

Assim, muitas vezes, alguns algoritmos e ferramentas sao re-implementados por pesquisado-
res do préprio LABIC, ou por outros pesquisadores, que disponibilizam ferramentas de dominio
piiblico, tais como MLC++ (Kohavi et al., 1994), WEKA (Witten and Frank, 1999) e YALE (Fis-
cher et al., 2002). Entretanto, eventuais problemas decorrentes da utilizagao de algoritmos
re-implementados, tais como um funcionamento diferente do proposto originalmente, fazem com
que os algoritmos implementados pelos préprios idealizadores sejam preferidos para a realizagao
de experimentos para avaliar diferentes algoritmos. Adicionalmente, muitas ferramentas sdo
implementadas para automatizar parcial ou integralmente algumas tarefas. Desse modo, nao é
incomum a ocorréncia de sobreposigoes de implementagoes pela falta de comunicacao e docu-
mentagao do que ja foi implementado pelos pesquisadores do laboratdrio. Ainda, também néo
é incomum a perda de implementagoes quando seus autores se desligam do laboratdrio ao final
de seu projeto de pds-graduagao.

Para tentar resolver tais problemas, foi inicialmente proposto por Baranauskas and Batista
(2000) um projeto denominado Projeto DISCOVER, que tem como principal objetivo integrar e
padronizar os diversos projetos desenvolvidos pelos pesquisadores do LABIC relacionados com
aquisicao automadtica de conhecimento e avaliagdo de conhecimento. No inicio, o projeto Disco-
VER consistiria apenas de um repositério de scripts para facilitar a configuracao e execugao de
experimentos, mas surgiu a proposta de criagdo de um ambiente integrado no qual os scripts se-
riam substituidos por bibliotecas de classes desenvolvidas em PERL (PERL, 1999). A integragao
das bibliotecas sera feita, futuramente, por uma interface grafica. Deve ser ressaltado que todo
o processo de implementacdo do projeto foi estudado segundo os fundamentos da Engenharia
de Software (Rozante, 2003).

O ambiente DISCOVER oferece vantagens em relagao a outros sistemas com objetivos seme-
lhantes, pois permite a visdo unificada que os formatos baseados em padroes proporcionam ao
pesquisador (desenvolvedor) de novos componentes. Os padroes de representagao foram sendo
definidos por drea, sendo que em (Prati et al., 2001a) é proposta uma sintaxe padrdo para re-
presentagao de conhecimento de diversos indutores simbélicos denominada PBM (Prati et al.,
2002, 2001b). Para a representagao de dados foi proposta uma sintaxe padrao (Batista, 2001),
denominada DSX — Discover Dataset Syntaz, a qual permite a utilizacao da biblioteca de classes
DOL (Batista and Monard, 2004), para converter os arquivos de dados para a sintaxe utilizada
por diversos sistemas de aprendizado simbdlico, tais como C4.5, C4.5rules e CA'2 entre outros.

Diversos trabalhos estdo integrados ao projeto DISCOVER, entre os quais pode-se citar o
ambiente Discover Learning Environment — DLE, composto pela biblioteca de classes Discover
Object Library — DOL e o ambiente para gerenciamento de experimentos SNIFFER, que foram
desenvolvidos para diferentes tarefas de pré-processamento em mineracao de dados (Batista,
2003; Batista and Monard, 2003, 2004, 2002). Novas funcionalidades estao sendo especificadas,
principalmente, para regras de regressao (Dosualdo, 2003; Pugliesi. 2004) e regras de associa-
¢ao (Melanda, 2004). Além disso, outros trabalhos foram ou estao sendo desenvolvidos na drea
de aprendizado de maquina relacional e proposicional (Ferro, 2004: Milaré, 2003; Gomes, 2002;
Pila and Monard, 2001; Caulkins, 2000), aprendizado de maquina semi-supervisionado (Sanches,
2003; Matsubara, 2004; Matsubara et al., 2003), minerac¢io de dados (Paula, 2003; Pila, 2003;
Chiara, 2003; Bernardini, 2002; Baranauskas, 2001; Lee, 2000; Nagai. 2000) e mineragao de



textos (Martins, 2003; Matsubara, 2004; Imamura, 2001).

O objetivo deste trabalho ¢ propor ¢ descrever o projeto de um médulo integrado ao Dis-
COVER que forneca facilidades para realizar combinagao de classificadores simbélicos utilizando
grandes bases de dados, permitindo trabalhar com os algoritmos de AM existentes, visando obter
um equilibrio entre a melhoria no poder de predicao de tais algoritmos e o tamanho dos ensem-
bles construidos. O nosso interesse é a construcao de ensembles de classificadores simbdlicos, os
quais sao por nos denominados ensembles simbodlicos, por possuirem a capacidade de explicar
ao usudrio a classificacio por eles atribuida a novos exemplos. Deve ser observado que essa
capacidade de explicacao ¢ de fundamental importancia em alguns dominios de conhecimento,
tais como medicina.

Este trabalho estd organizado da seguinte maneira: na Secao 2 é feita uma descri¢ao de
alguns conceitos de AM e de ensembles de classificadores, bem como ¢é feita uma descrigao sobre
alguns métodos de construcao de ensembles de classificadores e combinagao de classificadores
encontrados na literatura, os quais sdo considerados interessantes para este projeto; na Segao 3,
sao descritos os métodos de combinacao de classificadores que implementamos, de tal maneira
que o ensemble construido tenha a propriedade de explicar suas decisoes ao usudrio; na Segao
1 ¢ feita uma descrigao do ambiente DLE, o qual serd utilizado para auxiliar as tarefas de
manipulacao de dados e conversao de sintaxes e, finalmente, na Secdo 5 sao descritos a proposta
e o projeto do médulo de combinacao de classificadores simbélicos.

2 Aprendizado de Maquina e Ensembles de Classificadores

Para compreender ¢ facilitar a leitura da proposta e do projeto do sistema descrito neste
trabalho sao descritos nesta secao alguns conceitos de aprendizado de maquina supervisionado
¢ ensembles de classificadores.

2.1 Aprendizado de Maquina Supervisionado

No problema padriao de AM supervisionado, ao algoritmo de aprendizado de mdquina é
dado um conjunto de exemplos § de treinamento, com N exemplos 7;,i = 1,..., N, esco-
lhidos de um deominio X' com uma distribuicdo D fixa, desconhecida e arbitraria, da forma
{(x1.y1)...(Xn,yn )} para alguma funcao desconhecida y = f(x). Os x; sdo tipicamente vetores
da forma <u;;, r;». ... ;3> com valores discretos ou numéricos. r;j refere-se ao valor do
atributo (ou fealure) j. denominado X; do exemplo T;, como mostra a Tabela 1. Os valores y;
referem-se ao valor do atributo Y, freqiientemente denominado classe.

X, X2 . Xar Y
T 1l Tiz ... Tim Y1
To | 2an x22 ... x2n | W2
ITw | znvy Tnz ... INAr | Y

Tabela 1: Conjunto de exemplos no formato atributo-valor

Os valores de y sao tipicamente pertencentes a um conjunto discreto de classes C,,v =
1,..., Ney, da forma {C,....Cx,, }. quando se trata de classificagdo, ou ao conjunto de nimeros
reais em caso de regressao. O enfoque deste trabalho é problemas de classificagao. Para facilitar



a leitura deste documento, quando for dito que um exemplo pertence a uma determinada classe
Cy, isso significa que o exemplo possui C;, como valor de y ou, ainda. o valor C, foi associado a
1y quando o problema € associar uma classe a um exemplo.

Dado um conjunto S de exemplos de treinamento a um algoritmo de AM, um classificador h
sera induzido. O classificador consiste da hipdtese feita sobre a verdadeira (mas desconhecida)
fungao f. Dados novos exemplos x, o classificador, ou hipétese, h prediz o valor correspondente y.

2.2 C(Classificadores Simbdlicos

Algoritmos de AM simbodlicos induzem o classificador h de tal forma que o conceito descrito
por h é facilmente interpretdvel por seres humanos (Mitchell, 1997: Monard and Baranauskas,
2003) e, geralmente, pode ser transformado em conjuntos de regras if-then, ou seja, regras do
tipo

Corpo — Cabeca
ou

Body — Head.

Uma regra R, pode entao ser resumidamente denotada por B — H. Classificadores com-
postos por regras incluem uma regra especial — a regra default —, a qual possui Corpo vazio e
a Cabeca é dada pela classe predita pela maioria que tem maior distribuicdo dos exemplos no
conjunto de treinamento. Dado um exemplo x e uma regra R, se o Corpo de R é verdadeiro
para esse exemplo, entao R cobre x.

O conjunto de regras que constituem um classificador simbdlico h ={Ry..... Rx, }, pode ser
avaliado sobre um conjunto de exemplos S, tanto considerando a precisao de h como um todo, ou
seja, como um classificador tipo caixa preta, ou avaliando separadamente cada uma das regras
que constituem h.

2.3 Avaliacdo de Classificadores

Dado um classificador h e sendo N o nimero de exemplos de umn conjunto de dados e Np o
nimero de exemplos classificados corretamente por h, a taxa de precisao de h é dada por:

¢ a taxa de erro de h é dada por:

Err(h) =1 — Acc(h).

Para obter tais taxas, é necessario dividir os dados disponiveis para a construcao do classifi-
cador em, ao menos, dois conjuntos: um para treinamento, utilizado na inducao do classificador,
e outro para teste. Caso nao forem usados diferentes conjuntos de teste e de treinamento, a
precisao do algoritmo serd melhor estimada do que deveria, pois serd calculado o erro aparente



do classificador. Para estimar o erro verdadeiro, deve ser utilizado, como conjunto de teste
conjuntos de dados nao utilizados pelo algoritmo de indugao do classificador. Para estimar o
erro verdadeiro, existem diversas técnicas, dentre elas podemos citar:

Validagao Simples: Nesta técnica, retiram-se de 5 a 33% dos exemplos da base de dados
para teste ¢ o restante ¢ utilizado para a construcao do classificador. Apds construido o
classificador, ele é usado para predizer as classes dos exemplos de teste. Na Figura 1 é
ilustrada a técenica de validagdo simples.

\ ‘ Exemplos

de Treinamento

N

Indutor

~

Exemplos h
de Teste

~

Taxas de Ero e
Precisdo do
Classificador

Figura 1: Técnica de validagdo simples

K-Fold Cross- Validation: Se existe somente uma pequena quantidade de dados (exemplos)
para construir o classificador, fica dificil utilizar a técnica de validagao simples, ja que
retirar uma porcentagem dos dados pode significar ter poucos dados para treinamento.
Na técnica de k-fold cross-validation, os dados sao divididos aleatoriamente em k partigoes
Si..... Sk disjuntas. sendo todas as parti¢oes conjuntos de dados do mesmo tamanho apro-
ximadamente. Apds, sao executadas k iteragoes de indugao de classificador e teste. Na
primeira iteragao, ¢ induzido o classificador hy com os conjuntos de dados Sy, ...Sy_1),
sendo depois testado (obtendo assim a taxa de erro Erri(h;)) com o conjunto Si. Na
segunda iteragao, ¢ induzido o classificador hy com os conjuntos Sy, ..., S(x_g) € 0 conjunto
Sk, sendo depois testado (obtendo assim a taxa de erro Erra(hz)) com o conjunto Sii_y),
e assim sucessivamente, Finalmente, o modelo final é construido com todos os exemplos
presentes em Sy, ... 5, e, tendo em vista que agora existem k estimadores de erro inde-
pendentes Erry(hy), ... Erri(hy), desses valores pode-se estimar a média e o erro padrao
(se) do erro (e/ou da precisao), definidos respectivamente pelas Equagdes 1 e 2, os quais
fornecem a taxa de erro (e de precisdo) do classificador induzido com todos os exemplos.
Na Figura 2 ¢ ilustrada a técnica de k-fold cross-validation.

k
m_err(h;) = % Z Errg(hy) (1)
K=1

1 ‘ 1 &
\/ﬁw & KZZI(ENK(hz) — m-err(hy))? @)

se_err(bhy) =

)
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Figura 2: Exemplo de k-fold cross-validation, com k = 3

K-Fold Cross-Validation Estratificado: Essa técnica é semelhante a técnica k-fold cross-
validation, a ndo ser pela maneira que é feita a divisao do conjunto de dados original em
K partigbes. No método de k-fold cross-validation estratificado, as partigoes sao feitas de
modo que seja respeitada a distribuigao dos exemplos nas classes. Ou seja, se no conjunto
de dados original existem 22% dos exemplos na classe Cy e 78% dos exemplos na classe
(5, em cada particdo construida com a técnica de k-fold cross-validation estratificado
existem aproximadamente 22% dos exemplos pertencentes a classe C; e 78% dos exemplos
pertencentes a classe Cs.

2.4 Avaliacdo de Regras

Varias medidas de avaliagao de regras tém sido propostas na literatura (Lavrac et al., 1999;
Freitas, 1998b,a; Hilderman and Hamnilton, 1999). Neste trabalho. serao utilizadas medidas de
avaliacao de regras unificadas em um framework proposto por Lavrac et al. (1999). as quais
podem ser divididas em trés categorias distintas:

1. Medidas genéricas de avaliacao de regras:

2. Medidas relativas de avaliagao de regras; e



3. Medidas relativas de avaliagdo de regras com peso.

No Anexo A, encontra-se uma descricao das medidas pertencentes a cada uma dessas cate-
gorias bem como outras medidas de regras que possam vir a ser utilizadas neste projeto.

2.5 Ensembles de Classificadores

Uma das dreas ativas em aprendizado de maquina supervisionado estuda métodos de constru-
cao de ensembles de classificadores. Um ensemble ¢ um conjunto de classificadores cujas decisoes
individuais sao combinadas de alguma forma para classificar um novo caso. Um resultado
interessante é que ensembles de classificadores podem ser mais precisos que os classificadores
individuais que compoem o ensemble. Uma condigdo para que um ensemble de classificadores
seja mais preciso que seus componentes é que os classificadores que compoem o ensemble sejam
distintos (Hansen and Salamon, 1990). Um classificador preciso é um classificador que faz a
predigao da classe de um novo exemplo x com uma margem de erro menor do que simplesmente
adivinhar o valor de y dado x. Dois classificadores sdao distintos se cometem erros diferentes em
novos conjuntos de exemplos.

Por exemplo. considerc um ensemble de trés classificadores hj, hy, hy e um novo caso (ou
exemplo) x. ilustrado na Figura 3 (Dietterich, 2000b). Esse novo exemplo x sera classificado por
cada classificador hj. hy e hy com uma das classes do conjunto discreto de classes {C1, ..., Cngy }-

Ensemble

_ NovoCaso ) =@ |h,| = (Classificagio

e S

TS

Figura 3: Ensemble de trés classificadores

Seja h)(x) a classificacao atribuida a esse novo exemplo x pelo classificador hy, hy(x) pelo
classificador hy e hs(x) pelo classificador hy. Se os trés classificadores sao idénticos entio,
quando h(x) esta errado. hao(x) e hy(x) também estao. Entretanto, se os erros cometidos pelos
classificadores forem nao correlacionados, entdo quando hj (x) estd errado, ho(x) e hi(x) podem
estar corretos. de forma que o voto majoritario pode classificar corretamente o exemplo x. Em
geral, dado um ensemble composto por L classificadores hy, ..., hy, para cada novo exemplo x
a ser classificado por esses classificadores, tem-se uma série de L ensaios. Considerando que
cada um desses ensaios € independente e que cada ensaio é um sucesso na classificagao de x com
probabilidade? p ou uma falha com probabilidade 1 — p, entdo a probabilidade do niimero de

sucessos ser [ em L ensalos ¢ dada por

Pz == (7) - 3

*E considerado que essa probabilidade é a taxa de erro do ensaio, ou seja, da hipétese hy




Mais precisamente, se as taxas de erro de L classificadores hj. ..., hy sao todas iguais a p < %
e se os erros sao independentes, entao a probabilidade do voto majoritario estar errado, ou seja,
a probabilidade do ensemble ter mais de 50% de classificadores que classificam erroneamente, é
dada por

L
P(Z>3)=1~-

M (=]

(?) P = p)t (1)

que corresponde 4 drea sob o grifico da distribui¢ao binomial na qual mais que ‘; hipéteses estao
erradas.

1=0

Na Figura 4 sao mostrados ensembles ideais compostos por hipdteses independentes, todas
com taxas de erro de 0.3, 0.4 e 0.45 respectivamente. Pode ser observado que quanto maior o
valor da taxa de erro das hipdteses, maior ¢ a taxa de erro do ensemble, mas ainda assim a taxa
de erro do ensemble é menor que a taxa de erro de cada hipdtese que o compoe. Por exemplo,
para um ensemble simulado com 21 hipdteses, cada uma delas possuindo uma taxa de erro de
0.3, a area de curva para 11 ou mais hipéteses simultancamente incorretas é 0.026, o qual ¢ muito
menor que a taxa de erro das hipéteses individuais, conforme pode ser observado na Figura 4.
Observa-se também que quanto maior o numero de hipdteses independentes. menor ¢ a taxa de
erro do ensemble.

0.45
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0.35

0.30

0.256

Erro

0.05

0 20 40 60 80 100 120 140 160
Nomero de Classificadores

—+—p=03 W p=0.4 —k—p=0.45

Figura 4: Probabilidade do voto majoritdrio estar errado com L hipoteses, L = 1..... 150, com
taxa de erro de cada hipétese igual a 0.3, 0.4 e 0.45

Entretanto, se as hipdteses individuais tém erros nao correlacionados mas com taxas de erro
excedendo 0.5, entao a taxa de erro do ensemble aumentara como resultado da votacdo. Na
Figura 5 na pagina oposta, é mostrada a curva do erro de um ensemble ideal composto por
hipéteses independentes, todas com taxa de erro de 0.7. Pode ser observado que, nesse caso, o
erro cometido pelo ensemble aumenta ao incrementar o nimero de hipdteses.



Para concluir, considerando a probabilidade do voto majoritdrio estar errado no modelo
ideal de ensembles, definido pela equacao 4, a chave para o sucesso dos métodos de criagao de
ensembles estid em construir classificadores individuais independentes com taxas de erro abaixo
de 0.5. Deve ficar claro que as simulagbes mostradas tratam situagbes ideais, nas quais todas
as hipdteses que compoem o ensemble sdo ensaios independentes, ou seja, nao correlacionados.
Em aprendizado de maquina. o que se tenta fazer é tornar os ensaios (as hipGteses) nao correla-
cionados, ou. se a correlagdo existir - - na prética geralmente essa correlagao existe —, torna-la
minima.
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Figura 5: Probabilidade do voto majoritario estar errado com L hipédteses, L = 1, ..., 150, com
taxa de erro de cada hipdtese igual a 0.7

2.6 Motivos para Construir Ensembles de Classificadores

Como mencionado, os ensembles sao construidos para tentar melhorar o poder de predicio dos
algoritmos de AM. Mas quais os motivos que levam a construir ensembles? Uma ilustragao desses
motivos pode ser vista na Figura 6, os quais sao fundamentalmente trés, segundo Dietterich
(2000b):

1. Estatistico. Um algoritmo de aprendizado pode ser visto como um algoritmo de busca no
espaco de hipdteses H para identificar a melhor hipétese. O problema estatistico aparece
quando a quantidade de dados disponiveis para treinamento é muito pequena comparada
ao tamanho do espaco de hipdteses. Sem dados suficientes, o algoritmo de aprendizado
pode encontrar muitas hipoteses diferentes em H, as quais tém a mesma precisao sobre
os dados de treinamento. Construindo um ensemble com todos esses classificadores, o
algoritmo pode calcular a média de seus votos e reduzir o risco de escolher o classificador
errado. Na Figura 6 (topo a esquerda) é ilustrada essa situagdo. A curva externa denota
o espaco de hipdteses 'H e a interna denota o conjunto de hipdteses que tém uma boa
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Figura 6: Trés motivos fundamentais que explicam porque os ensembles funcionam melhor que
um tnico classificador (Dietterich, 2000b)

2.7

precisdo sobre o conjunto de treinamento. O ponto rotulado com a letra f é a hipotese
verdadeira, onde pode-se observar que tirando a média da precisao das hipdteses. podemos
encontrar uma boa aproximagao de f.

Computacional. Muitos algoritmos de aprendizado trabalham fazendo alguma busca local
a qual pode parar em algum 6timo local; por exemplo, alguns algoritmos de redes neurais
e algoritmos de arvores de decisdo. Alguns algoritmos de redes neurais utilizam métodos
de busca local — como gradiente descendente — para encontrar pesos localmente 6timos
para a rede. Algoritmos de arvore de decisdao aplicam regras gulosas de particionamento
para induzir as arvores. Nos casos em que hd uma quantidade suficiente de dados de
treinamento, o que indica que o problema cstatistico é minimo. é computacionalmente
dificil para o algoritmo de aprendizado encontrar a melhor hipdtese. De fato, o problema de
encontrar a menor arvore de decisao que seja consistente com um conjunto de treinamento
¢ NP-hard (Hyafil and Rivest, 1976). Similarmente, encontrar os pesos para a menor rede
neural possivel consistente com os exemplos de treinamento é também NP-hard (Blum and
Rivest, 1988). Entretanto, construindo um ensemble executando varias vezes o algoritmo
de busca local partindo, a cada iteracao, de diferentes pontos, pode-se obter uma melhor
aproximagdo da verdadeira (e desconhecida) fungao f que seja mais precisa que qualquer
um dos classificadores individuais, como é ilustrado na Figura 6 (topo & direita).

Representacional. As vezes, nao é possivel representar a verdadeira funcao f pelas hipéteses
em H. Entretanto, simplesmente unindo as hipdteses, ou dando pesos a cada uma delas e
unindo-as posteriormente, pode ser possivel expandir o espaco das fungoes representiveis.
A Figura 6 (inferior) ilustra essa situagao.

Métodos de -Construcdo de Ensembles

Muitos métodos de construcao de ensembles tém sido desenvolvidos (Dietterich, 2000b),

Nesta secdo, sao descritos dois métodos de construgiao de ensembles. os quais consideramos
interessantes para o desenvolvimento deste projeto.

L0



2.7.1 Técnica Bagging

A técnica Bagging (Breiman, 1996) consiste basicamente de 3(trés) passos. O primeiro
passo consiste em construir L conjuntos de exemplos por meio de replicages bootstrap de um
conjunto de exemplos inicial. Dado um conjunto de treinamento S = {(Xn,yn),n = 1,..., N},
uma seqiéncia de conjuntos de treinamento {S;},l = 1,...,L é construida, sendo que cada
conjunto de treinamento consiste de N observagoes. Os elementos de cada um dos conjuntos
da sequencia {S;}.! = 1,.... L sao obtidos randomicamente com reposigao do conjunto original
S. Como a amostragem ¢ com reposigao, podem haver elementos repetidos na amostra. Cada
conjunto de treinamento {S;},! = 1,..., L é chamado de replicagao booststrap do conjunto de
treinamento original (Efron and Tibshirani, 1993). Cada replicacdo bootstrap contém, em média,
63.2% dos exemplos do conjunto original, com exemplos de treinamento aparecendo varias vezes.
Na Figura 7 é ilustrado um exemplo de amostragem bootstrap.

Replicacao Bootstrap

Figura 7: Replicacao bootstrap de um conjunto de treinamento

O segundo passo consiste em construir L classificadores a partir de cada um dos conjuntos de
exemplos 5;,1 = 1,.... L, utilizando algum algoritmo de AM. Cada um dos conjuntos de exemplos
S; é utilizado para criar a hipétese h; correspondente.

O terceiro passo consiste em classificar novos exemplos. Para classificar um novo exemplo x
utilizando as hipdteses construidas, se y = h*(x) (o rétulo de x) é numérico, calcula-se a média
dos y; resultantes de cada hipdtese h; -— Equacao 5.

W) = 3 hu(x) (5)
=1

Por outro lado. se y ¢ nm valor discreto, classifica-se x fazendo-se uma votagao entre os
resultados das hipdteses h; (votagao por maioria) — Equacéo 6.

L
h*(x) = argmax h;(x) (6)
YyE{C1,...Cnpy } ;

Esta técnica ¢ denominada bootstrap aggregating — dai o termo bagging. O que faz esta
técnica funcionar € a instabilidade do algoritmo de aprendizado, pois se as hipdteses ndo mudam
para os diversos conjuntos de treinamento S;, 0l = 1,..., L, a agregacdo nao ird ajudar. Assim,
quanto mais diferirem entre si as hipdteses geradas, maior serd a colaboragao desta técnica para
o aumento da precisao da classificacao.
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2.7.2 Técnica Boosting

Boosting (Bauer and Kohavi, 1999) refere-se ao problema geral de produzir predigoes pre-
cisas combinando-se hipdteses risticas e menos precisas. Uma descrigao do algoritmo de boos-
ting (Quinlan, 1998) que segue o algoritmo de boosting AdaBoost.M1 projetado por Freund e
Schapire (Freund and Schapire, 1997) é mostrado a seguir.

Inicialmente, é dado um conjunto de treinamento S = {(x;,y:).i = 1,.... N}, tal que, para
cada par (x;,y;), existe um peso w;, ou seja, existe um vetor de pesos W com N elementos. Esse
vetor ¢ inicializado com w; = 1/N, i = 1,..., N. Dali, para cada iteracao [ = 1,.... L, o algoritmo
executa os seguintes passos:

- O algoritmo de aprendizado constrdi uma hipétese h; utilizando o conjunto de treinamento
S e o vetor de pesos W;

- O erro o de h; sobre o conjunto de treinamento é calculado como sendo a soma dos pesos
wy, dos exemplos erronemante classificados pela hipétese hy;

- Se a; = 0 ouaq > 1/2, o processo termina. Sendo, os pesos W), para a proxima iteragao
sao recalculados como sendo

&)

W), = Wy,

(1+1); 1—q

se h; acerta na classificagao do exemplo i. Ou seja, os exemplos classificados corretamente
tém seus pesos reduzidos.

A hipdtese h* é obtida pela votacao das hipdteses geradas h;,l = 1,.... L. Se h; classifica
um exemplo x como sendo da classe C,,, o voto total para a classe (', ¢ incrementado de log((1-
a;)/aq). h* entao associa a x a classe com maior valor total de voto.

A Figura 8 mostra o comportamento da fungao log (%) Pode-se observar na curva plotada
que hipdteses com taxas de erro menores que 50% possuem pesos positivos. os quais diminuem
quanto mais a taxa de erro se aproxima de 0%. Hipdteses com taxas de erro maiores que
50% possuem pesos negativos e, quanto mais a taxa de erro se aproxima a 100%, malor é o
valor absoluto do peso. Também, é interessante observar o comportamento da curva como um
todo, tendo em vista que hipéteses com taxas de erro bem proximas de 0% (entre 1 e 10%.
por exemplo) possuem pesos bastante distintos, quando comparados com os pesos, bastante
proximos entre si, associados as hipdteses com taxas de erro bem proximas de 50% (entre 40%
e 49%, por exemplo). Essas observagoes mostram um favorecimento muito grande as decisoes
tomadas por hipoteses com taxas de erro "pequenas” (proximas de 0%). Em relacao as hipéteses
com taxas de erro maiores que 50%, apesar dessa funcao fornecer um critério de atribuicao de
pesos bastante interessante, deve ser lembrado que tais hipdteses nao fazem parte dos ensemnbles
construidos com a técnica boosting.

Com esta técnica, a taxa de erro de h* cai exponencialmente para proximo de 0 (zero)
conforme o valor de L aumenta. Assim, se fossem consideradas as hipéteses com uma taxa de
erro menor que 50% nos exemplos de teste, ou seja, uma seqiiéncia de classificadores fracos,
pode-se criar um classificador forte h* que é, no minimo, tdo preciso quanto, e usualmente mais
preciso que, o menos preciso dos classificadores fracos.
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2.8 Meétodos de Combinagao de Classificadores

Dado um conjunto (ensemble) de classificadores, muitos métodos tém sido explorados para
se combinar as decisoes individuais de cada um dos classificadores que constituem o ensemble.
Nesta se¢do. serao descritos dois métodos considerados interessantes para o desenvolvimento
deste projeto: votagao sem peso e votagao com peso.

2.8.1 Votagdo sem Peso

Este é o método mais simples de combinacdo de classificadores, no qual um novo exemplo
x ¢ rotulado com a classe predileta pela maioria dos classificadores hy,l = 1,..., L. Bagging e
muitas outras téenicas de construg¢ao de ensembles utilizam esse método de combinagdo. Pode
parecer que csquemas de votacdo mais inteligentes poderiam ser melhores, mas a experiéncia
mostra que a votacao sem peso € bastante robusta Dietterich (2000b). '

Um refinamento na simples votacdo pela maioria é apropriado quando cada classificador
h;.l = 1,.... L pode produzir uma estimativa da probabilidade de classe ao invés de uma simples
decisao de classificacao. Uma estimativa de probabilidade de classe para um dado exemplo x ¢ a
probabilidade de que a classe verdadeira seja P(f(x) = C,lhy), parav=1,..,Ngyel =1,..., L.
Pode-se combinar a probabilidade da classe de todas as hipdteses e, assim, a probabilidade do
ensemble seri

P(f(x) = Cy) = 7 3 P(f(x) = Cy/m) (7

A classe predita de x ¢ dada pela classe que tem a maior probabilidade.
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2.8.2 Votacao com Peso

Muitos métodos diferentes de votagao com peso tém sido desenvolvidos para ensembles, tanto
para problemas de regressao (Perrone and Cooper, 1993; Hashem, 1993) quanto para problemas
de classificagao (Ali and Pazzani, 1996; Bauer and Kohavi, 1999).

Para problemas de classificagido, os pesos sao usualmente obtidos medindo a precisao de
cada classificador individual h; no conjunto de treinamento ou de teste, construindo pesos que
sao proporcionais a essas precisoes. Ali and Pazzani (1996) descrevem um método, chamado
likelihood combination, o qual aplica o algoritmo Naive Bayes para aprender os pesos dos classi-
ficadores. No AdaBoost (Bauer and Kohavi, 1999), é utilizado outro método para construir os
pesos de cada classificador: o peso de cada classificador hy é computado utilizando sua precisao
no conjunto de treinamento e os pesos que foram usados para induzir h;.

O objetivo do sistema proposto neste trabalho é comparar diferentes métodos de combinacao
de classificadores. Foram citadas as técnicas bagging e boosting de construgao de ensembles
devido aos métodos de combinacio que utilizam -— a técnica bagging utiliza um método de
votagdao simples mas robusto, e a técnica boosting utiliza um critério de atribuigao de pesos as
decisoes das hipdteses com caracteristicas bastante interessantes. Neste trabalho, os métodos de
combinacao utilizados, ainda que diferentes, sao baseados nos métodos de combinagao utilizados
por essas técnicas.

3 Métodos de Construcao de Ensembles Propostos

Baseados nas teorias de ensembles e nos métodos de construcao de ensembles descritos na
Secdo 2, neste trabalho sao propostos trés métodos de construgao de ensembles simbélicos que
consistem de uma combinacdo de métodos de combinagao de classificadores e de critérios de
classificagao de novos exemplos por um classificador.

Dados L classificadores simbdlicos, os quais podem ser induzidos utilizando o mesmo algo-
ritmo de AM ou algoritmos diferentes, e um exemplo x a ser classificado, os métodos sao:

Votagao sem peso: Cada classificador classifica o exemplo dado. A classificacdo do ensemble
para o exemplo x é dada pela classe que mais recebeu votos dos L classificadores.

Votacao com peso: O voto de cada classificador é ponderado por algum peso associado a cle.
Uma possivel técnica de votagao com peso é a adaptada da técnica de boosting para cons-
trucao de ensembles (Freund and Schapire, 1997), a qual classifica um exemplo segundo o
seguinte algoritmo:

1. Para cada hipdtese hy, [ =1,....L:

(a) Classificar o exemplo x;
(b) O novo valor total de voto (vt) da classe C,., v = 1...., N & qual o exemplo x
pertence é dado por

L
vt(Cy) = D [(u(x).C.)

1=1
com
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Fihi(x). Cy) = lg((1 — m_err(hy))/m_err(h;)) se hj(x) = C,,

0 caso contrdrio.
onde m_err(h;) é a estimativa da média da taxa de erro — Equagdo 1 na
pagina 5 — . associada & hipdtese que classifica o exemplo na classe C,;

2. Associar ao exemplo x a classe comn maior valor total de voto.

Neste trabalho, a taxa de erro associada a hipdtese sera uma estimativa da média da taxa
de erro verdadeiro, utilizando o método k-fold cross-validation estratificado, descritos na
Secdao 2. Também, jd que a téenica fornece mais uma informacdo além da estimativa da
média da taxa de erro verdadeiro das hipdteses a estimativa do erro padrao (se) — ,
além de utilizar o critério acima descrito, também sera utilizado outro critério, o qual
atribui o seguinte peso a decisao da hipétese: o novo valor total de voto (vt) da classe Cy,
v=1,.., N a qual o exemplo x pertence é dado por

L
vt(Cy) =Y g(hy(x),Cy)

=1
com
lg((1 — m_err(hy))/m_err(hy))

glhy(x),C,) = + lg({1 — se_err(hy))/se_err(hy))
0 caso contrario.

e hy(x) = C,,

onde m_err(h;) ¢ a estimativa da média da taxa de erro e se_err(h;) é a estimativa do erro
padrao da taxa de erro Equagao 2 na pagina 5 -— , associados a hipdtese que classifica
o exemplo na classe C,,.

Pode-se pensar que em ambas situagoes, votagiao com e sem peso, o resultado da classi-
ficagdo de um novo exemplo x é o mesmo. O seguinte exemplo mostra que isso nao é
necessariamente verdade: Dadas 3(trés) hipoteses hy, hs e hs, um exemplo x a ser classi-
ficado ¢ as taxas de erro das hipdteses o) = 0,10, ap = 0,30 e ag = 0,30. Supondo que a
" classificagao para o exemplo x seja C' segundo a hipétese hy e Cy segundo as hipéteses ho
e hy, caso for utilizado o método de votagao sem peso, a classificagao do ensemble para o
exemnplo x ¢ a classe ('5: entretanto, se for utilizado o método de votagiao com peso, entdo:

valor total de votos para a classe Cy:
vt(Cy) = lg((1 — meerr(hy))/m_err(hy)) +0+0
=1g((1 -0,1)/0,1) = 0,95
valor total de votos para a classe Cy:

1 —m_err(hy) 1 —m_err(hy)

vt Ce) = lo
vi(Ca) =0+ 1g m_err(hy) & m_err(hgy)

=l1g((1-0,3)/0,3) +1g((1 -0,3)/0,3) =0,74
e a classificacao do ensemble é a classe C}.
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Votagao pela Melhor Regra: Dadas as melhores regras dos classificadores que compéem o
ensemble, segundo uma medida de avaliagao de regras, que cobrem o exemplo x, escolhe-se
a melhor regra para realizar a classificacdo final do exemplo. A motivagao para realizar
classificagdo pela melhor regra deve-se ao fato de, em trabalhos anteriores (Bernardini,
2002; Bernardini et al., 2003), terem sido selecionadas boas regras em um dominio do
mundo real para classificagao de novos exemplos utilizando esse critério.

J4 em relagao ao critério de classificagdao, dado um exemplo x a ser classificado e um classi-
ficador h, serdo considerados dois critérios para se classificar esse exemplo:

Decisao do préprio classificador: O método implementado no algoritmo de aprendizado que
induziu o classificador é o responsdvel pela classificacao do exemplo:

Decisao pela melhor regra do classificador: A “melhor” regra do classificador que cobre o
exemplo, segundo alguma medida de avaliacao de regra de conhecimento (Apéndice A), é
responsavel pela classificagdo do exemplo.

Deve ser observado que existem diversas medidas de avaliacao de regras que podem ser
utilizadas, o que aumenta o niimero de métodos de construgao de ensembles simbdlicos. Para
melhor compreender essa afirmacao, é necessirio explicitar a maneira que se pretende construir
os ensembles simbdlicos. Dados L conjuntos de exemplos Si,...,5; € S5, pode-se induzir L
classificadores hy,...,hy. O critério de classificagdo utilizado por cada classificador h; para
classificar novos exemplos, juntamente com o método de combinagao para combinar as decisoes
realizadas pelas hipéteses para fornecer a classificagao final desses novos exemplos, caracterizam
um ensemble simbdlico h*. Assim, o nimero de métodos de construgao de ensembles simbélicos
a serem testados é uma combinacao do niimero de métodos de combinacao de classificadores com
o ntimero de critérios de classificagdo considerados. A Figura 9 ilustra a maneira descrita de
construgao de ensembles simbdlicos. Nessa figura, deve ser observado que os L algoritmos de AM
utilizados para induzir os classificadores podem ser todos distintos ou até o mesmo algoritmo.

Para facilitar a construgao de um sistema computacional com o objetivo de testar esses
métodos de construgao de ensembles, sera utilizado o ambiente DLE ja implementado no sistema
DISCOVER, descrito na segao a seguir.

4 O Ambiente Computacional DLE

Para desenvolver o sistema para executar e avaliar métodos de construcio de ensembles,
serd utilizado o ambiente computacional DLE, que possui funcionalidades que facilitam a im-
plementacao de sistemas a serem integrados no DISCOVER. Assim, antes de ser detalhado o
desenvolvimento do sistema para realizar combinagao de classificadores simbdlicos, sao descri-
tos nesta segao os objetivos e as funcionalidades do ambiente computacional Discover Learning
Environment - DLE (Batista and Monard, 2003, 2004).

O ambiente computacional DLE tem como principal objetivo prover um framework para
que novas técnicas de pré-processamento de dados possam ser facilmente e rapidamente imple-
mentadas e avaliadas experimentalmente. O ambiente computacional DLE ¢ composto por dois
modulos distintos: a biblioteca de classes Discover Object Library - DOL. cujo objetivo principal é
ser uma biblioteca de métodos de pré-processamento de dados. e 0 ambiente para gerenciamento
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Ensemble Simbdlico h*
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(X q:
Critério de () Métodode | [ h'(x)
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h,(x)

Exemplo x a ser classificado

Figura 9: Um esquema dos métodos de construgao de ensembles a serem testados

de experimentos SNIFFER. cujo objetivo principal é automatizar avaliagoes e comparagdes expe-
rimentais de algoritmos de Aprendizado de Maquina. Para utilizar a biblioteca de classes DOL,
foi proposta uma sintaxe padrao para representacao de dados (Batista, 2001), denominada DSX
— Discover Dataset Syntar (Batista, 2001). A seguir, sdo descritas as principais funcionalida-
des da biblioteca de classes DOL e do ambiente computacional SNIFFER. As descri¢es aqui
apresentadas estao baseadas em (Batista and Monard, 2003). Maiores detalhes do ambiente
computacional DLE, tais como detalhes de arquitetura, projeto e implementacao do ambiente,
0s quais fogem do escopo deste trabalho, podem ser encontrados em (Batista and Monard, 2003;
Batista, 2003).

4.1 A Biblioteca de Classes DOL

Entre as principais funcionalidades da biblioteca DOL, pode-se citar:

Manipulagao de atributos e dados A biblioteca DOL prové métodos que fornecem infor-
magoes do conjunto de dados que estd sendo pré-processado. Utilizando a biblioteca, os
dados podemn ser manipulados, ou seja, lidos e modificados. Entre as principais tarefas
de manipulagao de atributos e dados pode-se citar: alteragdo de nomes de atributos,
conversao de tipos de atributos, modificagao de posicao de atributos em um conjunto
de dados, modificacao do atributo classe, remogdo tempordria ou efetiva de atributos e
exemplos, adigao de exemplos ao conjunto de dados, dentre outras.

Integracgao com diversos sistemmas de AM A biblioteca DOL pode ser integrada com os
principals sistemas de aprendizado académicos e comerciais. Para que essa funcionalidade
fosse possivel, foram criados conversores de dados que convertem os dados carregados
da sintaxe da hiblioteca DOL para as sintaxes dos seguintes sistemas de aprendizado:
C4.5 (Quinlan, 1988), C4.5rules (Quinlan, 1987), ZD3 (Quinlan, 1986), NewID (Boswell,
1990), CA2 (Clark and Boswell, 1991), dentre outros.

17



Filtro de Exemplos e Atributos A biblioteca DOL oferece um sistema de filtros que permite
ocultar temporariamente parte dos exemplos ou dos atributos de um conjunto de dados. Os
filtros podem ser criados a partir de expressoes logicas envolvendo atributos ou utilizando
uma lista que indica explicitamente quais exemplos devem ser filtrados. A biblioteca
permite que varios filtros sejam definidos e compostos. O sistema de filtragem de exemplos
é, por exemplo, a base para a cria¢do de um conjunto de classes PERL que criam amostras
aleatérias e estratificadas de um conjunto de exemplos.

Estatisticas Descritivas e Correlagoes Estatisticas descritivas podem ser utilizadas tanto
pelo usudrio quanto por métodos de pré-processamento de dados. Ainda, informagoes
sobre correlagdes entre atributos, como correlagio linear e covariancia, sao a base para a
construcao de diversos métodos de pré-processamento de dados.

Métodos de Resampling Como mencionado, os métodos de resampling sio métodos esta-
tisticos capazes de estimar apropriadamente a taxa de erro verdadeira, mesmo em um
conjunto reduzido de dados. Os métodos de resampling utilizam conjuntos de teste para
estimar a taxa de erro verdadeira, os quais contém exemplos que nao foram utilizados no
treinamento do sistema de aprendizado. Diferentes métodos de resampling particionam
de diferentes formas o conjunto de dados original em conjuntos de treinamento e teste.
Atualmente, a biblioteca de classes DOL prové dois métodos de resampling: o k-fold cross-
validation e o k-fold cross validation estratificado, descritos na Segao 2.3.

4.2 O Ambiente Computacional SNIFFER

Conforme dito anteriormente, o ambiente SNIFFER é um ambiente computacional para ge-
renciamento de avaliagbes e comparagoes experimentais de algoritmos de aprendizado. Tal ambi-
ente esta integrado com diversos sistemas de AM, citados anteriormente. Freqiientemente, para
realizar avaliacOes e comparagoes de algoritmos de aprendizado, é necessario executar um expe-
rimento diversas vezes. Primeiro, porque a repeticao dos experimentos utilizando os métodos de
resampling fornece ao usudrio a variancia das médias dos resultados; segundo, porque na maio-
ria das vezes é necessario ajustar alguns pardmetros para cada conjunto de dados: e finalmente,
porque as andlises experimentais freqiientemente devem ser executadas em diversos conjuntos
de dados para uma melhor compreensao dos resultados. Dessa maneira. ¢ bastante comum que
o usudrio seja obrigado a executar um determinado experimento centenas de vezes.

Diante de tantas execugdes, torna-se muito dificil gerenciar os experimentos manualmente,
sendo necessario automatizar essa tarefa. Por esse motivo, o ambiente computacional SNIFFER
foi desenvolvido. Tal ambiente possui as seguintes principais [uncionalidades:

Gerenciamento de sintaxes dos sistemas de aprendizado Em experimentos que envol-
vem execugoes de diferentes sistemas de aprendizado, ¢ comum que os sistemas utilizem
sintaxes distintas para os arquivos de declaragao de dados ¢ de atributos. O ambiente
SNIFFER converte, quando necessario, o conjunto de dados na sintaxe do DISCOVER para
a sintaxe do sistema de aprendizado a ser executado.

Aplicagao de métodos de resampling para estimar a taxa de erro verdadeira Os con-
juntos de dados devem ser divididos em conjuntos de treinamento e teste para que a taxa
de erro verdadeira seja estimada no conjunto de teste. O ambiente SNIFFER realiza essa
tarefa, desde que solicitado pelo usuario. O usudrio pode também escolher qual método
de resampling deve ser aplicado ao conjunto de dados.
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Recuperagao das taxas de erro Os principais sistemas de aprendizado permitem que sejam
fornecidos conjuntos de treinamento e teste para a criagao do modelo e a estimativa da taxa
de erro verdadeira, respectivamente. Normalmente, os sistemas de aprendizado gravam a
matriz de confusdo * em um arquivo texto com sintaxe proprietéria. O ambiente SNIFFER
recupera essa matriz de confusdo e a armazena para posterior andlise dos resultados.

Calculo de medidas de desempenho Recuperadas as matrizes de confusao para cada itera-
cao do método de resampling, é necessario calcular estatisticas que fornecem um indicativo
de desempenho do sistema de aprendizado no conjunto de dados analisado. O ambiente
SNIFFER calcula medidas de desempenho geral levando em consideragao todos os valores
do atributo classe.

Comparagao de medidas de desempenho Uma vez que as medidas de desempenho foram
calculadas é necessario comparé-las para verificar se existem diferencas entre elas, ou
seja, se um método superou outro com uma diferenga significativa de 95% ou 99% de
confiabilidade.

Um outro objetivo importante do SNIFFER ¢é automatizar, sempre que possivel, a publicagao
dos resultados. Assim, o ambiente fornece ao usudrio uma segurancga maior de que os resultados
publicados sdo fiéis aos resultados obtidos nos experimentos. Como freqlientemente os resultados
dos experimentos envolvem uma grande quantidade de valores numeéricos, é muito comum a
introducao de erros durante o processo manual de confecgao de tabelas e graficos. O ambiente
SNIFFER fornece ao usudrio relatérios resumidos e detalhados dos resultados obtidos, além de
tabular os resultados em um formato que pode ser utilizado para gerar graficos no Gnuplot® e
tabelas no processador de textos LATEXE'.

Para organizar um experimento, o ambiente SNIFFER utiliza a estrutura do sistema de ar-
quivos do sistema operacional no qual estd sendo executado. Os conjuntos de dados a serem
analisados devem ser dispostos em diretérios, sendo que alguns identificadores de diretérios pos-
suem significado especial para o ambiente SNIFFER. Para tornar mais simples a descri¢ao do
funcionamento do ambiente SNIFFER, é mostrado um exemplo a seguir.

Considere que desejamos comparar o desempenho de trés sistemas de aprendizado: (C4.5,
C4.5rules e CN2 sobre quatro conjuntos de dados: Breast, Bupa, CMC e Pima. Inicialmente,
0 usuario deve organizar os conjuntos de dados em diretdrios. A forma que os diretdrios devem
scr organizados depende de como o usudrio deseja que os testes de hipdtese sejam feitos. Por
hora, vamos pensar que os conjuntos de dados foram organizados pelo usudrio da forma em que
sao mostrados na Figura 10. Existe um diretério raiz para o experimento clamado Experimento.
Dentro desse diretorio. o qual engloba todo os experimento, foram criados quatro diretérios:
Breast, Bupa, CMC e Pima, ou seja, um para cada conjunto de dados que serd analisado. Dentro
de cada diretério dos conjuntos de dados, foram criados outros trés diretérios: c4.5, cn2 e
c4.5rules (um para cada sistema de aprendizado a ser utilizado). Na Figura 10 sdo mostrados
somente os diretérios contidos no diretério Breast, por motivo de simplificacio os demais foram
omitidos. Por fim, opcionalimente, o usudrio pode criar diretdrios enumerados que devem seguir
o padrao it0, itl, ... , it(k-1). ou seja, um para cada iteragdo do método de resampling, sendo k
o numero total de iteragoes do método de resampling utilizado.

1A matriz de confusio apresenta o erro cometido pelo classificador para cada um dos valores do atributo classe.

il

[i]
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Figura 10: Exemplo de experimento organizado em diretérios para o ambiente SNIFFER (Batista
and Monard, 2003)

Identificador Sistema de Aprendizado |

c4.5 C4.5 (Quinlan, 1988) !
cd.5rules C4.5rules (Quinlan, 1987)

id3 ID3 (Quinlan, 1986) |

en2 CN2 (Clark and Boswell, 1991) |

newid NewID (Boswell, 1990) !

Tabela 2: Identificadores especiais para diretérios reconhecidos atualmente pelo SNIFFER para
algoritmos de AM simbdlico

Ao ambiente SNIFFER deve ser fornecido um ponte de entrada, ou seja, um diretério que
seja raiz para todo o experimento. A partir desse diretério, o ambiente vasculha a drvore de
diretério contida no ponto de entrada a procura de diretérios com identificadores especiais.
Os identificadores especiais identificam um sistema de aprendizado especifico. Atualmente,
os identificadores especiais para algoritmos de AM simbodlico que o ambiente reconhece estio
listados na Tabela 2. Entretanto, o SNIFFER estd preparado para acomodar outros sistemas de
aprendizado.

Quando um diretério com identificador especial é encontrado, o ambiente SNIFFER realiza
uma das seguintes tarefas:

1. Caso for solicitado pelo usudrio, 0 ambiente executa um método de resampling dividindo os
dados em diversos conjuntos de treinamento e teste. Nesse caso, os arquivos com extensao
.data e .names precisam estar presentes no diretério com o identificador especial. Como
resultado, sao criados k diretérios com os identificadores it0, ... , it (k-1), um para cada
iteragao do método de resampling, sendo k o niimero total de iteragoes do método. Dentro
de cada um desses diretorios o ambiente grava trés arquivos com as extensoes .data, .test
e .names, 0s quais contém, respectivamente, o conjunto de dados de treinamento e teste
dessa iteragao, e o arquivo de declaracao de atributos desses dados;

2. Se o usudrio nao desejar que o ambiente aplique um método de resampling, o usuario
pode criar os diretérios com os conjuntos de treinamento ¢ teste, que ele deve fornecer.
0s quais devem ser nomeados it0, ... ,it(k-1). Isso é 1til em algumas situacoes quando
o usuario deseja avaliar dois ou mais sistemas de aprendizado nos mesmos conjuntos de
treinamento e teste. Nesse caso, o usuario solicita que o ambiente nao execute um método
de resampling, e o ambiente utiliza os arquivos de dados com as extensoes .data, .test e
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.names que foram fornccidos e armazenados pelo usuario dentro de cada diretério com o
identificador it.

A partir dai, o ambiente passa a executar sobre esses dados o sistema de aprendizado identifi-
cado pelo nome do diretério atual — Tabela 2 na pagina oposta. Para isso, o ambiente SNIFFER
acessa cada diretdrio it e realiza as seguintes tarefas:

1. Caso for solicitado pelo usudrio, converte os arquivos de dados, ou seja, converte os exem-
plos presentes nos arquivos .data, .names e .test, que estdo na sintaxe padriao DSX,
para a sintaxe do sistema de aprendizado a ser executado;

2. Executa o sistema de aprendizado selecionado sobre o conjunto de treinamento e mede o
crro de classificacao sobre o conjunto de teste correspondente;

3. Por fim. extrai a matriz de confusdo dos arquivos de saida do sistema de aprendizado, a
qual contém o nimero de classificagoes incorretas feitas pelo classificador induzido sobre
o conjunto de teste. As matrizes de confusdo sdo armazenadas pelo ambiente para a
realizacao de cdlculos de desempenho.

O ambiente SNIFFER percorre toda a arvore de diretérios contida no ponto de entrada for-
necido pelo usudrio. Ao final. o ambiente pode tanto gerar relatérios descrevendo os resultados
obtidos (por exemplo, média ¢ desvio padrao dos erros cometidos pelo indutor nas k iteragoes
de resampling. bem como a comparacao entre os resultados obtidos para cada um dos conjun-
tos de dados utilizados) quanto ser acessado através de sua API para que o usudrio recupere
determinados dados ou estatisticas de desempenho.

Como mencionado. para implementar o sistema para construgao de ensembles simbdlicos
proposto neste trabalho, serao utilizadas as facilidades fornecidas pelo ambiente computacional
DLE. O sistema computacional para construcao de ensembles simbdlicos, denominado ELE, é
descrito na secao a seguir.

5 Descricdo do Sistema para Construcdo de Ensembles Simbdlicos ELE

Quando sao considerados métodos de classificagdo em AM, um dos aspectos mais importantes
é a avaliagdo experimental desses métodos, pois nao existem instrumentos formais para decidir
qual método é dtimo para wn dado problema (Dietterich, 1989; Kibler and Langley, 1988;
Schaffer, 1994). Assim, ¢ necessdrio realizar a avaliagdo experimental dos varios métodos de
construgao de ensembles a serem considerados neste trabalho. Em outras palavras, dados dois
ensembles h} e hj. constituidos pela combinagao de L; e Ly hipoteses respectivamente, ou seja,

hi = {hy;, hig, . by, )

e

h; = {hai,hoo, ..., har, }

sao varios os testes que devem ser realizados. Entre eles:
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Figura 11: Configuragao da arvore de diretorios para executar o SNIFFER para obter a estimativa
da taxa de erro verdadeira para cada uma das hipéteses hy,...,hy

1. considerando qualquer ensemble h* isoladamente, verificar se o erro de h™ é menor que
o erro de cada um dos classificadores hy,...,hy que o compde. Ou seja, se err(h)* <
err(hy),l = 1,..., L. Para fazer essa verificagao, deve ser utilizado um teste de hipoteses, o
que faz necessério estimar a média e a variancia do erro (a taxa do crro) de cada hipdtese
hy,...,h; e da hipitese h*. Neste trabalho, as taxas de erro de h* e de h;,l = 1. ...L serao
estimadas utilizando a técnica k-fold cross-validation estratificado.

2. considerando ambos os ensembles h] e hj, construidos com métodos de construgao de
ensembles distintos, verificar a relagao de erro entre ambos, ou seja. a relacao entre err(hy)
e err(h3). Também, para poder afirmar se um método de construgao de ensemble é melhor
que outro, € necessario utilizar um teste de hipéteses, o que implica na estimativa da
variancia do erro desses dois ensembles.

Para realizar esses testes, serao utilizadas estruturas de arvores de diretérios para utilizar
o0 SNIFFER na execuc¢ao dos métodos de construgdo de ensembles. A seguir, é descrito como o
sistema deve construir a arvore de experimentos. Nas duas subsc¢es seguintes sao descritos
os mdédulos que fardo parte do DISCOVER para construgao de ensembles de classificadores e,
finalmente, na ultima subsecao é descrito um exemplo de utilizagao do sistema para melhor
compreensao de seu funcionamento.

5.1 Construcido da Arvore de Diretérios para Constru¢do de Ensembles de Classificadores
Simbdlicos

Tendo em vista o funcionamento do SNIFFER para implementar um sistema para realizar esses
testes, inicialmente é necessario pensar em uma maneira de estimar a taxa de erro verdadeiro de
cada hipdtese pertencente a h™ para utilizar a estimativa do erro de cada hipétese nos métodos
de combinagao com peso. Para utilizar o SNIFFER nessa tarefa, basta construir uma arvore
de diretérios para ser utilizada como ponto de entrada para o SNIFFER. conforme a arvore de
diretérios exibida na Figura 11.

Nessa figura, S_1,...,5_L referem-se a diretérios que contém, respectivamente, Sy, ..., S; con-
juntos de exemplos; e Alg_1,...,Alg_L sao identificadores de algoritmos de AM simbélico, reco-
nhecidos pelo SNIFFER. Quando o SNIFFER é executado, sao criados os diretorios it0,...,it(k-1),

é realizado o método de resampling k-fold cross-validation estratificado, e sao executados os res-
pectivos algoritmos de AM. Na Figura 12 é mostrado como fica o estado da arvore de diretérios
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Figura 12: Configuracao da drvore de diretdrios apds executar 0 SNIFFER para obter a estimativa
da taxa de erro verdadeira para cada uma das hipéteses hy, ..., hy
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Figura 13: Configuracao da drvore de diretérios para construir um ensemble h* composto por
hy....h;

apos a execugao do SNIFFER na arvore mostrada na Figura 11.

Para construir um ensemble simbolico, é necessario construir previamente as hipdteses que o
compoem. Para isso, é induzido com cada conjunto de exemplos Sy, ..., S;, uma hipotese com os
respectivos algoritmos Alg_1,...,Alg_L. Para tanto, é necessdrio construir uma arvore de diretérios
como a mostrada na Figura 13. Os diretdrios 1t0 devem estar presentes nessa arvore para que o
SNIFFER induza somente um classificador com todo o conjunto de dados, que devem estar nesse
diretdrio, sem que seja estimado o erro e sem que realize o método de resampling k-fold cross-
validation estratificado. Note que para induzir os classificadores hy,...,h; que compdem h*,
devem ser utilizados os mesmos conjuntos de dados utilizados para estimar o erro de hy, ..., hp.

Como o objetivo é verificar se o erro do ensemble h* é menor que o erro das hipdteses que
0 compoem, € necessario utilizar um teste de hipdteses, ou scja, ¢ necessirio estimar o erro
do ensemble. Assim, utilizando a técnica k-fold cross-validation estratificado, obtém-se uma
estimativa da média e da variancia do erro verdadeiro para o ensemble h*. Para isso, deve ser
construida uma darvore de diretdrios que repita k vezes o processo de construgao de ensemble, ou
seja, que repita k vexes as arvores mostradas nas Figuras 11 e 13. Tal arvore pode ser observada
na Figura 14. Em cada diretorio it0,...,it(k-1), filhos do diretério Experimento, existe um arquivo
contendo um conjunto de dados de treinamento e outro contendo um conjunto de dados de teste.
Em cada iteracao, para construir as L hipdteses e seus respectivos erros, deve ser utilizado o
conjunto de dados de treinamento. Para obter os conjuntos de dados presentes nos diretérios
S.1,....S_L, pode-se replicar o conjunto de treinamento em cada um desses diretérios ou pode-se
utilizar um método de resampling com ou sem reposigao sobre o conjunto de treinamento.

23



:o_puzt:_mb_tmmm_ug

on] - o

REM
T

i
T3y - |[138v|

1
1s| o [TS

~ 7
ﬁco_umE_uwwhotm_ 7 wcoﬁu:t:_mhm_:mmm_u_

ojuawuadxy

0¥

TS ‘e 'S
/ \_
:o_umEﬁmm_hohE

Figura 14: Configuracao da arvore de diretérios para estimar o erro de um ensemble h* composto

hy

por hiy, ..

24



Identificador” Descricao

Combinagao sem peso, utilizando como critério de classificagao o
critério do préprio classificador

Combinagao com peso tomando como peso a média do erro, utilizando
como critério de classificagao o critério do préprio classificador
Combinagao com peso tomando como peso a média e o erro padrao
do erro, utilizando como critério de classifica¢do o critério do préprio
classificador

unweighted byclassifier®
weightedmean byclassifier®

weightedmeanse byclassifier*

unweighted. accr Combinagdo sem peso, utilizando como critério de classificagio a regra
| mais precisa do classificador
weightedmean.accr Combinacgdo com peso tomando como peso a média do erro, utilizando
como critério de classificagdao a regra mais precisa do classificador
weightedmeanse.accr Combinacao com peso tomando como peso a média e o erro padrao do

erro, utilizando como critério de classificagao a regra mais precisa do
classificador

bybestrule.accr Votagao pela melhor regra, utilizando como critério de classificagao a
regra mais precisa do classificador

Combinagao sem peso e critério de classificagao, utilizando como
critério de classificagao a regra mais precisa do classificador segundo
a precisao de laplace — Equagao 8 na pagina 42

Combinagdo com peso tomando como peso a meédia do erro, utilizando
como critério de classificagao a regra mais precisa do classificador se-
gundo a precisao de laplace

Combinagao com peso tomando como peso a média e o erro padrao do
| erro, utilizando como critério de classificacao a regra mais precisa do
classificador segundo a precisao de laplace

bybestrule.laplace | Votagao pela melhor regra, utilizando como critério de classificagio a
regra mais precisa do classificador segundo a precisao de laplace

unweigh ted.laplace

weightedmean.laplace

weightedmeanse laplace

Tabela 3: Identificadores de métodos de construgao de ensembles a serem reconhecidos pelo
SNIFFER

*

?0s identificadores marcados com * utilizam como método de classificacdo o classificador como um todo.

Apds a execucao do SNIFFER em todos os diretdrios ErrorEstimation e Classifiersinduction,
0 que se tem sao k conjuntos compostos cada um por L classificadores com suas respectivas
estimativas de erro. Para estimar o erro dos métodos de combinacio dos classificadores, é
necessario executar o método desejado k vezes em k arquivos de teste distintos (presentes nos
diretdrios it0.....it(k-1) filhos do diretério Experimento) para obter k matrizes de confusao e,
consequentemente. obter a estimativa da média e da varidncia do erro desse método sobre o
dominio utilizado. Assim. ¢ necessario, entdo, construir uma outra arvore onde o método de
construgao de ensemble é executado. Como, nesse processo, € necessario ter em maos em cada
execugao K. A" = 1.... k. as L hipoteses pertencentes a4 hipotese hj. juntamente com seus
respectivos erros. tais informacgoes siao armazenadas em arquivos nos diretorios it-0,...,it.(k-1) no
segundo nivel da drvore mostrada na Figura 14. Com esses arquivos em facil localizagdo para
serem recuperados, deve-se construir a arvore mostrada na Figura 15. Nessa figura, o diretério
nomeado Method deve ser nomeado, na pratica, com algum identificador valido para o SNIFFER
o qual indica o método de construgao de ensemble que deve ser utilizado. Os identificadores a
serem reconhecidos pelo SNIFFER serao, inicialmente, os listados na Tabela 3. Futuramente, essa
tabela pode ser ampliada. tendo em vista que podem ser utilizadas outras medidas de avaliagao
de regras de conhecimento para decisoes de classificagao.

Para comparar os métodos de construgao de ensembles simbdlicos propostos neste trabalho
cntre si e compara-los com os classificadores que os compoem (testes 1 e 2 na pagina 22), pode-se
ampliar a estrutura da arvore mostrada na Figura 15, colocando outros diretérios de métodos
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Figura 16: Configuragao da arvore de diretérios para comparar diferentes métodos de construgao

de ensembles

sob o diretorio EnsembleMethodsExecution. Na Figura 16 ¢ ilustrada essa ampliagio. Deve ser
observado que no diretério it(k-1) filho do diretério Alg-1 por exemplo —- Figura 16 — , devem
estar presentes os seguintes arquivos da drvore mostrada na Figura 14:

e 0 arquivo com o conjunto de treinamento presente no diretério it0 do nivel 67, descendente
do n6 (diretorio) it(k-1); e

e 0 arquivo com o conjunto de teste armazenado no diretério it(k-1) do nivel 2.

De maneira analoga, sao construidos os diretérios it0,...,it(k-1), filhos dos diretdrios Alg_1,...
Alg_L pertencentes & arvore de diretérios mostrada na Figura 16.

Deve ser observado que esse projeto do sistema permite que o usudrio consiga construir um
tnico ensemble para ser utilizado para classificar novos exemplos, ¢ nao somente para avaliagio
de métodos de construgao de ensembles. Para isso, basta configurar a drvore de diretérios
mostrada na Figura 14 colocando somente uma iteracao it0 no segundo nivel da arvore, o que
implica em somente uma iteragao na arvore mostrada na Figura 15.

Para construir essa estrutura de diretérios e executar os métodos de combinacao de classi-
ficadores e classificagdo de exemplos, foi desenvolvido um sistema denominado ELE ( Ensemble
Learning Environment), composto por dois modulos distintos -— ENSEMBLETREE e ENSEMBLE-
METHODS — , descritos a seguir.

"Nas arvores de diretérios apresentadas neste trabalho, denominamos nivel 1 o nivel da arvore onde estd seu
ndé raiz; nivel 2 o nivel onde estao os naés filhos do no raiz e assim sucessivamente,
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5.2 O Ambiente Computacional ENSEMBLETREE

O ambiente computacional ENSEMBLETREE tem como objetivo:

e construir as estruturas de diretérios mostradas nas Figuras 14 e 16 e descritas anterior-
nente;

e exccutar o SNIFFER para induzir os classificadores que compoem os ensembles e estimar o
erro desses classificadores; e

e executar o SNIFFER para estimar o erro dos métodos de construgao de ensembles.

Dados um niimero de iteracoes de k-fold cross-validation para estimar o erro dos métodos de
combinacao, o mimero de iteragoes do k-fold cross-validation para estimar o erro dos classifica-
dores que compoem os ensembles e um diretorio de experimento (um ponto de entrada) contendo
um arquivo com um conjunto de dados e um arquivo com a descrigao dos atributos desses dados,
ambos no formato DSX (Batista, 2001}, inicialmente é chamada a técnica de resampling k-fold
cross-validation estratificado. implementada no DLE, a qual constréi k diretdrios it0,...,it(k-1) e
distribui nesses & diretérios os respectivos conjuntos de dados de treinamento e teste. Em cada
diretdrio it0,....it(k-1) sao construidos os diretorios ErrorEstimation e Classifiersinduction. Dentro
do diretdrio ErrorEstimation, sdo construidos os diretérios S_1,...,5_L, onde sdo armazenados ar-
quivos de conjuntos de dados. Esses conjuntos de dados sao particoes com ou sem reposicao do
conjunto de treinamento presente em seu respectivo diretério it ascendente ou, ainda, replicagoes
do préprio conjunto de treinamento, segundo a opgao do usudrio. Em cada diretoério 5.1,...,S_L,
é construido um diretorio Alg, sendo Alg um identificador de algoritmos de AM vélido para
0 SNIFFER. Analogamente. ¢ construida a estrutura do diretério Classifiersinduction, mas com
uma diferenca: ¢ construido um diretério filho it0 em cada um dos diretdrios Alg_1,...,Alg_L.
Dentro de cada diretorio it0 deve ser copiado duas vezes o conjunto de dados presente em seu
ascendente S_1.....S L. sendo uma cépia o conjunto de dados de treinamento e a outra cépia o
conjunto de dados de teste. Dessa maneira, é construida a drvore mostrada na Figura 14. Apds
construida essa arvore, o SNIFFER ¢ chamado em cada um dos diretérios Classifiersinduction e
ErrorEstimation. O SNIFFER deve ser chamado dessa maneira para facilitar a recuperacao das
taxas de erro estimadas nos diretdrios ErrorEstimation. Apéds, sdo armazenados em cada diretério
it0....,it(k-1) filhos do ponto de entrada todos os arquivos de saida presentes nos diretérios it0
descendentes de ClassifiersInduction e o respectivo arquivo contendo as taxas de erro de cada
classificador. estimadas em ErrorEstimation.

Para construir a arvore mostrada na Figura 16, ¢ construido um diretério denominado En-
sembleMethodsExecution. filho do ponto de entrada. Dentro desse diretério, sdo construidos:

e 0s diretérios cujos nomes sao identificadores de métodos de construgao de ensembles reco-
nhecidos pelo SNIFFER — Methl,...,MethJ;
e 0s diretdrios S_1.....S_L com seus respectivos diretdrios Alg.1,...,Alg.L; e

e opcionalmente. um diretorio S, tendo como filhos diretérios nomeados com identificadores
de todos os algoritmos de AM utilizados.

Dentro de cada um dos diretdrios cujos nomes sao identificadores reconhecidos pelo SNIFFER,
sao construidos os diretorios it0,...,it(k-1). Dentro dos diretdrios it pertencentes a Methl,...,MethJ,
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sao armazenados os L classificadores induzidos pelos algoritmos de AM simbdlicos e os L ar-
quivos com as taxas de erro desses classificadores. Todos esses arquivos estao presentes nos
diretérios it0,...,it(k-1) do né 2 da arvore. Nos diretorios it0,...,it(k-1). filhos de Alg_1,...,Alg_L,
sio armazenados os respectivos arquivos de teste presentes nos diretdrios it0....,it(k-1), filhos do
ponto de entrada, e os arquivos de treinamento presentes nos diretérios S_1,...,S_L, descendentes
de it0,...,it(k-1). Por exemplo, no diretério itl, filho de Alg_2. é armazenado, como conjunto
de treinamento, o conjunto de dados presente em 5.2, descendente do diretdrio itl do nivel 2.
Dentro dos diretérios it0,...,it(k-1), descendentes do diretério S, sao armazenados os arquivos de
treinamento e teste presentes nos respectivos diretdtios it0,...,it(k-1) filhos do ponto de entrada.

Para finalizar, o SNIFFER € chamado no diretério EnsembleMethodsExecution.

5.3 A Biblioteca de Classes ENSEMBLEMETHODS

A biblioteca de classes ENSEMBLEMETHODS é uma biblioteca orientada a objeto que tem
como objetivo dar suporte ao teste de diferentes métodos de construgio de ensembles, compostos
por métodos de classificagao de exemplos e de combinagao de classificadores, existentes e a serem
futuramente propostos. Assim, as principais funcionalidades da biblioteca ENSEMBLEMETHODS
sa0:

Métodos de classificagao de exemplos: Além de classificar exemplos utilizando o classifi-
cador como um todo, pode-se pensar em classificar um novo exemplo utilizando a melhor
regra dada uma determinada heuristica (medida de regra) para selecionar essa regra. A
biblioteca ENSEMBLEMETHODS prové os métodos de classificacao de exemplos descritos

na Segao 3.

Métodos de combinagao de classificadores: Pode-se utilizar diversos métodos de combi-
nagao de classificadores. A biblioteca ENSEMBLEMETHODS prové os métodos de com-
binagio de classificadores descritos na Segéo 3.

O projeto da biblioteca ENSEMBLEMETHODS foi realizado utilizando os conceitos de padroes
de projeto de Engenharia de Software (Gamma et al., 1995; Shalloway and Trott, 2002). Essa
biblioteca possui uma arquitetura modular. Cada mdédulo é constituido de uma ou mais classes
e realiza um conjunto bem definido de tarefas. Atualmente, a biblioteca ENSEMBLEMETHODS é
comporta por 5 métodos implementados em 10 classes e usa o ambiente computacional DLE (Ba-
tista and Monard, 2003) e o ambiente R, System (Prati et al., 2001b.a). cujo objetivo ¢é dar
suporte &4 manipulagao de classificadores simbdlicos. Segue uma breve descricao dos médulos de
combinagio e classificagao:

Modédulos de combinagao de classificadores: Os mddulos CombinationWeightedMeanVotes,
CombinationWeightedMeanSEVotes, CombinationUnweightedVotes ¢ CombinationByBestRule
sao utilizados para fazer combinagdo de classificadores simbolicos realizando votagao com
peso utilizando somente a média do erro, votacdo com peso utilizando a média e o erro
padrao do erro, votagao sem peso e classificagao pela melhor das regras selecionadas em
todos os classificadores componentes do ensemble, respectivamente.

Moddulos de classificagao de exemplos: Os médulos ClassificationByClassifier, Classification-
ByRuleAccR e ClassificationByRuleLaplace sao utilizados para fazer classificagdo de exemplos
realizando classificagdo com o classificador como um todo e realizando classificagao com as
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medidas de regra precisao e precisao de Laplace — Equacao 8 na pagina 42 — | respectiva-
mente. Inicialmente foram implementados somente os métodos de classificacao utilizando
essas duas medidas; entretanto é uma tarefa simples implementar outros métodos de clas-
sificagao de exemplos utilizando outras medidas de regras.

Apesar de fazer uso dos ambientes computacionais DLE e R,eSystem, do ponto de vista do
usuario essa tarefa € transparente, ja que os modulos carregam os outros médulos necessarios
para execugao sem que o USUArio necessite se preocupar com essa tarefa.

Conforme dito anteriormente, o projeto da biblioteca ENSEMBLEMETHODS utiliza padroes
de projeto (Gamma et al., 1995; Shalloway and Trott, 2002), ja que padrdes de projeto fazem
com que o reuso de projelos e arquiteturas de sucesso se torne mais facil. Neste projeto, foi
utilizado o padrio de projeto Bridge, utilizado para separar um conjunto de implementacgoes dos
objetos que os utilizam.

A seguir sao apresentadas as descrigoes de classes pertencentes a cada um dos mddulos. Para
ajudar na descricao das classes pertencentes aos médulos é utilizado um diagrama de classe em
UML ( Unified Modelling Language) (Booch et al., 1998).

As classes abstratas CombinationAbstract e ClassificationAbstract criam as estruturas basicas
para a implementacao dos métodos de combinacao e classificagao. Devem ser fornecidos um
diretério que contenha os classificadores induzidos por algoritmos de aprendizado de maquina
simbolicos e um conjunto de dados para ser classificado.

A classe ConfMatrix fornece a estrutura basica para a criacdo e manipulacao de matrizes de
confusao. Ela é necessdria ja que um dos objetivos do projeto é observar a estimativa da média e
do desvio padrao do erro cometido pelos métodos de combinacéao de classificadores em diferentes
dominios.

Na Figura 17 ¢ mostrado o diagrama de classes em UML que ilustra a interagao entre
as classes dos médulos ClassificationByClassifier, ClassificationByRuleAccR, ClassificationByRule-
Laplace. CombinationUnweightedVotes, CombinationWeightedMeanVotes, CombinationWeighted-
MeanSEVotes, CombinationByBestRule e ConfMatrix.

O projeto da biblioteca ENSEMBLEMETHODS foi projetado de maneira tal que torna-se facil
agregar novos métodos de combinagao de classificadores e classificagdo de exemplos, desde que
tais métodos possam ser empregados em conjuntos de classificadores simbélicos, compostos por
regras de classificagao ¢ que tenham sido induzidos por algoritmos de AM que possuam identi-
ficadores reconheciveis pelo SNIFFER (Batista and Monard, 2003), e que possam ser convertidos
para o formato padrao PBM (Prati et al., 2001b,a).

5.4 Um Exemplo de Execucdo do Sistema ENSEMBLETREE

Para facilitar a compreensao do funcionamento do sistema, nesta segao é descrito um exemplo
de utilizacao e funcionamento do sistema descrito. Vamos supor que o usudrio queira testar
dois métodos de construgao de ensembles, identificados por unweighted.byclassifier e weighted-
mean.byclassifier. sobre uma base de dados, cujos arquivos de descrigao de atributos e de dados,
respectivamente, ds.names e ds.data. Dados que:

e Cada ensemble deve ser composto por 3 classificadores, sendo dois desses induzidos pelo
algoritmo de AN simbolico CN2 e o outro pelo algoritmo C4.5;
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Figura 17: Diagrama de classes em UML do projeto dos médulos de combinagao e de classificagao

e A estimativa de erro de cada ensemble deve ser realizada com [10-fold cross-validation
estratificado; e

¢ A estimativa de erro de cada classificador que compée o ensemble deve ser realizada com
5-fold cross-validation estratificado,

para realizar essa tarefa, o usudrio faz uma chamada ao sistema passando por parametros, além
desses dados, um diretério de entrada, o qual aqui o denominaremos Experimento, contendo os
dois arquivos ds.names e ds.data, ambos no formato DSX. O primeiro passo do sistema consiste
em criar, como filhos do diretério Experimento, os diretdrios it0,...,it9. os quais contém uma
cépia do arquivo ds.names armazenado em Experimento e os arquivos ds.data e ds.test, referentes
3 cada iteragdo do 10-fold cross-validation estratificado. Na Figura 18 é ilustrado o resultado

desse passo do processo.
Experimento
N
— |t_g

Figura 18: Exemplo do primeiro passo de execucio do sistema ENSEMBLETREE
No segundo passo, em cada diretorio it0,...,it9 sao criados os diretorios Classifiersinduction e

ErrorEstimation — Figura 19. No diretorio ErrorEstimation, filho do diretorio it0, sdo criados os
diretérios S_1,...,5_3 (s@o 3 os classificadores que compoem o ensemble). Do conjunto de dados
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contido no arquivo ds.data armazenado em it0, sao extraidas 3(trés) amostras Sy, S; e S3 (o tipo
de amostragem ¢ especificado pelo usudrio ao fazer a chamada ao sistema). No diretério S_1 é
criado o diretdrio en2 (o primeiro classificador deve ser induzido com o algoritmo CN2), onde
¢ armazenado o arquivo ds.data, o qual contém a primeira amostra S, e uma cépia do arquivo
ds.names; no diretdrio S_2 é criado o diretério cn2 (o segundo classificador deve ser induzido
com o algoritmo CA"2). onde é armazenado o arquivo ds.data, o qual contém a segunda amostra
S5, ¢ uma copia do arquivo ds.names; e, finalmente, no diretério S_3 é criado o diretério c4.5
(0 terceiro classificador deve ser induzido com o algoritmo C4.5), onde é armazenado o arquivo
ds.data. o qual contém a terceira e ultima amostra S3, e uma cédpia do arquivo ds.names. Toda
essa sub-drvore filha de ErrorEstimation é copiada no diretdrio Classifiersinduction. No diretério
Classifiersinduction/S_1/cn2 é criado o diretério it0, para onde sao movidos os arquivos ds.names e
ds.data presentes em Classifiersinduction/S_1/cn2. Também, é feita uma cdpia do arquivo ds.data
para o arquivo ds.test no diretorio Classifiersinduction/S_1/cn2/it0. O mesmo é realizado nos
diretoérios Classifiersinduction/S_2/cn2 e Classifiersinduction/S.3/c4.5. De maneira analoga, sao
construidas as estruturas das sub-arvores dos diretdrios itl,...,it9. Em cada diretério Classi-
fiersInduction e ErrorEstimation, filhos de it0....,it9, é feita uma chamado ao SNIFFER. Deve ser
observado que em ErrorEstimation deve ser passado como parametro o nimero de folds do k-fold
cross-validation estratificado. ou seja, 5. Na Figura 19 é ilustrado o resultado desse passo do
pProcesso.

No terceiro passo. no diretério Experimento/it0 sao colocados os arquivos:

e dsl.out (wma copia do arquivo ds_.CN2.rules armazenado em Experimento/it0/Classifiersin-
duction/S.1/cn2/it0), dsl.err (construido pelo sistema com os resultados obtidos no 5-fold
cross-validation no dirvetorio Experimento/it0/ErrorEstimation/S_1/cn2) e dsl.data (uma
c6pia do arquivo ds.data armazenado em Experimento/it0/Classifiersinduction /S_1/cn2/it0);

e ds2.out (uma copia do arquivo ds_CN2.rules armazenado em Experimento/it0/Classifiersin-
duction/S_2/cn2/it0). ds2.err (construido pelo sistema com os resultados obtidos no 5-fold
cross-validation no diretério Experimento/it0/ErrorEstimation/S_2/cn2) e ds2.data (uma
copia do arquivo ds.data armazenado em Experimento/it0/Classifiersinduction/S_2/cn2/it0);
e

e ds3.out (uma copia do arquivo ds_C45.out armazenado em Experimento/it0/Classifiersinduc-
tion/S.2/cn2/it0), ds3.err (construido pelo sistema com os resultados obtidos no 5-fold
cross-validation no diretério Experimento/it0/ErrorEstimation/S_2/c4.5) e ds3.data (uma
copia do arquivo ds.data armazenado em Experimento/it0/Classifiersinduction/S_3/cn2/it0).

Um exemplo dos arquivos com extensao .err pode ser encontrado no Apéndice B — Se-
cao B.1. Os arquivos com extensao .data (no formato DSX) sao necessarios para calcular as
matrizes de contingéncia de cada regra presente no arquivo de salda dos indutores (arquivos
coml extensao .out) para cxecutar os métodos de construgao de ensembles. Analogamente, sao
armazenados esses arquivos nos diretérios itl,...,it9 filhos de Experimento. Com os arquivos re-
ferentes aos classificadores que compoem o ensemble, deve-se passar ao passo de construgao
da arvore para execucdo dos métodos de construgao de ensemble. Assim, é criado o diretorio
EnsembleMethodsExecution em Experimento. Nesse diretério (EnsembleMethodsExecution), sao
criados os diretorios S 1. S_2, S_3, unweighted byclassifier e weightedmean.byclassifier. Em S_1 é
criado o diretério cn2; em S.2 também é criado o diretério cn2; e, finalmente, em S_3 é criado o
diretorio c4.5. Em S_1/en2. S 2/cn2, S_3/c4.5, unweighted.byclassifier e weightedmean .byclassifier
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Figura 19: Exemplo do segundo passo de execugao do sistema ENSEMBLETREE
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sao criados os diretorios it0,...,it9 (lembrando, a estimativa de erro dos métodos de construcao
de ensembles deve ser realizada com 10-fold cross wvalidation e, como é necessario comparar as
taxas de erro dos ensembles com os classificadores que o compoe, € necessdrio estimar o erro
dos classificadores também com 10-fold cross-validation). No diretério Experimento/Ensemble-
MethodsExecution/S_1/cn2/it0, é armazenada uma copia do arquivo dsl.data (renomeado para
ds.data). do arquivo ds.names e do arquivo ds.test, presentes em Experimento/it0. Analogamente,
no diretério Experimento/EnsembleMethodsExecution/S_2/cn2/it0, é armazenada uma cépia do
arquivo ds2.data (renomeado para ds.data), do arquivo ds.names e do arquivo ds.test, presentes
em Experimento/it0; e no diretério Experimento/EnsembleMethodsExecution/S _3/c4.5/it0, é ar-
mazenada uma copia do arquivo ds3.data (renomeado para ds.data), do arquivo ds.names e do
arquivo ds.test, presentes em Experimento/it0. Da mesma maneira sao armazenados arquivos em
Experimento/EnsembleMethodsExecution/S_1/cn2/itl...,S.1/cn2/it9, S.2/cn2/itl,...,S_2/cn2/it9 e
S3/c4.5/itl,....5 3/c4.5/it9. Em unweighted.byclassifier/it0 e em weightedmean.byclassifier/it0 sao
copiados os arquivos ds.test (duas vezes — um renomeado para ds.data e outro deixado como
ds.test. Isso ¢ necessario para que o SNIFFER ndo acuse erro na execug¢ao do método de cons-
trucao de ensemble). ds.names, dsl.data, dsl.out, dsl.det, ds2.data, ds2.out, ds2.det, ds3.data,
ds3.out e ds3.det presentes em Experimento/it0. De maneira andloga, sdo armazcnados os ar-
quivos em unweighted byclassifier/itl,...,it9 e em weightedmean byclassifier/itl,...,it9. O SNIFFER
é entao chamado. sendo passado como parametro o caminho para o diretério EnsembleMeth-
odsExecution. Quando o SNIFFER encontra o diretério denominado unweighted.byclassifier, ele
chama o método CombinationUnweightedVotes, passando como pardmetro o tipo de classificacao
que deve ser realizada (no caso, “ClassificationByClassifier”). Ao ser executado esse método de
construcao de ensembles. sdo construidos os seguintes dois arquivos em cada diretério unweight-
ed.byclassifier /it0.....it9:

1. ds.out. 0 qual contém a saida da execugdo do método de construgao de ensembles — as

matrizes de confusao para cada hipotese ao executar o método de classificacao utilizado e
a matriz de confusao do método de combinagao final; e

2. ds.det, o qual contém, para cada exemplo classificado, a classificagao e as regras que cobrem
o exemplo de cada hip6tese componente do ensemble e a classificagao final dada pelo
método de combinagao com o mimero de votos atribuido a cada classe.

Um exemplo de ambos os arquivos pode ser visualizado no Apéndice B — Segoes B.2 e B.3,
respectivamente. Processo analogo ocorre quando o SNIFFER encontra o identificador (diretdrio
nomeado) weightedmean.byclassifier. Na Figura 20 pode ser visualizado o resultado desse dltimo
passo do processo.

Deve ser observado que. pensando em trabalhos futuros, foi colocado como opgéo no sistema
gravar o arquivo de saida detalhado dos métodos de construcao de ensembles em formato Prolog.
Um exemplo desse arquivo é encontrado no Apéndice B — Secao B.4

6 Conclusao

O objetivo deste trabalho é oferecer uma visao geral sobre o funcionamento do ambiente com-
putacional ELE. Tal ambiente foi desenvolvido como um mddulo acoplado ao DISCOVER, para
construcio de ensembles de classificadores. Esse ambiente é constituido de dois médulos prin-
cipais: o ambiente para construcao de componentes de ensembles de classificadores simbdélicos
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ENSEMBLETREE ¢ a biblioteca para execugao de métodos de combinagao de classificadores EN-
SEMBLEMETHODS.

Pensando na possibilidade de outros métodos de construgao de ensembles simbdlicos serem
propostos, o projeto do ambiente ELE foi feito tendo em vista a facilidade de futuras extensoes.
Nesse sentido, o uso de padroes de projeto ajudaram na criagdo de projetos mais flexiveis.

Apesar da complexidade das drvores construidas para construgio dos ensembles de classifi-
cadores, deve ser observado que o maddulo foi construido de maneira a ser facil utiliza-lo e de
maneira a recuperar quaisquer dados produzidos durante o processo de execugio e/ou teste dos
métodos de construgao de ensembles simbdlicos.

Finalmente. para testar os métodos de construcao de ensembles simbdlicos iimplementados,
serdo utilizadas bases de dados artificiais e naturais.



A Andlise Qualitativa de Regras

Sob o aspecto qualitativo, regras siao avaliadas com o objetivo de saber quais sao aquelas
melhor sustentadas pelos dados (Lavrac et al., 1999). A andlise qualitativa de regras pode ser
efetuada por meio de procedimentos que implementam medidas de avaliacdo de regras. Nesta
secao, sao descritas as medidas de avaliacdo de regras unificadas no framework proposto por
Lavrac em (Lavrac et al., 1999), bem como sao descritos outros critérios de avaliagao de regras.
Em (Gomes, 2002) encontra-se uma descrigao mais abrangente que inclui outras medidas de
avaliagao de regras.

A.1 Uma Visdo Unificada de Medidas de Avaliacdo de Regras

Esta secao esta baseada no trabalho de Lavrac et al. (1999). O objetivo do framework
proposto nesse trabalho é proporcionar uma andlise unificada de medidas de avaliagao de regras
selecionadas da literatura. Para calcular essas medidas de avaliagio de regras, é necessirio
construir a matriz de contingéncia de cada regra a ser avaliada. Assim, a scguir € descrito o
processo de construcao da matriz de contingéncia de uma regra e. na seqiiéncia, sao descritas as
medidas de avaliagao de regras contidas nesse framework.

A.1.1 Matriz de Contingéncia

Dada uma regra R, denotada por B — H, onde B é o corpo da regra e H ¢ a cabega da regra.
para um conjunto de exemplos S = {(x1,y1),.... (Xn,yn)}, inicialmente deve-se determinar o
subconjunto de exemplos contido em S para os quais o corpo da regra ¢ verdadeiro — B - sendo
que seu complemento — B — denota o subconjunto de exemplos contido em S para os quais
o corpo da regra ¢ falso. Analogamente, determina-se H — subconjunto de exemplos contido
em S para os quais a cabeca da regra é verdadeira — e sen complemento H — subconjunto de
exemplos contido em S para os quais a cabeca da regra é falsa. Além disso, sdo necessdrias outras
informacoes: considera-se que H B denota o conjunto de exemplos H (] B. ou seja, o subconjunto
de exemplos contido em S para os quais a cabega e o corpo da regra sao verdadeiros; H B denota
o conjunto de exemplos H () B, ou seja, o subconjunto de exemplos contido em S para os quais
a cabeca da regra é verdadeira mas o corpo da regra é falso; e, analogamente, sdao necessérias as
informacoes HB e HB. Entdo, para construir a matriz de contingéncia, ¢ necessdrio representar
essas informacoes em termos da cardinalidade dos subconjuntos. Denota-se a cardinalidade de
um conjunto A por a, ou seja, a = |A|. Assim, b denota o mimero de exemplos no conjunto B.
ou seja, b= |BJ; h denota o nimero de exemplos no conjunto H, ou seja. h = |H|. hb denota o
nimero de exemplos no conjunto H B, ou seja, hb = |H B|. e assim sucessivamente. Com todos
esses dados, pode-se construir a matriz de contingéncia, mostrada na Tabela 4, para cada regra
R, pertencente a uma hipétese (classificador) h = {Ry,..., By, }.

Quando se considera regras pertencente a um classificador, para calcular tal matriz, deve
ser considerado o procedimento utilizado pelo algoritmo de AM para induzir as regras que
constituem o classificador simbélico h. Os procedimentos de indugio de regras utilizados pelos
algoritmos de AM sao basicamente 3(trés):

1. Unordered;
2. Ordered; e



H H
Blhb hb! b
B|hb hb| b

h h|N

hb:  Numero de exemplos para os quais H € verdadeira e B é verdadeiro
hb:  Nimero de exemplos para os quais H é falsa e B é verdadeiro
hb: Numero de exemplos para os quais H é verdadeira e B é falso
hb:  Niumero de exemplos para os quais H é falsa e B é falso
b:  Niunero de exemplos para os quais B € verdadeiro
b: Numero de exemplos para os quais B é falso
h:  Numero de exemplos para os quais H é verdadeira
h:  Numero de exemplos para os quais H é falsa
N:  Nuamero total de exemplos

Tabela 4: Matriz de contingéncia de uma regra
3. Interclass

descritos a seguir.

Unordered
Para um conjunto de regras unordered, essas informagoes sao calculadas verificando a co-
bertura de cada regra do classificador simbélico h ={R;, ..., Ry, } no conjunto de exemplos
S. O Algoritmo 1 mostra como é realizado o célculo dessas informagdes para cada regra
de um conjunto de regras unordered.

Algoritmo 1 Célculo de informagoes para avaliacao de regras unordered
Require: h ={R,..... Ry,} : Conjunto de Regras Unordered
S = {(x1.n).....(xy.yn)} : Conjunto de Exemplos
1 L:=0.0.0,0:
2. for all R, € h do

3. for all (x;,5;) € S do

1 J:= cobertura(R,,, (x;,yi));

5 Incrementar em 1 o elemento j da lista L:
t: end for

7. end for

8 return L

No Algoritmo 1. L é uma lista de quatro elementos, 0s quais armazenam os valores
de hb, hb, hb e hb. respectivamente. Deve ser observado que em tal lista constam os
elementos da matriz de contingéncia, descrita anteriormente, de uma regra. A funcao
cobertura( R,.(x,.y;)) retorna um numero inteiro no intervalo 1,...,4 que é usado como
indice para incrementar o elemento correspondente da lista L. O indice 1 corresponde a
hb, 2 a hb, 3 a hb. 4 a hb.

Ordered
No caso de regras ordered, existe um “else” implicito entre cada regra que constitui o
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classificador. Assim, o exemplo deve ser aplicado a partir da primeira regra, até que
uma. delas cubra esse exemplo (B é verdadeiro para o exemplo). Esse exemplo deve ser
coberto apenas por essa regra. Para as regras seguintes aquela que cobre o exemplo, as
informacbes devem ser atualizadas incrementando-se os valores de hb e hb conforme a classe
C', do exemplo. O Algoritmo 2 mostra como é realizado o calculo dessas informagoes para
um conjunto de regras ordered.

Algoritmo 2 Cilculo de informagoes para avaliagio de regras ordered

Require: h ={R;,..., Ry, } : Conjunto de Regras Ordered

1

S = {(x1,1)--(Xn.yn)} : Conjunto de Exemplos
L :=[0,0,0,0];

2: first := false;
3: for all R, € h do

4:  for all (x;,y;) € S do

5 j := cobertura( Ry, (x;,u:));

6: if first =true and (j =1 or j = 2) then

7 ji=4-34+1 {o exemplo ja foi coberto por uma regra. Assim, o elemento j

devera ser igual a 3 ou 4 }

8: end if

9: if first = false and (7 =1 or j = 2) then

10: first := true;

11: end if

12: Incrementar em 1 o elemento j da lista L;

13:  end for

14: end for

15: return L
A varidvel first esta associada a cada exemplo (x;,y;) e recebe false se o exemplo nio foi
coberto por uma regra ou true se ja foi coberto.

Interclass

As regras interclass sao separadas em N¢; blocos para cada uma das Ngy diferentes classes,
existindo um “else” implicito entre cada um desses blocos. Para regras em um mesmo
bloco Cy, as informagoes sao calculadas como descrito anteriormente para regras unorde-
red. Ao ser encontrada uma regra que cubra o exemplo em um bloco C,, as informagoes
extraidas das regras subseqiientes devem ser atualizadas como descrito anteriormente para
regras ordered, nos Cn,, -, blocos seguintes.

Por exemplo, a Figura 21 na pAagina oposta mostra que, para cada classe, existe um
conjunto de subconjuntos de regras h’ = {h{, ..., f,\,a }. E importante observar que, além
do else implicito entre cada um desses subconjuntos de regras, esses subconjuntos sao
formados conforme a ordem em que o algoritmo de AM induz as regras correspondentes
as classes que compoem a hipdtese h. Cada elemento de h', ou seja. hi, ..., h‘}vmf ¢ uma
hipétese constituida por um subconjunto de regras que predizem a mesma classe.

Assim, o exemplo deve ser aplicado a todas as regras de h] e as informagoes sao calculadas
como descrito anteriormente para regras unordered. Se nenhuma regra de h} cobrir o

8h' = h - default. A regra default é uma regra especial cujo corpo é vazio ¢ a cabeca ¢ a classe de maior

freqiiéncia no conjunto de exemplos. Assim, no caso de nao existir uma regra que cubra algum exemplo, uma
hipétese h sempre ird classificar esse exemplo devido & existéncia da regra default.
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Ry : Corpo then CLASS =«
Ry : Corpo then CLASS =«

else

Rz : Corpo then CLASS =
h/, R4 : Corpo then CLASS =3
R; : Corpo then CLASS = j

else

hiy i

R._2: Corpo then CLASS =«
R._1: Corpo then CLASS = v

coma,d,y€ C =0C1,...,Cng,-

Figura 21: Regras interclass — conjunto de subconjuntos de regras

exemplo, ele deve ser aplicado a hj, e assim por diante. Ao ser encontrada uma regra
em um h! que cobre o exemplo, as informagoes extraidas das regras subseqiientes sdo
atualizadas como descrito anteriormente para regras ordered, nos h‘}\,md_ subconjuntos
seguintes.

i

Ap6s determinar as informacoes para cada uma das regras R,” de um classificador simbélico
h. os valores encontrados podem ser expressos sob a forma de freqiiéncias relativas, as quais sao
utilizadas neste trabalho como uma estimativa de probabilidade. Por exemplo, considerando a
informacgao hb, a probabilidade P(H B) pode ser determinada da seguinte forma:
hb

P(HB) = fon = 3

onde N é o niimero total de exemplos no conjunto de exemplos S.

De forma semelhante podem ser determinados os valores das probabilidades P(HB),P(HB)
e P(HB). Conhecidas essas probabilidades, os valores de P(B), P(B), P(H) e P(H) podem
ser determinados. Por exemplo:

P(B)= P(HB)+ P(HB) ou P(B)= P(HB)+ P(HB)

Neste trabalho, essas probabilidades sao utilizadas para calcular as medidas de avaliagao de
regras.

A.12 Medidas de Avaliagdo de Regras

No framework proposto (Lavrac et al., 1999), algumas medidas de avaliagdo encontradas na
literatura foram unificadas, considerando uma regra R, na forma B — H. Essas medidas podem
ser divididas nas seguintes categorias:

98¢ R, é a regra defoult. entdo as informagdes nao sao calculadas para essa regra.
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1. Medidas genéricas de avaliagao;
2. Medidas relativas de avaliacao;

3. Medidas relativas de avaliagdo com peso.

As medidas referentes a cada uma dessas categorias constam nas Tabelas 5, 6 e 7.

Precisao Acc(B — H) = P(H|B) = Ebb"_ SR
Erro Err(B — H) = P(H|B) = &

Confianca NegRel(B — H) = P(H|B) = 2

Negativa 3

Sensibilidade Sens(B — H) = P(B|H) = %

Especificidade Spec(B — H) = P(B|H) = %

Cobertura Cov(B — H) = P(B) = TE\)?

Suporte Sup(B — H) = P(HB) = %

Novidade NW(B—’H)ZP(HB)—P(H)P(B):%(h};_%f’]
Satisfacio Sat(B — H) = tP(FL—(?ﬁt)Fan _ ’w;— . (% o )

Tabela 5: Medidas genéricas de avaliagao

Precisao ., - - T
Relativa RAce(B — H) = P(H|B) — P(H) = b N

Confianga
' TB Tk 3
Negativa RNegRel(B — H) = P(H|B) - P(H) =" -

Relativa

Sensibilidade R _ _ — hb _ b
Relativa RSens(B — H) = P(B|H) - P(B) = k v

Especificidade —_—— =7 3
- - =P H)- P(B — =5
Relativa RSpec(B — H) (BH) (B) N

Tabela 6: Medidas relativas de avaliacao

Baseada na medida de novidade, Lavrac mostra que as medidas relativas de avaliagdo com
peso séo iguais entre si e iguais a medida de novidade da regra, i.c.

WRAce(B — H) = WRSens(B — H) = W RSpec(B — H)
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(ou menor) valor para uma determinada medida de avaliagdo. Por exemplo, pode ser considerado
que as “melhores” regras R, de um classificador simbdlico h, sdo aquelas que possuem maior
valor para a medida de Precisao (ou menor valor para a medida de Erro).

A.2  Qutros Critérios para Selecdo da Melhor Regra

Existem ontros critérios de sele¢ao da melhor regra de uma hipétese h (Horst and Monard,
2000; Gomes. 2002). Um dos possiveis critérios consiste em escolher a regra com o melhor grau
de adequacao (rule fitness) para o problema em questdo. Dada uma regra R, representada por
B — H. o grau de adeguacao de R pode ser denotado por rf(B — H). O critério de selegao rf
cscolhe a melhor regra como sendo aquela que possui maior valor de rf. Existem trés possiveis
critérios que permitem estimar o grau de adequagao de uma regra:

1. Confiabilidade Positiva:
2. Precisao de Laplace; e
3. Novidade
descritas a scguir.
Confiabilidade Positiva: Utiliza a preciséo de regra ja definida na Tabela 5. Entretanto, a

confiabilidade positiva possui uma propriedade indesejada. Por exemplo, dadas duas regras
R, e R,, supondo que para a regra R,, o valor de Acc seja 1, e para a regra Ry, o valor de
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