Abstract

This paper proposes a new Estimation of Distribution Algorithm (EDA) based on
phylogenetic trees for the identification of Building Blocks. This new algorithm is tested on

deceptive large scale problems of the literature and the results are promising.

A probabilistic phylogenetic model adapted within a genetic algorithm capable of solving
generic problems was never seen in the literature. This new kind of EDA is called Phylo-Genetic

Algorithm (PhGA).
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Resumo

Este trabalho propde um novo Algoritmo de Estimacdo de Distribui¢do (EDA) baseado em
arvores filogenéticas para a identificacdo de Building Blocks. Este novo algoritmo ¢ testado em

problemas deceptivos de larga escala advindos da literatura obtendo-se resultados promissores.

Um modelo probabilistico filogenético combinado com um algoritmo genético capaz de
resolver problemas genéricos nunca foi antes encontrado na literatura. Este novo tipo de EDA ¢

denominado Algoritmo File-Genético (PhGA)

Palavras Chaves: Algoritmos Genéticos, Algoritmos Genéticos Construidores de
Modelos Probabilisticos,  Algoritmos de Estima¢do de Distribuigdo, Algoritmo Genético

Compacto Estendido, Filogenia, Algoritmos Filogenéticos.
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1. INTRODUCAO

Os algoritmos evolutivos (EAs, do inglés Evolutionary Algorithms) representam uma
técnica de busca e otimizagdo que tem recebido crescente atencao de pesquisadores nos ultimos
anos. Essa técnica tem sido aplicada com sucesso em diversas situagdes, atingindo algumas vezes
resultados superiores aqueles conseguidos por técnicas tradicionais (Deb, 2001; Delbem, 2003;
Gen & Cheng, 1997; Gen, Cheng & Oren, 2000; Sastry et al 2006; Hoolinger & Gwaltney, 2006;
Preble, Lipson & Lipson, 2005). No entanto, poucos algoritmos evolutivos estdo aptos a lidar com
problemas combinatoriais realmente complexos, envolvendo variaveis que tem relagdes entre si
(mutuamente dependentes), pois essas relagdes quando nao identificadas dirigem o algoritmo para

otimos locais.

Problemas do mundo real exibem em geral um grande nimero de varidveis mutuamente
dependentes. A linha de pesquisa de algoritmos de estimacdo de distribui¢do (EDA, do inglés
Estimation of Distribution Algorithm) tem se mostrado uma das abordagens mais promissoras para
resolver tais tipos de problemas. Este texto investiga o Extended Compact Genetic Algorithm
(ECGA), um dos principais algoritmos da literatura de EDAs, que ¢ capaz de resolver um
problema de otimizagdo combinatorial envolvendo conjuntos de variaveis com forte correlacoes ,
que formam os chamados blocos construtivos (BBs, do inglés Building Blocks). Para lidar de
forma eficiente, robusta e confidvel com problemas complexos (com vérios BBs relativamente
grandes) o ECGA utiliza um modelo probabilistico construido a partir de amostras chamado de

Modelo de Probabilidade Marginal (MPM).

Com base no estudo do ECGA, ¢ proposto e implementado neste trabalho um novo EDA
baseado na geragdo de BBs a partir de arvores filogenéticas, também chamadas de filogenias. As
arvores de evolucdo das espécies proposta por Darwin sdo os exemplos mais conhecidos de
filogenias. As arvores construidas por estudos filogenéticos sdo, na verdade, modelos
probabilisticos que buscam a melhor representacdo hierarquica possivel para relagdes evolutivas
de um conjuntos de espécies de animais ou de outros tipos de elementos como proteinas, genes e
virus. O modelo probabilistico filogenético usado em um algoritmo de otimizagao para problemas

genéricos nunca foi encontrado na literatura. Este trabalho propde tal aplicagdo, gerando um novo



EDA, denominado algoritmo filogenético (PhGA, do ingés PhyloGenetic Algorithm) e mostra

resultados promissores advindos do uso.

Orestante deste texto estd organizado como descrito a seguir. Na Se¢do 2 ¢ apresentada
uma revisao bibliografica, descrevendo o ECGA e outros conhecimentos necessarios para entender
este trabalho. Na Se¢do 3 ¢ proposto o PhGA e os resultados sdo mostrados na Se¢do 4. Na Se¢do
5 sdo destacadas consideracdes finais sobre a relevancia da proposta e perspectivas de trabalhos

futuros.



2. REVISAO BIBLIOGRAFICA

Esta Se¢do apresenta uma introdugdo aos principais métodos envolvidos no estudo de
EDAs. A Secdo 2.1 descreve os conceitos gerais sobre EAs. A Se¢do 2.2 explica os EDAs seguida
pela Secdo 2.2.1 que introduz os CGAs. A Se¢do 2.2.2 que descreve os ECGAs.

A Secao 2.3 descreve possiveis modificacdes no ECGA para que este apresente melhor
eficiéncia. Dessa maneira, a Secdo 2.3.1 explica o Binary Hillclimber e a Segdo 2.3.2 explica a
Compressao de Cromossomo. A Secdo 2.4 descreve as possiveis extensdes do ECGA para

suportar nimeros inteiros ou reais.

2.2. Algoritmos Evolutivos

EAs sdo técnicas de solucdao de problemas complexos baseado em um processo evolutivo

inspirado nas idéias Darwinianas. Em geral, um EA contém os seguintes elementos:
«Um conceito de individuo: uma representacao computacional de um candidato a solugao;
«Uma populagao de individuos: um conjunto de candidatos a solugao;

«Uma nocdo de aptiddo: uma forma de mensurar ou comparar a qualidade de dois individuos

como solugao;

«Um ciclo de “nascimento”/”morte” influenciado pela aptiddao: um mecanismo de atualizagdo

da populagao;

«Uma nocdo de heranga: um mecanismo pelo qual caracteristicas promissoras de individuos

aptos sejam passadas para seus descendentes.

O algoritmo tipico para um EA ¢ sintetizado no Algoritmo 1.



Algoritmo 1: Pseudocddigo de um EA.

Gere aleatoriamente uma populagdo inicial
«Enquanto algum critério de parada nao for atingido:
oSelecione os pais (influenciado pela aptidao)
oProduza novos filhos
oSelecione individuos para morrer (influenciado pela aptidao)
«Fim enquanto

4. Retorne a populacao resultante

As diversas técnicas classificadas como EA diferem entre si pela forma com que

especificam cada um dos seguintes parametros:

*Tamanho da populagao;

*Sele¢do dos “pais”;

*Reprodugdo e Heranga;

*Sobrevivéncia;

*Representacao dos individuos;

*Funcgao aptidao.
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2.3. Algoritmos de Estimacao de Distribuicao

Podemos enxergar um conjunto de individuos selecionados de uma populacdo como uma
amostra retirada a partir de uma distribui¢do desconhecida. Conhecer essa distribui¢do nos
permitiria gerar novas solu¢des que de alguma forma estivessem relacionadas com aquelas
selecionadas. Esse ¢ o principio do EDA (Pelikan, Goldberg & Lobo, 2002; Pelikan, Sastry &
Cantt-Paz, 20006), isto €, este ¢ um EA capaz de estimar a distribui¢do de probabilidade através do

conjunto de individuos selecionados e, usando essa estimativa, gerar novas solugoes.

Essa técnica funciona da seguinte forma: inicialmente, um conjunto aleatorio de individuos
¢ gerado. Em seguida, alguns deles sdo selecionados, como nos GAs. No entanto, ao invés de gerar
novas solucdes por meio de operadores reprodutivos, o EDA estima uma distribuicdo baseado nos
individuos selecionados e gera (amostra) novos individuos usando essa distribuigdo.
Posteriormente, os novos individuos sdo adicionados a populacao, substituindo alguns individuos
antigos. O processo de selecao, estimacao e amostragem ¢ repetido até que algum critério de

parada seja satisfeito.

Note que, assim com GA, ES e GP, os EDAs s3o um tipo particular de EA e, sob certas
condi¢gdes, podem ter comportamento idéntico a alguma dessas técnicas (cGA x Simple GA)
(Harik, Lobo & Goldberg, 1998; Miihlenbein, 1997). A diferenca basica ¢ que os EDAs

substituem a aplicacdo de operadores reprodutivos pelos seguintes passos:

«Constru¢do de um modelo probabilistico (uma estimacao da distribui¢ao real) dos individuos

selecionados;
*Gerac¢ao de novos individuos baseado no modelo construido.

O grande problema dos EDA ¢ que a constru¢do de um modelo probabilistico ndo ¢ uma
tarefa trivial. Em geral, existe um compromisso entre a precisio do modelo construido e a

eficiéncia do processo de estimagdo (Pelikan, Goldberg & Lobo, 2002).

A seguir sdo apresentados dois EDAs. O primeiro deles desconsidera qualquer interacao
entre as variaveis (posi¢des da cadeia que representa o individuo). O Segundo, considera que as
variaveis podem estar relacionadas em grupos, chamados de blocos construtivos (BBs, do inglés

Building Blocks), porém desconsidera sobreposi¢ao entre esses grupos.
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2.3.1 Compact Genetic Algorithm

A maneira mais simples de estimar a distribui¢cdo de uma populacdo ¢ assumir que todas as
variaveis sdo independentes. E nesse principio que é baseado o ¢cGA (Harik, Lobo & Goldberg,

1998).

No cGA, os individuos sdo representados como uma cadeia de / bits. A populagdo ¢
representada por um vetor de probabilidades de tamanho /. Cada posi¢do desse vetor indica a
probabilidade de um individuo possuir valor / na posi¢do equivalente. Esse vetor representa o

modelo da populagao ideal para o cGA.
O c¢GA pode ser sintetizado conforme mostra o Algoritmo 2.

Algoritmo 2: Pseudocddigo de um cGA.

1. Inicialize o Vetor de Probabilidades
Parai:=1atél:p[i] :=0.5
2. Gere dois individuos aleatorios:
A := gerar(p)

B := gerar(p)

3. Selecione o melhor entre A ¢ B
Melhor := melhor (A, B);

Pior := pior (A, B)

4. Atualize o Vetor de Probabilidades influenciado pelo melhor

Parai:=1atél:
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Se Melhor([i] # Pior(i] :
Se Melhor[i] =1 : p[i] :=p[i] + 1/n

Senao: p[i] :=p[i] — 1/n

5. Verifique o critério de convergéncia

Parai:=0atél:

Se (p[i] # 0 && p[i] # 1) :

retorne para o Passo 2.

No Algoritmo 2 / ¢ o comprimento da cadeia de bits, n ¢ o tamanho da populacdo. O
procedimento “gerar” consiste simplesmente em preencher uma cadeia de tamanho 1 com bits
aleatorios Em cada posicdo i da cadeia a probabilidade do bit gerado ser 1 é dada por p[i]. O
procedimento “melhor” retorna aquele entre dois individuos que tiver melhor valor na fungdo de

avaliagdo e o procedimento “pior” retorna aquele que tem pior valor.

E possivel demonstrar que o cGA pode ser comportar de maneira similar ao Simple GA

(De Jong, 1975, Harik, Lobo & Goldberg, 1998) .

Além do cGA, outros EDA trabalham assumindo que todas as variaveis sao independentes.
Os principais algoritmos sdao o Population-Based Incremental Learning (PBIL) (Baluja, 1994;
Kvasnicka, Pelikan & Pospichal, 1996) e o Univariate Marginal Distribution Algorithm (UMDA)
(Miihlenbein, Paal3, 1996).

2.3.2. Extended Compact Genetic Algorithm

O cGA comporta-se de forma similar ao Simple GA e ¢ capaz de resolver os mesmos

problemas apresentando desempenho semelhante. No entanto, o Simple GA nao ¢ um EA eficiente
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para solucdo de problemas que envolvam relagdes complexas entre variaveis e, nesse caso, cGA

possui 0 mesmo desempenho insatisfatorio.

O ECGA (Harik, 1999) procurar obter melhor desempenho nesse tipo de problemas através
do aprendizado das relagdes entre varidveis (linkage learning) (Harik, 1997; 1999; Harik &
Goldberg, 2000). Baseado nesse conhecimento, ¢ possivel usar operadores reprodutivos
competentes (Goldberg, 2002), que ndo destroem um BB apropriado durante sua aplicagdao. O
EGCA ¢ baseado no fato de que encontrar uma boa distribui¢do de probabilidade ¢ equivalente ao

processo de linkage learning.

Para entender melhor a importancia do processo de /inkage learning, considere o conceito
de problema deceptivo, um problema cuja func¢do aptiddo direciona a busca para uma diregdo
contraria a direcdo do 6timo global. Esse conceito ¢ definido em (Goldberg, 1989a; 2002; Whitley
1991). Considere o seguinte exemplo: suponha que uma determinada funcdo de aptidao f sobre

uma cadeia c de | bits seja da seguinte forma:

f(c) = numero de bits com valor 1 em c caso ¢ possua algum bit diferente de 0.

f(c) = 1+1 caso todos os bits de ¢ sejam O.

Observe a funcdo f premia qualquer algoritmo de busca pela adicdo de ls a cadeia, no
entanto o melhor resultado possivel ¢ uma cadeia composta somente por 0. Essa ¢ uma funcdo do
tipo “agulha-no-palheiro” (needle in a haystack) e ndo se espera que nenhum método de busca
resolva esse problema de maneira eficiente, além disso ndo hd muito interesse pratico em

problemas dessa forma.

Considere agora uma fungdo F que seja deceptiva por partes (Harik, 1999): uma fungao
sobre uma cadeia ¢ de 1 bits que trabalhe agrupando d bits em fungdes deceptivas. Um GA
convencional poderia até ser capaz de encontrar uma solu¢do para alguns dos sub-problemas
deceptivos, no entanto os operadores reprodutivos teriam grande probabilidade de destruir essa
solugdo pois nenhuma informagdo sobre a relacdo entre as varidveis envolvidas nesse sub-

problema ¢ utilizada.
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O ECGA procura aprender e utilizar relagdes entre varidveis em um operador de
recombinacdo BB-wise. Esse operador utilizard informagdes obtidas no processo de linkage
learning para recombinar cada uma das solucdes Otimas para os subproblemas de d bits em uma

solucdo otima para o problema de 1 bits.

Percebida a importancia do processo de linkage learning, o ECGA tenta aprender as
relacdes entre varidveis por meio da constru¢do de uma fun¢do adequada de distribui¢do de
probabilidade que ndo assuma que as vardveis sdo independentes. No entanto, buscar uma funcao
desse tipo sem a utilizagdo de nenhum bias ¢ uma tarefa inttil. O principio do ECGA ¢ que,
mantidas todas as condi¢des, as distribui¢des mais simples sdo preferidas em relagdo as mais

complexas.

O conceito de simplicidade ¢ definido em termos de complexidade de representagcdo. O
critério da complexidade combinada (CCC, do inglés Combined Complexity Criterion) (Harik,
1999) ¢ empregado nesse sentido. Esse critério diz que a soma da complexidade do modelo (MC,
do inglés Model Complexity) com a complexidade da populacdo comprimida (CPC, do inglés
Compressed Population Complexity) deve ser minima. Essas duas métricas sdo definidas em

(Harik, 1999). Definidos esses conceitos, 0o ECGA esta descrito no algoritmo 3.

Algoritmo 3: Pseudocodigo de um ECGA.

1. Gere uma populagdo aleatoria

2. Realize selecao sobre essa populagao

3. Modele a populac¢do usando uma busca gulosa
4. Se o modelo convergiu, pare

5. Gere uma nova populacao usando o modelo

6. Volte para o passo 2
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O algoritmo de busca gulosa usado para a criacdo do modelo funciona da seguinte forma:
inicie assumindo que todas as variaveis sdo independentes. Entdo tente unir dois conjuntos de

variaveis e observe se ha melhorar na CCC. A melhor de todas as unides (menor CCC) ¢ mantida.

Mais detalhes sobre 0 ECGA e discussodes sobre os resultados obtidos por esse algoritmo

podem ser encontrados em (Harik, 1999).

2.4. Melhora de Eficiéncia no ECGA

ECGA ¢ um algoritmo de grande complexidade, principalmente por tentar criar um modelo

probabilistico, e por isso apresenta preocupagdes quanto a sua eficiéncia.

Tentando resolver esse problema varias solugdes foram propostas, tais solugdes podem em

alguns casos serem usadas em conjunto, podendo assim aumentar ainda mais o desempenho.

Em seguida sera apresentado dois métodos ja implementados na literatura que conseguiram

melhorar a eficiéncia deste algoritmo.

2.4.1. Binary Hillclimber

O Binary Hillclimber funciona da seguinte forma: dada uma cadeia ¢ de comprimento / e

uma funcao de aptidao F aplique o algoritmo 4.

Algoritmo 4: Pseudocddigo de um Binary Hillclimbing.

Parai:=1atél:

Fanterior = F(c)

inverter(c[i])
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Fatual = F(C)
Se (Fatual > Fanterior) :
Mantenha a modificagao
Senado :
inverter(c[i])

Fim Para

O procedimento “inverter(c[i])” consiste simplesmente em inverter o bit na posi¢do i da

cadeia c.

Com a aplicacdo desse procedimento, cada um dos BB que compde a cadeia c sera
transformado em um 6timo local para o subproblema ao qual o BB estd associado. Com isso, o
ECGA tera seu desempenho melhorado por passar a trabalhar com uma quantidade menor de

instancias diferentes para um dado BB.

Assim como os EDA, o Hillclimber pode ser estendido para representacdes y-arias. Para
isso, basta substituir o procedimento inverter por um procedimento que gera todos os valores

possiveis para a posi¢do i e escolhe aquele que representa melhor valor da fungao aptidao.

Essa melhoria foi implementada e analisada por (Duque, Delbem & Goldberg 2007a),
(Duque, Delbem & Goldberg 2007b).

2.4.2. Compressao de Cromossomo

O principio de funcionamento de ECGA ¢ que encontrar uma distribuicdo adequada ¢
equivalente ao processo de linkage learning. Baseado nesse principio, o ECGA tenta aprender
relagdes entre as varidveis para determinar quais sao os BB responsaveis por cada subproblema. O

algoritmo, entdo, recombina solugdes Otimas para os subproblemas (BBs inteiros) buscando
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encontrar a solugdo Otima para o problema global. A aplicacdo do Hillclimber elimina todas as

solugdes intermedidrias para os subproblemas, mantendo apenas os 6timos locais.

Aproveitando essas duas caracteristicas para implementar um método de compactagdo de
cromossomo (Duque, Delbem & Goldberg 2007a), (Duque, Delbem & Goldberg 2007b). Esse
método consiste em substituir todo o BB que representa a solu¢do de um subproblema por uma
unica variavel y-aria. Cada um dos valores dessa varidvel representard um dos 6timos locais do
subproblema associado. As representagdes que nao sao 6timos locais serdo desconsideradas e ndo
terdo representacao y-aria. O resultado desse procedimento ¢ uma redugao do espago de busca do

ECGA que passa a trabalhar com cadeias x-arias de menor ordem (menor numero de variaveis).

2.5. ECGA com Numeros Reais ou Inteiros

ECGAs foram primeiramente construidos para otimizar cadeias binarias de varidveis,
porém hé o interesse de adaptar este algoritmo para que ele seja capaz de otimizar problemas com
numeros inteiros e reais. Pois um grande numero de problemas de otimizagdo sao modelados em

sobre nimeros reais ou inteiros.

Para tanto foi desenvolvido varias modificagdes nos ECGAs recentemente, de forma a

conferir a este algoritmo a capacidade de tratar problemas envolvendo nimeros inteiros e reais.

Em (Ping-chu Hung, Ying-ping Chen, Ying-ping Chen 2006) ¢ implementado o iECGA,
que ¢ uma modificacdo do ECGA para numeros inteiros. Este algoritmo funciona da mesma
maneira que o ECGA mudando apenas a representacdo e a func¢do de calculo de CCC. O algoritmo
resultante consegue encontrar BB em problemas envolvendo inteiros mas falha em encontrar BB
em problemas com bits, enquanto o ECGA ¢ o inverso. Entdo os dois algoritmos resolvem

problemas em especificos dominios.
Um método denominado Split on Demand foi implementado em

(Chao-hong Chen, Wei-nan Liu, Ying-ping Chen 2006), no qual acrescenta-se a
possibilidade de tratar nimeros reais dentro do ECGA. O método divide o espago de busca nas
regides mais promissoras. Esse método ¢ adicionado ao ECGA em conjunto com outras

modifica¢des para melhorar o desempenho (buscas locais usando Simplex (Nelder, Mead 1965)
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resultando no rECGA (real-coded ECGA). Os resultados conseguidos foram préximos a outros

algoritmos no estado da arte.
2.6. Neighbor Joining

Neighbor Joining ¢ um método de clustering utilizado em bioinformatica, para a
construgdo de arvores filogenéticas. Esse método baseia-se no uso de distancias entre cada par de
sequéncias de proteinas ou DNA, na forma de uma matriz de distincias, para a constru¢do da

respectiva arvore filogenética.

A arvore resultante apresenta em suas arestas as distancias distribuidas de forma que o
caminho de um né folha até outro, se somado as arestas, sera o mesmo valor da matriz de

distancias passada para construir a arvore.

E desconhecida qualquer aplicagdo deste método fora das areas de bioinformatica, no
entanto este projeto visa uma aplicacdo mais genérica deste método, considerando ele como um

algoritmo de clustering genérico entre variaveis, de acordo com uma métrica de distancia.
2.7. Consideracgoes Finais

Nesta Seg¢do foi introduzido os conhecimentos necessarios para o entendimento do
algoritmo e apresentando o estado-da-arte na area. Na Secdo 3 o PhGA ¢ apresentado, bem como

experimentos relativos ilustrando suas contribui¢des para problemas complexos de larga-escala.
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3. O Algoritmo Filogenético

Esta pesquisa buscou a criagdao e implementacdo de um novo algoritmo genético (GA, do
inglés Genetic Algorithm) usando conceitos da area da filogenia. O funcionamento do Algoritmo
g 8 g g

Filogenético ¢ ilustrado pelo diagrama da Figura 1.

Populacao Aleatdria

aplicar selecao

Populacdo Promissora

aplicar métrica de distdncias

aplicar selecao

criar Matrix de Distancias

gerar Mova Populacao

computar Building Blocks aplicar Meighbor Joining

N—

aplicar métrica de corte

Figura 1: Diagrama descrevendo o PhGA.

O algoritmo inicia com uma populacdo aleatdria e a partir dela seleciona uma populagao
promissora. Essa populacdo promissora ¢ selecionada baseada em torneios de 16 individuos
advindos da populacao aleatoria, em que o vencedor ¢ colocado na populacdo promissora. A

populagdo promissora pode conter a presenca de um unico individuo varias vezes.

A populagdo promissora pode ser vista como um conjunto de amostras, as quais possuem
um conjunto probabilisticamente melhor que o anterior (considerando melhor a populagdo que
contem individuos com maior fitness). Dessa forma, ¢ aplicado em seguida uma métrica de

distancia comparando as variaveis.
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Essa métrica pode ser modificada, alterando assim o subseqiiente agrupamento. Sabe-se
que o problema de otimizagdo torna-se mais facil ao se conhecer os BBs (grupos de variaveis

mutuamente dependentes), pois evita-se a quebra de configuragdes importantes no crossing over.

Assim, com o objetivo de agrupar variaveis que sao mutuamente dependentes, uma métrica
¢ aplicada para cada par de variaveis, resultando numa matriz NxN, onde N ¢ o niimero de

variaveis.

Essa matriz € passada para o método de clustering denominado Neighbor Joining. Esse
método por sua vez produz uma arvore binaria contendo as variaveis do problema nas folhas de

forma com que as varidveis mais proximas fiquem também proximas nesta arvore.

Na arvore binaria usa-se uma heuristica de corte almejando a separagdo dos BBs. Observe

que a heuristica de corte pode variar de acordo com métrica de distancia.

Os BBs resultantes sdo entdo usados, assim como no ECGA, como um modelo da

populacdo e sdo usados ao aplicar o crossing over. De forma que os BBs ndo sejam quebrados.

Por fim, o processo ¢ reiniciado a partir dessa nova populagdo gerada.
3.2 Métricas de Distancia

A seguir encontram-se as métricas de distancia codificadas e testadas.

*Mutual Information: Em Teoria da Informacdo, esta métrica ¢ comunmente utilizada para

calcular a mutual dependéncia entre duas varidveis. A formula ¢ apresentada a seguir:
p(z,y)
I(X;Y) = p(z,y)log
yEZ}".r;k’ pi(z) p2(y)

onde p(x,y) ¢ a Probabilidade de Distribuicdo Conjunta de X ¢ Y, e pl(x) e p2(y) sdo as

probabilidades marginais de x e y dadas as distribui¢des X e Y respectivamente.

eDiferenca entre médias: Esta métrica calcula a média do conjunto de amostras de duas
variavel e retorna a diferenga entre estas duas varidveis. Note que a média de uma varidvel

no caso binario ¢ idéntico ao valor da probabilidade da mesma variavel ser 1.
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*ix Metric: Métrica que mistura ambas as métricas de cima de forma normalizada.
3.3 Heuristicas de Corte

A seguir sdo especificadas cada uma das técnicas de corte da arvore filogenética empregadas

para determinagdo dos BBs:

*Average Threshold: Heuristica de corte baseada no valor médio das distancias entre os nos da

arvore. Esta heuristica corta as arestas que possuem valor maior do que o valor médio;

*Average Threshold Extended: A mesma heuristica descrita acima com a excecao de que esta
heuristica ndo corta os no6s folhas. Ela foi criada com o objetivo de evitar com que os nds

folhas fossem cortados, formando BBs de apenas uma variavel;

*BB Function: Heuristica baseada no agrupamento seqiliencial a partir de um no folha. A
funcdo utilizada ¢é: F(y)= K * 1/y . Aonde y ¢ o niimero de varidveis presentes na
subarvore embaixo do nd escolhido (que por sua vez ¢ igual ao tamanho do BB formado
caso fosse efetivado o corte) e K ¢ uma variavel arbitraria. A fungdo resulta na minima

distancia necessaria para cortar a arvore no no;

*Layer Function: Heuristica que corta a arvore inteira numa camada a partir do no raiz. Dessa
maneira, ela forma BBs e pode usar varias possibilidades de BBs (pois cada camada

propicia uma possibilidade de corte) juntos ou escolher um deles.
3.4 Crossver

O crossing over pode ocorrer basicamente de duas formas:

*Pai e Mae: Primeiramente ¢ escolhido dois cromossomos (abstratamente um pai € uma mae) e
depois ¢ trocado blocos de variaveis respeitando os BBs e formando um terceiro individuo

que fard parte da préxima populagao;

*Probabilistico: Para cada bloco dentro dos BBs ¢ escolhido aleatoriamente um individuo da
populagdo que deve passar aquele bloco para o individuo da proxima geragdo. Este

processo ¢ repetido até que todos os blocos sejam passados.
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3.5 Tournament

Duas estratégias de torneio foram investigadas:

*Sem Reposicdo: O mesmo torneio usado no ECGA, aonde o individuo selecionado por um

torneio pode ser selecionado novamente pelo proximo torneio;

*Com Reposi¢do: Este torneio ndo permite que um mesmo individuo seja selecionado duas
vezes. E importante notar que neste caso a populagdo de individuos selecionados precisa
ser necessariamente menor que a populacao de individuos presentes, pois caso contrario o

efeito de selecdo nao ocorre.
3.6 Outras Variaveis

Além desses aspectos investigados, outros elementos importantes para o desempenho adequado de

EDAs e, por sua vez, do PhGA podem ser mais intensamente pesquisados:
*Tamanho da Populagao;
*Tamanho da Populagdo de Selecionados;
*Tamanho do nimero de individuos usado nos Torneios;
*Presenc¢a de Ruido nos novos individuos criados;
*Hill Climbing;

*Uso de multiplos BBs para a geracao dos individuos, decidindo probabilisticamente em qual

usar para cada individuo.
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4. Resultados Experimentais com o PhGA

Para a implementacdo do PhGA foi primeiramente implementado uma biblioteca para
Grafos que possibilitasse a criagdo de arvores binarias. Essa biblioteca foi elaborada com a
capacidade de imprimir grafos na linguagem DOT (Koutsofios, North, Intset, Sparcmcemit,
Joinwitharg 1996). De forma, que esses pudessem ser vistos em ferramentas de visualizagdo de

grafos.

Na Figura 2 mostra-se uma visualiza¢do obtida a partir de uma arvore binaria criada pelo

PhGA.
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2: llustragdo de arvore gerada pelo PhGA.

Figura

Com a possibilidade de visualizagdes como a acima, foi mais facil o desenvolvimento e
teste do algoritmo. Além da biblioteca para grafos, foi criado os algoritmos cGA e ECGA para o
aprendizado dos conceitos e fixagdo do aprendizado. Subseqiientemente foi implementado o

PhGA. Todos os algoritmos foram programados em C/C++.

Nos resultados espera-se que o algoritmo atinga na maior parte das vezes o 6timo ou fique
proximo. Outro ponto importante ¢ a eficiéncia, que pode ser observada por dois fatores: nimero

de avaliagdes e tempo de execugao.
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O ntmero de avaliagdes ¢ o nimero de vezes que o algoritmo testa um cromossomo
verificando o seu fitness. Este numero pode ser calculado nos exemplos a seguir multiplicando o
numero de geragdes pelo tamanho da populagdo. (note que na presenca de alguns procedimentos
como o Hill Climbing, este numero irda aumentar). A importancia de usar o minimo nimero de
avaliagdes possiveis advém do fato, que calcular o fitness, pode ser um processo custoso em

algumas aplicacdes.

O tempo de execucdo indica a eficiéncia do algoritmo como um todo e por isso €
importante ser observado. Ha casos aonde a eficiéncia do algoritmo pode ser at¢ mais importante
que sua eficdcia (sistema de comites de algoritmos). Para os testes sdo utilizados funcdes

deceptivas por partes, que sao conhecidas e normalmente utilizadas na literatura.
4.1 Comparacgoes entre as Variagoes

Para os testes serdo fixados algumas varidveis, estas sdo (note que para todos os testes

foram realizados 30 execugdes e tirado a média):

*Populagao = 4000;

*Func¢ao Deceptiva por Partes, com cada parte tendo tamanho 4;

*Numero de variaveis do Problema = 80 (Problema médio);

*Torneios sem reposi¢ao;

esem Hill Climbing;

epopulagdo seleta igual a populagao inicial,

*Crossing Over Probabilistico.

Para esse teste o 6timo global ¢ 20. O método de convergéncia utilizado foi de
4.1.1 Comparacgoes de Heuristicas de Corte e Métricas de Distancia

Caso de Teste 1.

eMétrica de Distancia: Mutual Information,
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*Heuristica de Corte: Layer Function,

Média de Geragdes: 15.6

Média de Resultados: 19.96

Média de Tempo: 12.9 segundos

Caso de Teste 2.

*Métrica de Distancia: Mutual Information,

eHeuristica de Corte: BB Function;

Média de Geracoes: 14.43

Média de Resultados: 16.08

Média de Tempo: 11 segundos

Caso de Teste 3.

*M¢trica de Distancia: Mutual Information;

*Heuristica de Corte: Average Threshold Extended.

Média de Geracoes: 8.86

Média de Resultados: 13.22

Média de Tempo: 6.2 segundos

Caso de Teste 4.

*Métrica de Distancia: Diferenga entre médias;

*Heuristica de Corte: Average Threshold.

Média de Geragdes: 14.56

Média de Resultados: 18.78
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Média de Tempo: 1.8 segundos

Caso de Teste 5.

*M¢étrica de Distancia: Mix Metric

eHeuristica de Corte: Average Threshold Extended
Média de Geragdes: 9.93
Meédia de Resultados: 13.25
Média de Tempo: 6.75 segundos

Dessa maneira o mais rapido foi o Teste 4, o mais eficaz foi o Teste 1 e o que executou
menos avaliagdes (niumero de geracdes vezes o nimero da populagdo) foi o Teste 3 (porém como o

resultado dele foi abaixo do esperado, podemos desconsiderar este teste).

Os destaques de cada teste estdo em negrito.
4.1.2 Comparagoes de variagoes de Crossing Over

Para analisar os efeitos de mudanca do Crossing Over, sera modificado este nos dois
melhores exemplos anteriormente (Teste 1 e 4). Note que os testes anteriores usaram Crossing

Over Probabilistico, entdo os apresentados a seguir usardo Crossing Over Pai e Mae.
Teste (Reexecucio do teste 1, mudando o Crossing Over)
Meédia de Geragoes: 15.3 (valor original 15.6)
Média de Resultados: 19.97 (valor original 19.96)
Média de Tempo: 12.73 segundos (valor original 12.9)
4. Teste (Reexecucio do teste 4, mudando o Crossing Over)
Média de Geragoes: 13.5 (valor original 14.56)

Média de Resultados: 19.13 (valor original 18.78)
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Média de Tempo: 1.63 segundos (valor original 1.8)

No Teste 1 e Test 4 houveram pequenas melhorias em todos os quesitos, tendo maior

impacto no Teste 4. Pode-se dizer que o melhor método de Crossing Over ¢ o de Pais e Maes.
4.1.3 Comparagoes de variagoes dos métodos de Torneios

Para analisar os efeitos de mudanga nos métodos de Torneios, sera modificado este nos
dois melhores exemplos anteriormente (Teste 1 € 4). Note que os testes anteriores usaram Torneios
sem reposicdo, entdo os apresentados a seguir usardo Torneios com reposi¢do. O tamanho da
populagdo selecionada precisa ser necessariamante menor que a populacdo paddo, por isso
utilizou-se uma populagdo selecionada de valor igual a 10% da populagdo padriao (o motivo disto

jé foiexplicado anteriormente, ao descrever os métodos de Torneio).
1. Teste (Reexecucio do teste 1, mudando o método de Torneio)
Média de Geragoes: 17.43 (valor original 15.6)
Média de Resultados: 19.98 (valor original 19.96)
Média de Tempo: 2.8 segundos (valor original 12.9)
4. Teste (Reexecucio do teste 4, mudando o método de Torneio)
Média de Geragoes: 15.93 (valor original 14.56)
Média de Resultados: 17.36 (valor original 18.78)
Média de Tempo: 0.63 segundos (valor original 1.8)

Primeiramente ¢ importante notar que o aumento da velocidade e do niimero de geragdes
estd associado ao fato de ter-se diminuido a populacdo selecionada, pois ¢ sobre a populagdo
selecionada que ¢ aplicado as fungdes de probabilidade para encontrar os BBs. Consequentemente
como esta ¢ menor, fica mais rapido este procedimento, porém a precisao do método também ¢
diminuida, necessitando assim de mais geracdes ou até mesmo podendo acarretar na diminuig¢do

do resultado final (como pode ser observado no Teste 4). Baseado nessas premissas € nos
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resultados pode-se dizer, que este Torneio deve ser utilizado para problemas nos quais a
velocidade ¢ importante e o tempo de avaliagdo do fitness € pequeno.4.2 Primeiras comparagoes

com o ECGA

Tendo comparado as variagdes do algoritmo deste projeto entre si, agora deseja-se avaliar

sua classifica¢do em relacdo a um algoritmo ja estabelecido na literatura.

Para a comparagdo sera usado o algoritmo deste projeto com duas configuragdes
promissoras ¢ o ECGA desenvolvido por (Illinois Genetic Algorithm Laboratory -

http://www.illigal uiuc.edu/web/) .

4.2.1 Definicao dos Problemas e Configuragoes
As 2 configuragdes do PhGA e as 3 configura¢des dos Problemas sdo:
Configuraciao do PhGA 1
*M¢étrica de Distancia: Mutual Information
*Heuristica de Corte: Layer Function
*Torneios sem reposi¢ao
esem Hill Climbing
*populacao seleta igual a populacdo inicial
*Crossing Over Pai e Mae

Configuracao do PhGA 2
*M¢étrica de Distancia: Diferenca entre médias
*Heuristica de Corte: Average Threshold
*Torneios sem reposi¢ao

esem Hill Climbing
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epopulacdo seleta igual a populagdo inicial
*Crossing Over Pai e Mae
Configuracoes do Problema 1
*Populagao = 3000
*Fungdo Deceptiva por Partes, com cada parte tendo tamanho 4.
*Numero de variaveis do Problema = 40
Configuracoes do Problema 2
*Populagao = 4000
*Funcao Deceptiva por Partes, com cada parte tendo tamanho 4.
*Numero de variaveis do Problema = 80
Configuracoes do Problema 3
*Populagao = 8000
*Func¢ao Deceptiva por Partes, com cada parte tendo tamanho 4.
*Numero de variaveis do Problema = 192

4.2.2 Resultados das Comparagoes

Problema 1:
PhGA 1* PhGA 2* ECGA
Resultado(6timo=10) 10 9.9 10
Tempo 1.73s 0.6s 2.8s
Geragoes 9.93 11.53 6

*Média de 30 execucoes



Problema 2:

PhGA 1* PhGA 2* ECGA
Resultado(6timo=20) 19.98 19.35 20
Tempo 12.2s 1.73s 21s
Geragoes 14.36 14.1 8
*Média de 30 execucoes
Problema 3:
PhGA 1 PhGA 2* ECGA
Resultado(6timo=48) 42.75 41.44 47.75
Tempo 46.5s 10.1s 643s
Geragoes 28 15.66 14

*Média de 30 execugdes
4.3. Dificuldades e Limita¢des

Como este trabalho apresenta técnicas bastante complexas e a composicao destas nunca
antes vistas na literatura, uma grande dificuldade foi encontrar os procedimentos adequados para

tornar o PhGA competitivo com os algoritmos ja estudados na literatura.

O algoritmo a principio ja mostrava grandes vantagens, com velocidades extremamente
rapidas, mas para aumentar a precisdo um grande numero de mudangas tiveram que ser
consideradas e testadas. Um procedimento arduo e muitas vezes dificil de conduzir, pois sempre
apareciam muitas possibilidades de resolver o problema, mas com apenas uma pessoas conduzindo
a codificagdo, demorava sempre bastante para ver os resultados e tornava impraticavel o teste de

todas as possibilidades.

A abordagem adotada foi no meu ponto de vista muito boa porém ardua. O processo
adotado para desenvolver tal algoritmo foi primeiramente o conhecimento da area na literatura,

seguida pela construgdo de um algoritmo classico e depois a criagdo de um algoritmo basico que
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expressasse em parte nossa nova idéia, de forma com que poderiamos prosseguir

incrementalmente.
4.4 Consideracgoes Finais

O algoritmo apresenta grandes resultados e incentiva novas abordagens, como por exemplo
a de mudar o algoritmo de clustering (Neighbor Joining) por um algoritmo mais atual da filogenia

entre outras mudangas. Tudo, apesar de promissor ¢ ainda muito novo.
O projeto teve algumas dificuldades, mas nada que impossibilitasse sua execucao.

A seguir serd apresentado minhas visdes sobre sua contribui¢ao, possiveis trabalhos futuros

e consideragdes sobre o curso.
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5. CONCLUSOES

Este trabalho ¢ o primeiro a tentar utilizar métodos da darea de filogenia na 4rea de
algoritmos genéticos. Espero que este seja o primeiro de muitos outros trabalhos envolvendo tais

principios.

Pessoalmente, este projeto seria mais uma ponte do que uma finalidade. Tudo comegou
quando eu queria um algoritmo genético mais eficaz para rodar num projeto cerebral. E depois de
algumas conversas o meu orientador me convenceu a implementar uma idéia que ele tinha. Mas
este projeto me proporcionou o entendimento de BBs, um conceito que considero muito

importante para qualquer pessoa interessada em inteligéncia artificial.
Este trabalho possui inlimeras possibilidades de extensdo. Citando algumas delas:
* Aplicar novos algoritmos de clustering da filogenia para substituir o Neighbor Joining
*Novas métricas de distancias
*Novas heuristicas de corte

E possivel que este trabalho venha a ser usado na minha préxima pesquisa sobre comites.
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