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Uma Caracterização da Existência da Posteriori Marginal
do Parâmetro N do Modelo de Jelinski-Moranda

Daniele da Silva BARATELN
Josemar RODRIGUES“

0 RESUMO: Este trabalho tem como objetivo caracterizar, do ponto de vista
Bayesiano com priori não-informativa e imprópria, a existência da densidade &

posteriori para o parâmetro N do modelo de Jelinski—Moranda (1972). Uma análise
do comportamento do algoritmo de Metropolis-Hastings, quando a posteriori de N é

imprópria, é considerada utilizando dados reais.

. PALAVRAS CHAVE: Confiabilidade de Software, Inferência Bayesiana,
Distribuição imprópria, Cadeias de Markov.

1. Introdução

O modelo analisado é o de Jelinski—Moranda (1972) - denotado por J-M — um
modelo de confiabilidade de software que considera as taxas de falhas entre erros
consecutivos do software, e é definido através das seguintes suposições:

(i) os erros, que vão sendo descobertos através das falhas, são corrigidos com
perfeição;
(ii) T,, i=l,2,3,...: tempos independentes entre falhas sucessivas;
(iii) a taxa de falhas entre erros consecutivos e dada por:

n,].(r,|N,A)=A[N—i+l],

onde N é o número total de erros (desconhecido) do software e A uma constante,
também desconhecida, que representa o efeito da (i-1)-ésima correção do software.
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A densidade condicional de 'I;, i=1,...,N, é dada por:

f,;(tÍINA) : A[N—i + 1]expi—A[N—i+ 114),

onde NZn e A>O.

"Para a realização de inferência Bayesiana (ver por exemplo, O,Hagan, 1994),
antes de analisamos estatisticamente os dados, devemos admitir uma informação
prévia a respeito dos parâmetros do modelo. Isso se faz pela formulação de uma
densidade a priori para os parâmetros, a qual representa todo o conhecimento ou
ignorância do pesquisador sobre os mesmos. Combinando as informações a priori e as
contidas nos dados, obtemos a distribuição a posteriori, função pela qual extraímos os
resultados inferenciais sobre o(s) parâmetro(s) de interesse. Para tanto, por falta de

informação prévia, ou mesmo por conveniência, muitas vezes os parâmetros são
modelados com densidades a priori não—informativas. Estas, que raramente possuem
distribuições próprias, quando incorporadas aos dados podem facilmente levar à
obtenção de uma densidade a posteriori inexistente para o parâmetro de interesse. Um
outro fato ocorrente é que na maioria dos casos essa posteriori não é possível de ser
obtida analiticamente, devido a uma matemática intratável, e neste caso a análise
estatística fica ameaçada. Ainda, quando a distribuição a posteriori é passível de ser
encontrada, muitas vezes é expressa sob uma forma não padronizada e de dificil
normalização.

Hoje, com o avanço na área da computação e o surgimento de novas técnicas de
simulação numérica, como por exemplo aproximações de Monte Carlo via cadeias de
Markov (ver Gamerman, 1996), o pesquisador é capaz de tratar dos problemas mais
complexos quanto à dificuldade de extração de uma distribuição a posteriori.

Das técnicas de amostragem via cadeias de Markov, podemos citar o amostrador
de Gibbs (ver Casella—George, 1992) e algoritmo de Metropolis-Hastings (ver Chib-
Greenberg, 1995), as quais permitem facilmente a obtenção de observações de uma
distribuição a posteriori sem que esta seja calculada. O grande problema é que a
exploração da posteriori por esses métodos, pode ser feita antes mesmo que seja
verificada sua existência, e isso pode ser perigoso.

Tomando para estudo o modelo de confiabilidade de software segundo Jelinski—
Moranda (1972), consideramos N como sendo o parâmetro de interesse e A o
parâmetro ªnuisanceª. Temos como objetivo analisar com detalhes nas seções
subsequentes, as duas seguintes situações:



. caracterizar a existência da distribuição a posteriori marginal do parâmetro de
interesse N do modelo J-M (1972), com priori não-informativa e imprópria;

. analisar a performance do algoritmo de Metropolis—Hastings, quando a densidade a
posteriori marginal de N não existe.

2. Caracterização da Existência da Densidade a Posteriori de N

A fim de realizarmos inferência Bayesiana para o parâmetro de interesse N,
adotamos as seguintes densidades a priori:

7!(N)ocà
e (1)

A » Gama(c,d); c, d: constantes conhecidas.

Sejam t,,...,t,, tempos observados entre falhas e tº” =(t,,...,t,,). Dado tº“), a

função de verossimilhança para N (N 2 O) e A (A > O) é expressa por:

L( N,A|t(")) = A"[Ú(N —i+ l)]expí-AJKN — a)) , (2)

Zila—Dn
s '

n

onde, s = 21, e a =
[=]

Combinando as informações (1) e (2), obtemos a distribuição a posteriori
conjunta de (MA), dada por:

p(N,A|t(")) mà—A”+º“'[f] (N —i + i)]expi-AM +s(N —a)]), (3)

onde NZn e A>O.

Integrando (3) com respeito à A, obtemos a densidade a posteriori marginal de
N, como:



[”](N—iH)
Nf”) ——f—l——————W, NZn. (4)[)( ' )OCN[d+s(N—a)]

Há um certo risco em confiamos na distribuição a posteriori de N como sendo
própria, visto que foi admitido uma priori imprópria para o parâmetro. A questão é: a
posteriori marginal de N existe sempre, ou há situações em que essa distribuição é

imprópria?. Para respondermos a essa pergunta, o objetivo neste instante é verificar
em que circunstância a posteriori de N existe para, no caso dessa distribuição ser
imprópria, ser possível emitirmos um “alertaº avisando sobre o fato.

Vamos iniciar, considerando a seguinte condição de existência da densidade a
posteriori marginal de N:

Condição de Existência: Seja a variável aleatória discreta N com função de

probabilidade p(N) tal que:
f(N)

Nª,/"(N)
p(N)=

H7=,(N—i+1)
onde f(N):m. Podemos dizer que p(N ) existe e é proporcional a

f(N ) se e somente se a série 2f(N ) converge.
N=n

Com base na condição de existência acima, formulamos e provamos o seguinte
teorema:

Teorema: A densidade a posteriori marginal de N, [)(NlIW) dada por (4), existe e é

proporcional a f ( N), se e somente se 0 > 0.

, l ' ' l - i r ' I '
1

Prova: E fac1l verificar que 2f (N ) e equivalente a serie numerica XF, que
N N

converge se e somente se 0 >0. (Sugestão: Utilizar o Método da
Comparação, (ver Lima, l989)).

No caso em que c = 0 a distribuição a posteriori de N é imprópria. Deve-
se tomar cuidado em situações semelhantes a estas, pois obtendo uma distribuição a
posteriori imprópria para o parâmetro de interesse, não existirá também seus resumos e
resultados inferenciais errados podem ser facilmente encontrados. Fica portanto aqui, o
nosso “alerta”.



3. O Algoritmo de Metropolis-Hastings quando a Posteriori de N é

lmprópria

O objetivo neste instante, é analisar o comportamento do algoritmo de

Metropolis-Hastings num caso em que a densidade a posteriori de N não existe. Para
isso, consideramos c=0 em (4), ou seja, admitimos densidades a priori não—

informativas e impróprias para os parâmetros N e A, dadas por:

7:(N)oc71/— e ”(Abc—)(. (5)

A densidade a posteriori conjunta de (N, A), é dada por:

] ”
p(N,A]'1'º'>) oc FA“ [luv —i + 1) expg-Ahw -a)]), (6)

i=l

onde NZneA>0.

Integrando (6) com respeito à A, encontramos a posteriori de N, dada por:

Ú(N—i+l)

p(N|t("))oCW, NZ”. (7)

Note que foi possível obter uma forma fechada para a posteriori marginal de N.

Entretanto, se observarmos o lado direito da expressão (7), não reconheceremos nesta
uma densidade. Além disso, encontrar a constante normalizadora de p(Nlt(")) parece
ser tarefa bastante complicada, sendo dificil também a obtenção de média, variância e
intervalos de credibilidade a posteriori. É evidente que a normalização neste caso é
impossível, visto que na Seção 2 foi provado que a posteriori marginal de N é

. , . ,. w H;,(N—m) . , , ,Impl'oprla, e a serie 2 ——————n— divergente. O caso e que se nao soubessemos
N=n N(N — a)

de tal fato e estivéssemos interessados nos resultados inferencias a posteriori, é bem
provável que pensariamos na utilização de técnicas de amostragem para obtê-los. Deste
modo então, voltamos a expressão (6) e dela extraímos as seguintes densidades
condicionais:



n;,(N'm-H 1)
1 ' -(n)p(N IA,] )oc

N'+n
expi—ASN'i, (8)

p(AlN','r<">) oC A“ expi—Aç(N'+n—a)l, (9)

onde N'= N—n (N'ZO)e A>0.

Em (8) não é identificado uma densidade conhecida para a distribuição
condicional de N'lAJW, e isso sugere a utilização do algoritmo de Metropolis—

Hastings para gerar valores da distribuição a posteriori de N'. Em (9), onde é

verificada uma distribuição Gama com parâmetros n e s(N'+n- a) para AIN',t(”), é

possível a obtenção de observações da distribuição a posteriori de A via amostrador de
Gibbs.

Para ilustrar a utilização do algoritmo de Metropolis-Hastings quando a
posteriori marginal de N não existe, consideramos os dados NTDS de Jelinski-
Moranda (1972). Estes dados consistem do número de dias entre as 26 falhas que
ocorrem na fase de produção do software e são apresentados na Tabela 1.

Tabela 1: Dados NTDS referentes à fase de produção do software
Produção

i t,. i t,. i t,. i t,. i r,. i t,.

1 9 6 2 11 I 16 l 21 II 26 I

2 12 7 5 12 6 17 3 22 33
3 11 8 8 13 I 18 3 23 7

4 4 9 5 14 9 19 6 24 91
5 7 10 7 15 4 20 1 25 2

Calculando o estimador de máxima verossimilhança de N, temos que AA! : 31.2 e

consequentemente N': 5.2.

Para a simulação de N ', é necessário conhecer o núcleo de transição que define
a densidade geradora, uma função capaz de gerar candidatos da distribuição a
posteriori de N'. Para isso vamos considerar Bin(n. ,p.), uma densidade Binomial de
N' com parâmetros n. e p. conhecidos, como o núcleo de transição escolhido de
maneira que seja possível a obtenção de uma taxa de aceitação alta dos candidatos
gerados por esta distribuição. Neste exemplo numérico, os valores de n, e p. são
tomados de acordo com os seguintes critérios:
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lº) [% =0.5, assim toda cadeia obtida para N' é simétrica c a probabilidade de

aceitação e' reduzida a a(x, y) = "Milº—%c/iiº onde x é o estado atual do processo

e y 0 novo valor gerado, o que indica uma considerável simplificação
computacional;

2ª) n,=10, pois a média dos valores gerados pela densidade Bin(10,0.5), é

aproximadamente o valor do estimador de máxima verossimilhança de N',
N'=5.2, sendo portanto possível um aumento das chances de aceitação do valor
proposto.

Geramos para cada parâmetro 10 000 valores, divididos em 5 cadeias
independentes, com 2000 iterações em cada, inicializadas em pontos diferentes. As

Figuras 1 e 2 mostram os gráficos, de todas as 5 cadeias simuladas, para N' e A

respectivamente. O comportamento dos valores de N' e A obtidos iterativamente, pode
ser analisado também através da Figura 3, onde representamos graficamente as 10 000

iterações do par (N ',A).

Figura ]: Gráfico de N' x lteração Figura 2: Gráfico de A )( lteração
(Todas as 5 cadeias) (Todas as 5 cadeias)
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A taxa de aceitação dos candidatos N', gerados pela densidade Binomial, como

sendo valores da distribuição a posteriori desejada é de 766%. Um valor alto, o que
indica ter sido o núcleo de transição bem escolhido.

Ao observar as Figuras 1 e 2, notamos que no início de cada cadeia os valores

apresentam uma certa dispersão, que não é verificada nas últimas iterações, e isso

acontece tanto para os dados gerados de N', como para os de A. Portanto, não
podemos admitir convergência logo nas primeiras iterações, devido a um

comportamento perturbado dos valores iniciais. Por outro lado, após certo número de

iterações, as cadeias apresentam trajetórias similares e com as mesmas características.
Isso mostra uma possível convergência dos valores gerados para uma distribuição de

equilíbrio. Também, pela Figura 3, podemos verificar convergência de N' e A,

simultaneamente. Dessa forma, construímos as cadeias finais de valores de N' e A,

considerando os dados a partir da convergência obtida, (admitimos isso após 1000
valores), espaçados de 10 em 10 iterações. Encontrando assim, amostras de tamanho
500 para os parâmetros N' e A.

Figura 4: Gráfico de N' x lteração Figura 5: Gráfico de A x lteração
(Cadeia Final) (Cadeia Final)
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As Figuras 4 e 5 sugerem convergência em distribuição das amostras finais de

N' e A, por apresentarem uma trajetória uniforme da cadeia dos valores selecionados

ao longo de todas as iterações. Os histogramas mostrados nas Figuras 6 e 7, parecem
indicarem que as cadeias finais de N' e A estão convergindo para uma distribuição de

equilíbrio, por terem um comportamento similar a uma distribuição Normal.
Entretanto, a convergência em distribuição não pode ser assegurada, apenas por uma
análise visual dos dados. Uma alteração nas escalas dos gráficos, pode levar-nos à
diferentes interpretações. Por isso, a monitoração da convergência das cadeias finais
obtidas para N' e A, é feita através do critério de Gelman-Rubin (1992) onde são
analisados os valores das reduções potências estimadas da escala, dados por:

RN. = 1.0069 e RA = 1.0032.

Como os indicadores RN. e RA estão bem próximos de ], podemos então
concluir que as cadeias finais obtidas para os parâmetros N' e A convergem para uma
distribuição de equilíbrio.

Os valores gerados de N' estão restritos ao domínio do núcleo Bin(n,,p,), isso
é equivalente a estabelecer um ºtruncamento' em N', ou seja, tornar N' e A, onde A e'

um conjunto finito. Desta forma, o fato de ,u,Ae(0,oo) não provoca “explosão” na
densidade p(N'IA, ,u,t(")), pois só aceitamos N' e A (domínio da Binomial).

Como podemos perceber, na simulação dos valores de N' (N': N ——n), via
Metropolis-Hastings, não foi identificado a inexistência da distribuição a posteriori
marginal de N'. Uma explicação para essa ocorrência, está no fato de que a cadeia
obtida para N' percorreu grande parte da distribuição desejada, mas não todo o seu
domínio. Isso pôde ser verificado pela alta taxa de aceitação, (76.6%), dos valores de
N' simulados pelo núcleo de transição e através da convergência da cadeia final para
uma distribuição. Vale ressaltar ainda, que isso continuará acontecendo mesmo que um
aumento grande no número de iterações seja feito. O núcleo de transição continuará
gerando valores de N', dos quais grande parte vem da distribuição a posteriori
imprópria de N'. Entretanto, o domínio da densidade Binomial (10,0.5) permitirá
sempre a obtenção de uma cadeia de valores de N', proveniente de uma distribuição
própria e, por isso, será dada a convergência.



4. Conclusões

Quando não há informação prévia a respeito do número total de erros existentes

no software e nem do efeito que cada um desses erros têm na taxa de falhas, é

admitido para os parâmetros N e A distribuições a priori não-informativas como, por
exemplo, em (5). Neste caso essas distribuições são também impróprias e provamos
que a posteriori de N não existe. Encontramos o campo de existência da densidade a
posteriori, o qual é dado se e somente se, para 0 > O. Caso contrário, isto é, para e = O

informamos ao pesquisador que a posteriori de N é imprópria, evitando que este venha
ter indesejáveis problemas inferenciais.

Em modelos Bayesianos onde é considerado distribuições a priori impróprias,
as distribuições a posteriori são geralmente não disponíveis sob forma fechada. A
dificuldade de cálculo da posteriori, pode conduzir ao uso de técnicas de aproximação
numérica antes mesmo de verificar a propriedade dessa distribuição. Vimos um
exemplo onde a produção de uma cadeia de Metropolis-Hastings, correspondendo a
uma posteriori imprópria, parece perfeitamente razoável. O grande problema é que se
não soubéssemos da inexistência da densidade a posteriori de N, aceitariamos os
valores simulados via M-H, como sendo pontos amostrais da posteriori de N e ainda
estaríamos certos de que essa distribuição é própria. Desses dados então, realizaríamos
toda uma inferência errada para o número total de erros existentes no software. Logo,
não podemos esperar que cadeias de Markov indiquem a impropriedade de uma
distribuição, pois como vimos, isso pode não acontecer.

Uma verificação da existência da densidade a posteriori, quando admitido
distribuições a priori impróprias para os parâmetros do modelo, é de importância
relevante e deve ser realizada antes que técnicas Markovianas de simulação sejam
utilizadas.

Vários exemplos semelhantes ao apresentado neste artigo, com a utilização do
amostrador de Gibbs, podem ser encontrados na literatura como por exemplo em
Hobert e Casella, 1994.
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0 ABSTRACT: The purpose of this paper is to characterize the existence of the

posterior distribution of N in the Jelinski-Moranda model (1972) when an improper
prior is imposed. The performance of the Metropolis-Hastings algorithm using real
data is also considered.

. KEY WORDS: Reliability software, Bayesian Inference, improper prior, Markov
Chain.
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