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CONFIABILIDADE DE REDES: UM ENFOQUE
BAYESIANO

Sandra Cristina de OLIVEIRA*, Jorge Alberto ACHCAR*

RESUMO: Neste artigo, apresentamos uma anilise Bayesiana para confiabilidade de sistemas de
redes usando métodos de simulagdo de Monte Carlo via Cadeias de Markov. Assumimos diferentes
densidades a priori para as confiabilidades dos componentes individuais, com o objetivo de
obtermos sumdrios de interesse. A metodologia € exemplificada considerando um caso especial de
sistema complexo composto por nove componentes. Consideramos ainda confiabilidade de redes do
tipo k-out-of-m para a qual ilustramos um exemplo numérico.

PALAVRAS-CHAVE: Confiabilidade de Redes, Anélise Bayesiana, Métodos de Monte Carlo via
Cadeias de Markov.

1. Introducao

Assumindo uma rede com n componentes, definimos X;(t) ‘como uma varidvel indicadora
para o funcionamento do i_ésimo componente, ¢ = 1,...,n e X(¢f) como uma varidvel indicadora
para o funcionamento do sistemna. Assim, X;(¢) = 1(0) se o i_ésimo componente estd funcionando
(ou ndo) e X (t) = 1(0), se o sistemna esta funcionando (ou ndo) num dado tempo ¢ > 0.

* Instituto de Ciéncias Matematicas e de Computagio, Universidade de Sio Pal‘;l‘c; - USP, 13560-970, Sao Carlos, S.P.,

Brasil.



A confiabilidade esperada do i_ésimo componente é dada por p;(t) = P{Xi(t) = 1}e a
confiabilidade esperada do sistema é dada por p(t) = P{X(t) = 1}. A confiabilidade esperada do
sistema é expressa por uma fungfio h(p ), p = (p1,...,Pn), das confiabilidades dos componentes

individuais dependendo da estrutura do sistema: série, paralelo ou qualquer outra configuracdo geral.

Para um sistema em série temos:

p(t) = h(p) = P{X(t) = 1} = P{Xq(t) = 1,..., Xa(t) = 1} = [Im )

i=1
e para um sistema em paralelo,

p(t) = h(p ) = P{X(t) = 1} = 1 - P{X(t) = 0} =

n

=1-P{Xi(t) =0,..., Xa(t) =0} = 1 = [[(1 - py). @)

i=1

Considerando um caso especial de sistema de rede complexo composto por nove

componentes, temos:

T

.
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h Y

Figura 1 - Sistema de rede com nove componentes.

O cilculo da confiabilidade do sistema da Figura 1 ndo € trivial, porém, utilizando o lema da
decomposicdo pivotal (Barlow & Proschan, 1981) podemos obter bons resultados.

Seja X(t) = ¢(X1, Xy, X3, X4, X5, X, X7, X3, Xo). Realizando todas as combinacdes

possiveis, obtemos a confiabilidade do sistema como uma fungiio das confiabilidades dos

*n.

componentes individuais p; (Oliveira, 1999).



Para obtermos sumdrios a posteriori de interesse usamos métodos de Monte Carlo via
Cadeias de Markov (MCMC) baseado nos algoritmos de Gibbs Sampling (Gelfand & Smith, 1994) e
Metropolis Hastings (Chib & Greenberg, 1995). O uso de métodos MCMC em anilise Bayesiana de
confiabilidade de redes tem sido explorada por vérios autores (ver, por exemplo: Achcar,1998).

2. Analise Bayesiana para sistemas de redes

2.1 Funcio de verossimilhanca para p

- Assumindo que, para os n componentes de um sistema de rede, temos o conjunto de dados
D = {(n;,z;);i =1, ..., n}, onde n; réplicas do i_ésimo componente sio testadas em um dado
tempo ¢ e x; é o nimero de réplicas do i_ésimo componente que sobrevivem ao teste. A fungo de

verossimilhanga parap = (p1, .-, Pn) € dada por:

Lp) =I1(2)s@-mr= 0<m<1. )

~
i=

2.2 Distribuicao conjunta a priori para p

Assumindo independéncia a priori para os pardmetros, podemos considerar uma distribui¢ao
conjunta a priori para p dada pelo produto de distribuicGes Beta,

p)ocH H1—-p)b 4

i=1
onde 0 < p; < 1, a; e b; sdo constantes conhecidas.

Normalmente a suposi¢do de independéncia a priori para p pode ndo ser razodvel. Lynn,
~

Singpurwalla e Smith (1995) propdem algumas distribuicdes a priori para sistemas de rede
assumindo dependéncia a priori, 0 que é mais realistico nas aplicagdes.

Uma destas distribuigSes (Chen & Singpurwalla, 1996) considera seqiiéncias permutaveis de

., . 2.
pis e componentes altamente confi4veis, sendo dada por:



n a-1
a"{H(l—Pi)} ln(l—_lp;(.—)-), sea=(n—-1)"
=1 . 1 .
71'2 (£ ) = zn .a—l 1_(1_’,01 )l-(n—l)a 1
a"{nl(l"pi)} {-ﬂ‘,;’:l—);—}, sea;é(n—jl)’
1=
: (5)
onde p* ;) = min(p1, ..., Pn)- :
Quando temos seqiiéncias permutdveis e componentes idénticos ou quase idénticos, ou seja,

os componentes sdo aproximadamente os mesmos (de Finetti, 1972) consideramos, para o caso
bivariado, a distribuigdo a priori dada por:

m3(p1, p2| b12) ea:p{ — 3 [612(1 — )’ } : 6)

onde 615 é um pardmetro que indica a forma das distribui¢des marginais de p;, ¢ =1,2 e da

correlagd@o entre p; e p;.

Para o caso trivariado e multivariado temos, respectivamente:

n3(py, p2, ps|e ) ox exp { — 2 [612(p1 — p2)? + O13(p1 — p3)? + Baa(p2 - m)3} (7)
m3(P1, ...y Po] @) x exp{ - %Q} (&)

onde @ € um polinémio de grau dois em py, ..., P,.

Para componentes ndo muito confidveis nem idénticos, uma outra distribui¢io a priori €
proposta por Lee (1993). No caso bivariado, dado § = (a1, ag, f1, B2, w12), a distribuigdo conjunta
a priori para p; e py € dada por: , “

ma(pr, 22l 8) = (1l 9 ) (P2l ) {1+ Rua(p1, m2) } 9
onde Riy(pr1, p2) = wizd(p1)d(p2), d(m) =pi — pi pi = E(p;) e n(p]g ) é a distribuigdo

marginal Beta para p;, com parimetros a;e f;, i = 1, 2. O parimetro w;, indica a intensidade da

relagdo entre p; e p,, com wy; = 0 denotando independéncia.

A extensdo para dimensdo n envolve um alargamento apropriado de § no sentido de

abranger todas as dependéncias possiveis. A distribui¢do é dada por:



7"4(171, 2 pn! Q) = IIlﬂ—(p‘il,Q, ) {1 + RlZ...n(plr '"1_pn)} (10

onde Rjy_ ,( . ) segue o modelo de Ry ( ) dado anteriormente.

3. Inferéncia Bayesiana

Considerando os algoritmos de Gibbs Sampling e Metropolis-Hastings, geramos amostras
para obtermos inferéncias para as confiabilidades dos componentes individuais p;(tf) e para a
confiabilidade do sistema de rede p(t). Um estimador de Bayes de p; com respeito 4 fungdo de perda

quadritica é dado por:
E(p;| D) = [pin(p | D)dp . | (11)
Seja pir’s) , %=1, ..., n os valores obtidos para p; na r_ésima replicacio e s_ésima iteragio.

onde R e S sdo, respectivamente, o nimero total de simula¢des (ou cadeias) e o niimero de iteragdes
do algoritmo. Entdo, (11) pode ser dado pela estimativa de Monte Carlo

~ 4 & & e 12)
pi—ﬁz DR s (

Uma estimativa de Monte Carlo para a confiabilidade do sistema de rede ~(p ) com respeito

a fung¢o de perda quadritica, é dada por:

h = 4 & J h (r.s) (rs) ) 13)
(’g)— RS Z E (pl 1oy Pn ) (13

4. Andlise Bayesiana para o sistema da Figura 1

Considerando o sistema de rede complexo com nove componentes (Figura ) € o conjunto de
dados D = {(n;, z;) = (12,11); (10,8); (7, 5); (14, 12); (18, 12); (20, 18); (18, 17); (9, 6); (15, 12)}

t=1,...,9 onde n; é o niimero de réplicas do i_ésimo componernté que sio testadas em um dado

tempo ¢ e z; denota o nimero de réplicas que sobrevivem ao teste.



Através da pro
obtermos amostras rep;
simulagfo, geramos 5 ¢
e com as restantes, de d
15, totalizando 500 da

De acordo com os dados, os estimadores de Monte Carlo obtidos para E(p;| D) e os
intervalos de credibilidade (95%) para p;, i =1, ...,9 sdo dados pela Tabela 1 e pela Tabela 2.

respectivamente,

gramacdo realizada no software Matlab versdo 4.2b, com o objetivo de
resentativas das distribuicdes de interesse e de realizarmos inferéncias via
adeias com 2000 iteragSes em cada. Desprezamos as 500 primeiras iteragdes
rada cadeia, construimos uma amostra tomando valores espagados de 15 em
os. O critério de convergéncia para a verificagdo de que os valores gerados

sdo mesmo pontos amostrais da distribuigcio desejada € o proposto por Gelman e Rubin (1992).

Tabela 1 - Estimadores de Monte Carlo para E(p;| D),i =1, ..., 9.

Distribuicio a priori

m(p) | mip) m(p) | m(p)
E(m|D) |09152 |09182 {08350 |0.8520
E(p|D) | 08104 |08058 |0.8090 | 0.7511
E(ps|D) |07432 07499 |0.7224 |0.6949
E(p D) |08607 [08594 |07818 |0.8137
E(ps|D) 06829 |06776 |0.6737 |0.659%
E(ps| D) 08990 |08996 |0.8794 |0.8630
E(pr|D) |09415 [09381 [09014 |0.9077
E(ps| D) |06955 |06959 |0.6964 | 0.6325
E(p|D) |08068 [08137 [07462 |0.7648

Tabela 2 - Intervalos de credibilidade (95 %) para p;,i =1, ..., 9.

Distribuicfio a priori
mi(p ) ma(p ) m3(p ) m4(p )
v | 0.7213;0.9969 | 0.7465;0.9965 | 0.6364;0.9778 | 0.6701;0.9760
pe | 0.5450;0.9702 | 0.5356;0.9737 | 0.6221;0.9393 | 0.4828;0.9350
p3 | 0.4238;0.9579 | 0.4372;0.9567 | 0.4925;0.9040 | 0.3815;0.9207
ps | 0.6548;0.9795 | 0.6526;0.9795 | 0.5833;0.9355 | 0.5746;0.9524
ps | 0.4656;0.8669 | 0.4294;0.8558 | 0.4801;0.8362 | 0.4413;0.8464
P | 0.7436;0.9861 | 0.7540;0.9828 | 0.7592;0.9725 | 0.6851;0.9700
pr | 0.8047:0.9978 | 0.7881;0.9984 | 0.7724;0.9857 | 0.7690;0.9899
ps | 0.4024;0.9173 | 0.4189;0.9377 | 0.4829;0.876Q. | 0.3206,0.8763
P9 | 0.5888;0.9532 | 0.6022;0.9576 | 0.5405:0.9003 | 0.5593;0.9237




A Tabela 3 mostra as estimativas para E(p(t)] D), ou seja, a média a posteriori para a
confiabilidade do sistema da Figura 1.e os intervalos de credibilidade (95%) para p(t).

Tabela 3 - Estimadores de Bayes para a confiabilidade do sistema da Figura 1.
Distribuicdo a priori

mi(p ) ma(p ) m3(p ) ma(p )
E(p(t)| D) |0.9571 0.9567 0.9130 0.9110
1C(95%) p(t) | 0.8861;0.9912 | 0.8809;0.9927 | 0.8239:0.9744 | 0.8040;0.9698

Para o caso de independéncia a priori entre os parimetros consideramos a; = 1.125 e
b; = 0.125. As distribui¢des marginais a posteriori para p; sdo dadas por:

m(p; | D) oc pHB+ETY (1 — p)mi=m—015-1 5 =1 9 (14)
ou seja,

p; | D ~ Beta[1.125 + z;,n; — 2, - 0.125), i =1, ..., 9.
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Para seqiiéncias permutiveis e componentes altamente confidveis, a distribui¢cao conjunta a

posteriori para p (ver (5)) é dada por:
9
mo(p | D) = [1—=(1—phy)'=%] I pf*(1 — p)mte=-t (15)
~ i=1 . .

onde p;) = min(py, ..., ). Assumindo o = 0.1, garantimos que os valores de p; tendam a ser
grandes. As distribui¢Ges condicionais usadas para gerarmos amostras de (15) via algoritmos de
Gibbs Sampling com Metropolis-Hastings sdo dadas por:

7r2(pz-l Pi), D) X p:i(l - pi)ni+a—:t:.-—l ¢(£ ),Z = 1) ey 9 (16)

onde ¢(p ) = exp{log{1 — (1 - p(}))~*°]} e PGy = (P1, s Piv1, Pit1s s Po)-
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Para o caso de seqiiéncias permutiveis e componentes idénticos ou quase idénticos.
assumimos a situagdo onde p; é semelhante a py, p3 semelhante a py , ps semelhante a pr e pg
semelhante a.py , com valores representando correlagdes altamente positivas entre os pardmetros
dados por 6, = fg7 = 100, 034 = O3 = 50 e os restantes préximos de zero, exceto 835 = 45 = 10.

Portanto, a distribui¢@o conjunta a posteriori para P (ver (7) e (8)) é dada por:

my(p D)o [ TT9F( - "] ean{ — 4 [0l ~ ) + bulrs — pa? +

i=]

+ 35(ps — p5)? + Oas(pa — Ps)? + Gor(ps — pr)? + Bao(ps — po)?| }

e as distribuigdes condicionais requeridas para o algoritmo de Metropolis-Hastings por:

Pl puy, D < pi*(l —p)m™ 63??{ — 1 012(m —Pz)z}
P, p2), D o p3*(1 — po)"a™™ exp{ — 3 ba(p — pz)z}

p,l Py, D o< p3*(1 — p)™™" 6-"»‘?{ -1 [034(113 — pa)? + O35(p3 — Ps)z]
Pl P4y, D oc pgt(l — pg)™ ™ exp{ 3 [034(p3 — p4)? + Ous(ps — ps) ]
: [935(173 — 15)? + 045 (ps — ps)?

Pyl ps), D o p5*(1 = ps)™™™ ewp{

Pyl Ps)s D o pg°(1 — pe)e™ exp{ — 5 O67(ps — P7)2}
Pl py, D o p7’ (1 — pr)"' ™™ ezp{ — 3 O67(p6s — }
Pyl pe), D o< pg*(1 — pg)™™™ emp{ 3 Oso(ps — 2}
Pyl Pio)s D o p§°(1 — po)™e™ efBP{ 3 Os0(ps — 2}

a7

(18)
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Figura 4 - Distribui¢Ges marginais a posteriori para p;,% = 1,...,9assumindo m3(p )

Para componentes ndo muito confidveis nem idénticos, assumimos distribuicGes marginais
uniformes (0, 1) para p;dado § , wiy = w3y = wer = weg = 2, que correspondem s correlagdes
positivas entre pje py, entre p3 € py, entre p,e py € entre pge py. Assumimos, também,
w34 = W3s = wys = 1 € todas as outras dependéncias como zero. Entdo, a distribui¢do conjunta a

posteriori para p (ver (10)) é dada por:

ma(p | D) o H I-p)" = 9(p), (19)

~v

ot 1) =1 =1) 1) o ) 1-1)

s (= 1) =1) 0 - 1) -1) o 1) - 1)+
+on =)

Logo, as distribuigdes condicionais a posteriori sdo dadas pos:

10



9
ma(p, e, D) o< [Ip*A=p)* ™™ 4 (p).i=1, .., 9 (20)

onde piy = (P1, - Pi-1, Pitly o py). Podemos observar que os p;s sdo gerados via algoritmo de
Metropolis-Hastings cujo nticleo € uma distribui¢do Beta com pardmetros z; + 1 e n; — z; + 1.
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Figura 5 - Distribui¢des marginais a posteriori para p;,¢ = 1, ..., 9 assumindo m4(p ).

5. Anadlise Bayesiana hierarquica para o sistema da Figura 1

Considerando o sistema complexo da Figura [ e o conjunto de dados D associados a fungio
de verossimilhanga dada em (3), estruturamos o problema incorporando no modelo relagoes

probabilisticas a respeito dos pardmetros e dos hiperpardmetros através de distribui¢des a priori

hierdrquicas.

11



5.1 Distribuicio a priori hierarquica para p

5.1.1 Seqiiéncias permutaiveis e componentes altamente confidveis

Para o caso de seqiiéncias permutédveis ¢ componentes altamente confidveis, a distribuicdo

conjunta a priori de p (ver (5)) é dada por:

mie lo) =0t {[l0 -} { =]

=1
onde p*;y = min(py, ..., Po)-
Seja

m(p @) = m(p | @) m(e) 3y

onde my(a) x a®le™® | a > 0e a,b sioconhecidos, ou seja, a ~ Gama(a,b). Entio,

9 a-1 [ 1-(1-p% )-8
m(p ,a) o @¥*elete { [1a- p,-)} {——(l—_’-’%—)——}, | 22)

i=1

Portanto, a distribui¢do conjunta a posteriori é dada por:

b 9 I S 1"(1“1’('12)1—80
11.2(}3 aal D) x aQ+a—I e~be { Hpi'(l - pi)n--f.-i-d—l}{ - } (23)

i=1

hY

e, a partir de (23), obtemos as distribui¢Ges condicionais dadas por:

ma(;l Py, 0y D) o P (1 — pi)=*elgy(p ), i =1, ..., 9
71’2((1"3 ,D) x o le~be ¢2(£ )
(24)

onde Dy = (ph vy Pi-1y Di+1, ap9) ¢

{2



bi(p) =eop{log[1— (- gV}
9 .
¢2(£ ) =exp { 9loga + [Z(ni —z;+a—1)log(1 —p,-)] +

t=1

+ log [1 -(1- pz‘l))l"s"‘] —log(1 - 80:)}.~

Assumindo a = 100 e b = 1000, de maneira que continuemos a garantir que os valores de p;
tendam a ser grandes e, utilizando as mesmas condi¢gdes de programacao descritas nas segdes 3 € 4,
construimos uma amostra com o objetivo de obtermos os sumérios a posteriori de interesse.

Tabela 4 - Estimadores de Monte Carlo para E(p;| D) e E(a| D),i =1, ..., 9.

72 (,13 )
Modelo nio hierdrquico | Modelo hierdrquico
E(p|D) | 09182 0.9237
E(p,| D) | 08058 0.8106
E(ps| D) | 0.7499 0.7438
E(p| D) | 08594 0.8692
E(ps|D) | 06776 0.6863
E(ps| D) | 0.8996 0.9029
E(p|D) | 09381 0.9439
E(m| D) | 0.6959 0.7001
E(ps| D) | 08137 0.8073
E(a| D) - 0.0998

Tabela 5 - Intervalos de credibilidade (95 %) para p; e, i =1, ..., 9.

m(p )
Modelo ndo hierarquico | Modelo hierdrquico
P | 0.7465;0.9965 0.7249;0.9975
P2 | 0.5356;0.9737 0.5442;0.9706
ps | 0.4372;0.9567 0.3996,0.9616
ps | 0.6526;0.9795 0.6692,0.9789
ps | 0.4294;0.8558 0.4474,0.8644
Ps | 0.7540;0.9828 0.7560,0.9865
pr | 0.7881;0.9984 0.8262,0.9972
ps | 0.4189;0.9377 0.3925;0.9323
P | 0.6022;0.9576 0.5986,0.9536
a - 0.0818;0.1202

13




5.1.2 Seqiiéncias permutdveis e componentes idénticos ou quase idénticos

Para seqiiéncias permutdveis e componentes idénticos ou quase idénticos, considerando a
situa¢do descrita anteriormente, assumimos:

912 ~ Normal (100, 16) 967 ~ Normal (100, 16)
034 ~ Normal (50,9) fs9g ~ Normal (50,9)
035 ~ Normal (10, 4) : 045 ~ Normal (10,4)

e os demais iguais a zero.

A distribui¢do conjunta a priori para P (ver (6)) é dada por:

1r3(£ | 012, 634, 035, 645, O67, B39 o exp{ - %[912(131 = p2)? + 034(ps — pa)® +
+ 035(p3s — ps)® + a5 (ps = Ps)® + Oor(p6 — P7)* + Os0(ps - Ps)z] }

Seja,

73(p , 012, O34, O35, 045, O67, O0g9) = m3(p | O12, O34, 035, 045, O67, O39) X

X mo( 012, 034, 035, 045, O67, Og9). - (25)
Assumindo independéncia a priori entre 69, 034, 035, 045, 67 € g9, temos:

o ( 012, 034, O35, 045, Oz, Os9) X GIDP{ —~ 3 (812 — 100)? — L (867 — 100)2 —
~ 15634 — 50)% — {(6s0 — 50)% — 1(635 — 10)? — §(045 — 10)2}- . (26)

Logo,

7’3(£ ; 9;2, 034, 035, 045, Og7, 039) CSUP{ - %[912(201 — 2)? + 067(ps — pr)* +
+ 034(p3 — pa)* + Os9(ps — Po)? + Oas(ps — ps)? + Oas (py — Ps)z} } X
X 62??{ ~ 35 (612 = 100)2 — % (67 — 100)? — 5(f34 — 50)% — %5 (fg9 — 50)2 —
~ §(635 = 10)° - §(04s — 10)?}. | | @7
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+ 945(?4 - p5)2] } ea:p{ — % (612 — 100)2 -
— 75 (089 — 50)% —

Portanto, de (27) obtemos a distribui¢do conjunta a posteriori dada por:

73(p , 012, 034, 035, 045, 067, 03| D) o [H P(1—p ),..._,..] X.

X ewp{ -1 [912(2?1 — p2)? + B67(ps — pr)* + O34(Ps — Pa)? + Oso(Ps — po)? + B35(ps — ps)? +

§(63s — 10)? — (815 — 10)2}

35 (667 — 100)2 —

(634 — 50)% —

e as distribui¢des condicionais requeridas para o algoritmo de Metropolis-Hastings dadas por:

onde p) =

p,lpqay.8, . D o pi*(1 —p)m ™™ ewp{ -
P, P8, D o pi(l — pp)™™ 6$P{ -
P, P38, , D o py*(1l — pg)™™" ewp{
P8, D x p {
P P8 D o< pg*(1— ps)™ % ewp{
Pel p@) 8, » D o pg°(1 — pg)"e™"e exp{
plp@,8 D o pi'(1l - {
Pyl Pe), 8 s D o pg*(1 — pg)™=™ exp{

7

(1 — pg)™ ™ exp

)™=t ezp

Pyl Pe), 4, D ox pg°(1 - -
b2l p 967,934,989,935,045,17 X ezp
O67| p 1 612, 034, 059, 035, 845, D ox exp
034] p , 012, 067, Os9, 035, 045, D o exp
Oso| p , 012, 067, 034, 035, 045, D o exp
035| p , 012, 067, 034, On9, 045, D ox exp

{-
1
{-
{-
1
{-

945|P 012,967,934,989,935,17 X exp

(pla oy Die1y Ditls ooy p9)a ,P, = (ph Y L]

(28)
3 01a(;n — Pz)z}
3 b2(p - pz)z}
3 934(773 ps)? + O35(ps — P5)2: }
b | Bua(ps = pu)? + Bas(ou = s |}
: 035(193 P5)% + 045(ps — ps)zl }
: 967(116 )2}
5 sr(ps — pr)?
3 Osg(p P9)2}
} Oso(ps — 0)?}
L 8us(py — p2)? = 5 (612 — 1007}
4 er(ps — pr)? = & (Br — 100)°}
5 034(P3 — pa)? — 35 (034 — 50)2}
4 0so(ps — po)? — 5 (0a0 — 50)° |
3 035(p3 — ps)? — } (635 - 10)2}
L 05(py — ps)? — 4 (65 — 10)°}
(29)

) € ﬁ = ('912,034,035,045,067,089)-
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Tabela 6 - Estimadores de Monte Carlo para E(p;| D),i =1, ..., 9e E(612| D), E(6e7| D),
E(034| D), E(oggl D), E(035l D) € E(045l D)

73 (g )
modelo ndo hierdrquico | modelo hierdrquico
E(pm| D) 0.8350 0.8407
E(m| D) 0.8090 0.8024
E(ps| D) 0.7224 0.7302
E(ps| D) 0.7818 0.7809
E(ps| D) 0.6737 0.6787
E(ps| D) 0.8794 0.8777
E(p:| D) 0.9014 0.8978
E(ps| D) 0.6964 0.6967
E(ps| D) 0.7462 0.7348
E(6,2| D) - 99.8235
E(8e7| D) - 100.1540
E(8| D) - 50.2937
E(6s| D) - 50.0278
E(855] D) - 9.9338
E(645| D) - 9.8978

Tabela 7 - Intervalos de credibilidade (95 %) para p;, i = 1, ..., 9 e para 8.

Wa(}\{ )

modelo ndo hierdrquico | modelo hierirquico
p | 0.6364;0.9778 0.6723;0.9670
p2 | 0.6221;0.9393 0.6259;0.9388
ps | 0.4925;0.9040 0.4984,0.9111
ps | 0.5833;0.9355 0.5932;0.9385
ps | 0.4801;0.8362 0.5109;0.8429
ps | 0.7592;0.9725 0.7442;0.9702
pr | 0.7724;0.9857 0.7657;0.9853
ps | 0.4829;0.8760 0.4774;0.8844
po | 0.5405;0.9003 0.5339;0.8973
012 - 94.3003;105.8196
Os7 - 94.5564;105.6539
O34 - 46.2810;54.8787
Oso - 46.9800;52.9151
O35 - 7.0471;13.1389
O45 - 6.9554;12.6342
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5.1.3 Componentes nio muito confidveis nem idénticos

Para o caso de componentes ndo muito confidveis nem idénticos, assumimos:

wiy ~ Normal (2,1) wer ~ Normal (2,1)
W34 ™~ Normal (2, 1) Wsgg ~ Normal (2, 1)
was ~ Normal(1,1) wgs ~ Normal(1,1)

e as demais dependéncias iguais a zero.

A distribui¢do conjunta a priori para p (ver (7) e (8)) € dada por:
7r4(£ | w2, We7, W34, W9, W5, Was) X P (g 1)

)—1+w12(P1-%)(P2—%)+

onde w = (w2, Wer, W34, Wy, W35, Wy5) € ¢(£ w
= 1))+ (1 1) 1) m (= 1) - 1)
o = 3) = 1)+ (=) - 3)

Seja,

my(p y W ) = Ta(p | wi2, wer, W34, Wag, W35, Wa5) X
~y ~y

X mo(w1z, Wer, W34, Wsg, W35, W4s)- (30)
Assumindo independéncia a priori entre w;g, We7, W34, W9, W35, Wes , tEMOS:
o (W12, We7, W34, Wsg, W35, Wys) OX exp{ — 3 (w12 = 2)* - §.(wer — 2)? — J(w3s — 2)° —
— L(wgo —2)2 = L(wgs — 1)% = L(was — 1)2}. 31)
Logo,
( ~ L, —92)2 —
T4(P , Wiz, We7, W3, Wag, W35, Was) X P (g W) 33717{ 2 (w12 —2)
~ 3 (wer = 2)? — S (wsq — 2)% — $(wse — 2)? = F(wss — 1)% = L(wys - 1)2}- (32)

Portan_to, de (32) obtemos a distribui¢io conjunta a posteriorj dada por:
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74(p , w2, Wer, W34, Wa9, W35, Was| D) o< [H 7(1 - P)""I'] 1/1(17 w) x

~ ) . i=]

X ea:p{ — L (wia — 2)% = L (wer — 2)? — §(wsq — 2) = J(weo ~ 2)* -
— 5(wss — 1)% — 5 (wes — 1)2} , - (33)

e as distribuigdes condicionais dadas por:

plp(z)7 DO(p; (l_p)n' I‘, (p’w)v i=1’-~-’9

~J

w12|£ , W6T, W34, Ws, W35, Wa5, D o ea:p{ - % (w2 — 2)2} (4 (g y W )

’weﬂg , W12, W34, Weg, W35, Wes, D eflfp{ - % (wer — )2} (4 (g W )
w34| p , Wiz, Wer, We9, W3s, Was, D ea:p{ — 3 (w3s — 2)2} v(p.w)
Weo| P , w12, Wer, W34, Was, Was, D o ezp{ 3 (wso — 2} v(p,w)
‘was| P, wiz, Wer, W34, wae, Was, D exp{ 3 (wss — 1)2} v, w)
was| p , wia, Wer, Wa4, Wey, Was, D ea:p{ 3 (was — 1)2} ¥(p,w)

(34)

onde PGy = (1) -y Pie1y Pit1y o1 P9)s p= (p1y -y Do) € w = (w12, Wer, W34, W9, W35, Wa5)-

Tabela 8 - Estimadores de Monte Carlo para E(p;| D), i =1, ..., 9, ¢ E(wy2| D), E(we;| D),
E(ws34| D), E(wsg| D), E(wss| D) e E(wgs| D).

ma(p )
modelo ndo hierdrquico | modelo hierdrquico
E(p| D) 0.8520 0.8580
E(p| D) 0.7511 0.7600
E(p3| D) 0.6949 0.6742
E(ps| D) 0.8137 0.8173
E(ps| D) 0.6594 0.6527 *
E(ps| D) 0.8630 0.8666
E(p:| D) 0.9077 0.8996
E(ps| D) 0.6325 0.6502
E(po| D) 0.7648 0.7699
E(w;3| D) - 2.0183
E(we;| D) - 2.0481
E(ws| D) - 2.0496
E(w| D) - 2.0139
E(wss| D) - 0.9911 =
E(ws| D) - 1.0424
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Tabela 9 - Intervalos de credibilidade (95 %) para p;, i = 1, ...,. 9eparaw .

T4 (g )
modelo ndo hierarquico | modelo hierdrquico

) 0.6701;0.9760 0.6330;0.9791
P2 0.4828;0.9350 0.4899;0.9386

D3 0.3815;0.9207 0.3419;0.9137

D4 0.5746;0.9524 0.5988;0.9635

Ds 0.4413;0.8464 0.4164;0.8369

De 0.6851;0.9700 0.7176;0.9689

7 0.7690;0.9899 0.7372;0.9851

Ds 0.3206;0.8763 0.3419;0.8946

Do 0.5593;0.9237 0.5497;0.9314

w2y — 0.5979;3.3118

wey - 0.4707;3.5877

W34 - 0.7549;3.3921

Wgg - 0.6294;3.3422
wW3s - -0.2844;2.2728
Wys - -0.4141;2.2449

6. Sistemas k-out-of-m

Supor que S é um sistema com m componentes, de modo que, o sistema funciopa se £
somente se pelo menos k componentes operam com sucesso. Este sistema € conhecido como um
sistema k-out-of-m. Se k = m obtemos sistemas em série e se k£ = 1 obtemos sistemas em paralelo,
ou seja, sistemas em série e em paralelo sdo casos especiais de um sistema k-out-of-m (ver, por
exemplo: Martz & Waller, 1982).

Assumir que os tempos de vida dos componentes sdo varidveis aleatdrias independentes €

K

identicamente distribuidas com densidade exponencial

e~ % (35)

=

f(t,6) =

onde0 < 0 < 00,0 <t < o0.

Considerar um sistema com n; réplicas para o i_ésimo componente, i = 1,2,...,m sendo

testadas separadamente, onde n = Zn,-. Se k=m =1, temos um sistema com somente uma
i=1 qne

unidade e o sistema é conhecido como um sistema "one-unit".
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Seja X;(t) uma varidvel indicadora para o funcionamento do i_ésimo componente.
t=1,...,m num dado tempo ¢>0. A confiabilidade do i_ésimo componente é dada por
pi(t) = P{X;(t) =1} e {Xi(t) =1} & {Ti > t},i =1,...,m. Assim, p;(t) = P{Xi(t) =1} =
= P{T,; >t} = R;(t), onde R;(t) é a confiabilidade em t para o i_ésimo componente. Maiores
detalhes podem ser encontrados em Achcar (1992).

6.1 Um exemplo: Sistemas 3-out-of-5

Um sistema 3-out-of-5 que consiste de componentes independentes e exponencialmente
idénticos tem um tempo de vida de ¢ = 45 horas. Um teste de vida no componente consistiu em
testar 10 unidades (réplicas) até que todas falhassem. Os tempos de vida observados (em horas)
foram 80, 96, 99, 111, 121, 126, 140, 149, 175e 203. Portanto, o tempo total sob teste foi
T = 1300.

Assumir que a confiabilidade do i_ésimo componente em ¢ é dada por p;(t) = e~ 7, ¢ =45.

45 -~
Entdo, p;,(45) =e” ¢ ,onded = % (EMV do tempo de vida médio).

Logo,

5,(45) = e:z:p{ - £ } = 0.7074 | (36)

e a confiabilidade de um sistema 3-out-of-5 é dada por:

R(t) = pi(t) pa(t) ps(t) [1 — pa(t)] [1 Ps (t)] + p1(2) p2(t) pa(t) [1 = ps(8)] [1 — ps(2)]
+p1(8) ps(t) pa(t) [1 = p2(t)] [1 = 2s(8)] + 22(t) ps() Pa(t) [1 — ()] [1 — ps(8)] +
+p1( ) pa(t) ps(t) [1 = ps(8)] [1 — pa(t)] +p1(t ) p3(t) ps(t) [1 - pa(8)] [1 - pa(t)] +
p2(t) pa(t) ps(t) [1 — pu(t)] [1 — pa(®)] + pu(2) pa(t) s(2) [1 - p2(2)] [1 - pa(t)] +
p2(t) pa(t) ps(t) [1 = p1(t)] [1 - ps(t)] + ps(t) pa() ps(t) [L = p1(t)] [1 - pa(2)]
+p1(t):02( ) pa(t) pa(t) [1 - ps(t)] + pr(2) p2(t) ps(t) w5 (2) [1 — pa(t)] +

+ pu(t) p2(t) pa(t) ps(t) [1 — ps(t)] + pr(2) p3(t) pa(t) ps(2) [1 — pa(t)] +
+ p2(t) p3(t) pa(t) ps(t) [1 — p1(2)] + pr(t) p2(t) Ps(t) pa(t) ps(2t) .

e,
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Consideremos, primeiramente, que cada componente p;(t), i = 1,...,5, seja permutdvel e
altamente confidvel. Entdo, as distribui¢Ses a priori e a posteriori para p sdo dadas, respectivamente.
~s

por:
s (1 at  fi-ope)
mip) = {[I0-m} x| =1 8)
5 .
m(p | D) [1—(1—1)?1))1"‘“] X H1 pit(1 = pyyrmtest (39)

e as distribuicdes condicionais requeridas para gerar amostras de (39) via algoritmo de Gibbs
Sampling com Metropolis-Hastings dadas por:

mo(p,| Py, D) o (1 —pi)"* 57 x ¢(p ), i=1,...,5 (40)

onde ¢(p ) = ezp{log[1 — (1 -1} P = (P1y - Pict, Pit1, -y P5) €  assumimos

a = 0.2 (em (40)), de modo que possamos garantir que os valores de p; tendam a ser grandes.

Assumindo ainda que cada componente p;(t), i =1,...,5 seja permutivel e idéntico ou
quase idéntico na situagio onde p; € semelhante a p;, p; semelhante a py e p; semelhante a p; , com
613 =04 = 100 e 035 =50, e os restantes préximos de zero, exceto ;3 = 045 = 10. As

distribuices a priori e a posteriori para p sdo dadas, respectivamente, por:
~J

m(p ) exp{ - %[912(171 — p2)% + 013(p1 — p3)? + Oaa(P2 — pa)? + O35(ps — p5)* +
+ 045(ps — ;Ds)z] } (41)
(P | D) [sz (1-p)™ z‘] X e:zp{ - %[912(1’1 m)? + i3(py — p3)* +

=1

+ 024(p2 — pa)* + O35(ps — ps)* + s (ps — p5)2] } (42)
e as distribui¢des condicionais requeridas para o algoritmo de Metropolis-Hastings:

Pl puy, D o pi'(1—p)"™" x ea:p{ ~3 [912(171 — p2)’ +613(pr — ]}
P, P2y, D ox p3*(1 — pp)™ " X CICP{ -3 [912(131 — p2)? + 62u(p2 - P4)2]}
Pyl Py D o p3*(1—p3)™™" X ewp{ -3 [01z(p1 — p3)* ¥ O35(p3 — ps)z]}
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p4| pay, D o pi*(1 — pg)™™™ x CIEP{ -3 [924(192 —p4)? + 045(py — Ps)z]
Pyl psy D o ps*(1 — ps)™ ™ x eip{ -3 [935(173 — p5)® + 045(ps *Ps)z]

(43)

Assumindo um outro caso onde os componentes p;(t), i = 1,..., 5 ndo sdo muito confidveis
nem idénticos, consideramos distribuicées marginais uniformes (0,1) para p; dado g .
Wi3 = Wog = W35 = 2, que correspondem as correlagdes positivas entre p; € p3, entre p, € py € entre
p3€ ps. Assumimos, também, wy; = wys = 1 € os restantes como zero. Portanto, as distribui¢des a

priori € a posteriori para p sdo dadas, respectivamente, por:
~J

)« () | @)
mlp D)o [T -p x ¥ (p) @)
onde ¢(£)= 1+ wyy (Pl - %)(Pz—% +wiz {71 "5)(1’3"%) + Wy (Pz-' %)(P‘;- %) +

+ w35 (P - %) (Ps - %) + Wys (P?.— %) (Ps— %) .
As distribuicdes condicionais a posteriori sdo dadas por:

7r4(pi| D), D) X p?(l - p‘i)ni-xi X ¢ (p )’ i=1,..,9 (46)

~J

onde 4 (pl) oy Di-1y Ditly -+ p5)

6.2 Ilustracdo Numérica |

Para uma ilustracio numérica, geramos 5 conjuntos de dados para os quais consideramos
n; = 50 (nimero de réplicas do i_ésimo componente testadas em t=45) e p;(45) = 0.7074,
i=1,...,5 Assim, a partir de geracdes de "binomiais" obtemos z; (nimero de réplicas que
sobrevivem ao teste). Os dados obtidos foram D = {(n;,z;) = (50, 40); (50,36); (50, 41);
(50, 38); (50,37)}, i = 1,...,5. onde n; é o nimero de réplicas do i_ésimo componente que sao

testadas em um dado tempo ¢ € z; denota o nimero de réplicas que sobrevivem ao teste.
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"‘De acordo com os dados e utilizando as mesmas condi¢Ges de programacdo descritas nas
secdes 3 e 4, construimos uma amostra, para a obtenciio de sumdérios a posteriori. Estes sumdrios

estdo ilustrados nas Tabelas 10, 11 e 12 a seguir.

Tabela 10 - Estimadores de Monte Carlo para E(p;| D), =1, ..., 5.
Distribuicao a priori

m(p)  |m(p) |m(p)
E(p|D) |0.7981 0.7957 | 0.7905
E(p| D) | 07237 07225 | 0.7134
E(ps| D) | 0.8239 0.8041 | 0.8120
E(ps| D) | 0.7608 07472 | 07540
E(ps| D) | 0.7450 0.7933 | 0.7336

Tabela 11 - Intervalos de credibilidade (95 %) para p;, i = 1, ..., 5.
Distribuicio a priori

ma(p ) m3(p ) m(p )
D 0.6767;0.8976 | 0.7033;0.8838 | 0.6700;0.8906
P2 0.5808;0.8314 { 0.6108;0.8186 | 0.5890;0.8136
D3 0.7229;0.9128 | 0.7115;0.9016 | 0.6970;0.9014
D4 0.6431;0.8683 | 0.6376;0.8391 | 0.6319;0.8563
Ds 0.6078;0.8507 | 0.6794;0.8844 | 0.6101;0.8392

. Tabela 12 - Estimadores de Bayes para a confiabilidade do sistema 3-out-of-5.

Distribuicio a priori

m(p ) m3(p ) ma(p )
E(R(t)|D) |09175 0.9191 9.9086
IC(95%) R(?) | 0.8605;0.9587 | 0.8632;0.9580 | 0.8540;0.9511

Os grificos que mostram a forma das distribuicdes marginais a posteriori para p;,
i =1,...,,5, considerando a distribui¢do a priori m2(p ) - componentes permutdveis e altamente
~J

confidveis, 73(p ) - componentes permutdveis e idénticos ou quase idénticos e 74(p ) - componentes
~y ~y

a0 muito confiaveis nem idénticos, 5o ilustrados pelas figuras a seguir,
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Figura 6 - Distribui¢cdes marginais a posteriori para p;, ¢ = 1, ..., 5 considerando
distribuigio a priori m3(p ).
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distribuigdo a priori m3(p ).
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Figura 8 - Distribui¢ces marginais a posteriori para p; , ¢ = 1, ...,5 considerando
distribuicfo a priori m(p ).

7. Algumas conclusoes

A andlise estatistica de modelos usados para avaliar a confiabilidade de redes, em geral, pode
ser complicada quando a rede tem muitos componentes ou néo é muito precisa usando métodos de
inferéncia cldssica. Além disso, informagbes de especialistas podem ser incorporadas em
distribui¢es a priori envolvendo vérios parimetros. Este fato motiva o uso de métodos Bayesianos

em andlise da confiabilidade de redes.

O uso de métodos de simulagdo de Monte Carlo via Cadeias de Markov (MCMC) como os
algoritmos de Gibbs Sampling e Metropolis-Hastings, que sdo de fécil implementag3o, torna vidvel e
relativamente simples a obtengio de quantidades a posteriori de interesse. Podemos considerar ainda
diferentes distribuicdes a priori para a confiabilidade dos componentes individuais p;, i = 1,...,n.
Os exemplos apresentados neste artigo ilustram a viabilidade da metodologia proposta.

Para o sistema de rede da Figura 1, observamos que os sumdrios a posteriori obtidos
considerando as distribuigdes a priori m;(p ) (componentes independentes) e my(p ) (seqiiéncias
~ -

permutdveis e componentes altamente confidveis)estdo préximos. Para as distribui¢des a priori

m3(p ) (seqiiéncias permutédveis e componentes idénticos ou quase idénticos) e m4(p ) (componentes

~ -~

nao muito confidveis nem idénticos) também obtivemos resultados préximos, mas, um pouco
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inferiores aos de w1 (p ) e my(p ). Além disso, verificamos que o modelo Bayesiano hierdrquico e o
~J ~
modelo Bayesiano ndo hierdrquico produziram resultados similares, ou seja, a escolha dos valores

para o primeiro modelo foi razodvel.

OLIVEIRA, S. C., ACHCAR, J. A. Network reliability systems: a Bayesian approach.

ABSTRACT: In this paper, we present a Bayesian analysis for network reliability systems using
Markov Chain Monte Carlo methods. We assume different prior distributions for the individual
component reliabilities to obtain the posterior summaries of interest. The proposed method is
illustrated considering a special case of network reliability system with nine components. We also

consider k-out-of-m reliability systems with a numerical illustration.

KEYWORDS: network reliability systems, Bayesian analysis, MCMC methods.
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