
' UNIVERSIDADE DE são PAULO

Instituto de Ciências Matemáticas e de Computação

Análise Bayesiana para Dados de Sobrevivência com
Funções de Risco em Forma de U

Jorge Alberto Achcar
Valdirene de. Fátima Barbosa

Nº67

São Carlos - SP



UNIVERSIDADE DE SÃO PAULO
Instituto de Ciências Matemáticas e de Computação

ISSN 0103-2577

Análise Bayesiana para Dados de Sobrevivência com
Funções de Risco em Forma de U

Jorge Alberto Achcar
Valdirene de Fátima Barbosa

Nº 67

NOTAS

Série Estatística

São Carlos — SP
Dez./2001



ANÁLISE BAYESIANA PARA DADOS DE SOBREVIVÉNCIA COM FUNÇÓES
DE RISCO EM FORMA DE U

Jorge Alberto ACHCAR *

Valdirene de Fátima BARBOSA *

IRESUMO: Neste artigo, consideramos o uso de métodos de Monte Carlo em cadeias de
Markov (MCMC) para uma análise Bayesiana de dados de sobrevivência com função de
risco em forma de banheira ou U.
Vários modelos são considerados, e em especial consideramos um modelo proposto por
Ryu (1993). Um exemplo de aplicação é introduzido para ilustrar a metodologia proposta.

lPalavras—chaves: dados de sobrevivência, função de risco em forma de U, análise
Bayesiana.

1 Introdução

Em análise de dados de sobrevivência é muito comum situações onde o tempo de vida
associado à uma causa particular não ser observado, mas somente ser conhecido tempo de
vida mínimo entre todas as causas possíveis de falha incluindo a causa particular de
interesse. Muitas vezes, a causa particular de falha não é indicada para os tempos de
sobrevivência observados.

Um caso especial é dado por unidades ou componentes fabricados numa linha de
produção onde há uma pequena proporção de componentes com algum defeito de
fabricação que leva à falha precoce do componente e uma grande proporção de
componentes sem
defeito de fabricação que falham por envelhecimento ou desgaste natural. Assim, há
interesse em modelos que incorporam essas duas causas de falhas: falhas precoces e falhas
por envelhecimento.

Neste caso, a função de risco (ver por exemplo, Kalbfleisch e Prentice, 1980) pode ter uma
forma de baheira ou U, e os modelos paramétricos usuais como as distribuições de
Weibull, Exponencial, Gama entre outros, não são adequados para analisar os dados.

A mesma situação é encontrada para dados médicos onde podemos ter dois ou mais riscos
competitivos que levam à morte do paciente.

Assim, o tempo de vida observado e dado por T = min(T,,T2), onde TI é o tempo
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de vida devido à causa defeito de fabricação e T2 é o tempo de vida devido ao envelheci-
mento.
Muitas distribuições são introduzidas para modelar esse tipo de dados tais como a família
de distribuições Gama generalizada proposta por Stacy(1982), a família Potência-Expo—
nencial formulada por Smith e Bain (1975). Uma revisão para modelos Com função de
risco na forma de U é dada por Rajarshi e Rajarshi (1988). Uma ampla variedade de
métodos de estimação e testes de hipóteses tais como o método dos momentos, mínimos
quadrados ponderados e máxima verossirnilhaça foram discutidos para esses modelos (ver
por exemplo, Rajarshi e Rajarshi (1988), e Hjorth(1980)). Mudholkar (1995) apresenta
uma generalização da família de distribuição Weibull chamada família de distribuição
Weibull exponenciada que além de incluir distribuições com funções de risco em forma de
U e unimodal também admite uma ampla classe de distribuições com riscos monótonos
computacionalmente conveniente para análise de dados com censuras. Modelos com riscos
Poly—Weibull são introduzidos por Berger e Sun (1993,1996) e Louzada-Neto (1999).

Chan e Meeker (1997) assumem que T1 e T2 são independentes e T1 tem função
distribuição pF1(t, 61) e T2 tem função distribuição F1(t, 02), isto é, F(t, 0) : P(T 5 t)
= 1 -— (1 -- pF1(t, 91» (1 -— F2 (É, 92» ,onde 9 = (01, 02).

Na prática, em geral T1 e T2 não são duas variáveis aleatórias independentes. Neste
caso podemos considerar uma distribuição de sobrevivência bivariada, como por exem-
plo, a distrição bivariada introduzida por Ryu (1993) que é uma extensão do modelo de
Marshall e Olkin (1967).

Em geral, podemos ter dificuldades para obter inferências clássicas para esse tipo
de modelo especialmente com dados censurados. O uso de métodos Bayesianos para esse
tipo de modelo pode ser de grande aplicabilidade, especialmente usando métodos MCMC
(Monte Carlo em Cadeias de Markov). Entre esses métodos de simulação, destacamos
o algoritmo Gibbs sampling (ver por exemplo, Gelfand & Smith, 1990) e o algoritmo
Metropolis—Hastings (ver por exemplo, Roberts & Smith, 1993).

2 Alguns Modelos Corn funções de Risco em Forma
de U

Nesta seção, introduzimos alguns modelos com função de risco em forma de U.

2.1 A família de distribuições Weibull Exponenciada
A distribuição (WE) com parâmetros 01,0 e a para o tempo de Vida T tem função de
densidade dada por

aº t ª 9-1 t ª t ª-1: —— — — — — — — 0 tf<t> , [1 “ºi (º) ll ªpl (a) Nº) , < < ºº ª)
onde a > 0,0 > 0 são parâmetros de forma e a > 0 é o parâmetro de escala.

A função de sobrevivência de T denotada S (t) : P(T 2 t) é dada por

S(t)=1—[1—exp(—<£)QHO ,t>0 (2)
O'



De (1) e (2) a função de risco de T, definida por h.(t) : %, é dada por
: aº [1 * ºwl— (sªnª-1 expi— (£)? (£)“h,(t) a º (3)

ªll—(l-expi—(â) i)] =

O modelo WE apresenta funções de risco nas seguintes formas:

(i) monótona crescente se a 2 1 e aº 2 1,
(ii) monótona decrecente se a 5 1 e 040 g 1,

(iii) forma de banheira se a > 1 e (10 < 1 6
(iv) unimodal de oz < 1 e ao > 1

2.2 A família de distribuições IDB
A distribuição IDB proposta por Hjort(1980) com dois parâmetros de forma e um de
escala é definida por sua função de sobrevivência:

612

eS(t) :—— 4
(1 + 60%

( )

onde 6 > 0, 0 > O e ;6 > 0. A função de densidade de probabilidade é dada por

f(t) = ———º”É”? º e— ,t > o (5)
(1 + Bt)?“ .

A função de risco é dada por
0

t = 6h( ) t + 1 + Bt
(6)

De (6) temos alguns casos especiais da distribuição IDB:

(a) distribuição de Rayleigh (distribuição Weibull) se 0 = 0,
(b) distribuição exponencial (distribuição Weibull) se 6 = ,8 = 0,
(c) distribuição com risco decrescente se 6 = 0,
(d) distribuição com risco crescente se 6 2 0,8 ,

(e) distribuição com risco na forma de U se 0 < 6 < 9,8.

2.3 A distribuição Potência Exponencial
Smith e Bain (1975,1976) introduzem uma família de distribuição chamada Potência Ex—

ponencial com dois parâmetros cuja função densidade de probabilidade é dada por,

f(t) : Ecw—ªtº“1 exp (1 — exp (&)? + (ªy?) ,t > 0 (7)

onde a > 0 e ,8 > O. A função distribuição acumulada é dada por

F(t) == l—expíl—exp (ªjª), ,

(8)

De (7) e (8) a função de risco é dada por

W) = 34%)— : aa-ºtª—lexp «gm > o (9)

A função de risco (9) tem forma de U ãe 0 < 6 < 1.



2.4 Modelo Bivariado de Ryu
Ryu (1993), generaliza o cenário físico considerado por Marshall e Olkin (1967) admitindo
choques que produzem efeitos de forma acumulativa aumentando o risco de falha. O mo-
delo bivariado de Ryu tem densidade marginal com taxa de falha crescente e a densidade
conjunta indica que um par de sistemas antigo tem menor probabilidade de sobrevivência
do que um novo par, sendo que os choques se acumulam com o passar do tempo. Ao
contrário do modelo de Marshall e Olkin, o modelo de Ryu é absolutamente contínuo.
2.4.1 Modelo de Ryu

Ryu (1993), considera T1 e T2 os tempos de falha dos sistemas 1 e 2, respectivamente,
como sendo variáveis aleatórias dependentes. Sendo assim, a função densidade do modelo
bivariado de Ryu é dada por:

Para t] > tg,

f(th tz) =

Fli—(tl tz) (Ãz + Ãlz 6—51 (tl —t2) _
Ã12 (Bl e—B1(t1—t2) + ,32 6—51 tl—Bº

tªl)), 51 +62

A
(Al + Ã12 — Ã12 64310142) + 61 B—IÍÉB; (e—Bl(t1_tº) — tªl—'31 t1_52t2)) +

__ _ _ A (.:-[31 (tl-tz) + e—Bi tr-B2 tz
+ P(tl, t2) (181 Ã12 e 5101 tº) —

'81 12061
51 + 162

'82 )

Para tl 5 tg,

f(tl, tz) :
Flá tz) (& + Am e-Bzaz—n) _

A12 (62 64320142) + 51 fªm—mºv& +52

_ _ Ã _ _ _ _(Ã2+ Ã12_A126 13262 t1)+62131i282(e 5202 t1)__e Biti Bat2))+

62 A12(B2 6—5? (tz—n) + 61 e—Bl tel—52 tz)
181 + ,32 ) (10)+F(t1» tz) (162 An e—Bª (tl—tº) '

onde FUI, tz) : P(Tl > tl, T2 > tg).
Note que se Am : O, então T1 e T2 são variáveis aleatórias independentes, onde T,-

tem distribuição exponencial com parâmetro A,- ,i = 1, 2.
A função de sobrevivência conjunta é dada por:
Para tg < t],
P(T] > É], T2 > tg) :

A 1 _ e—Bl (tl-tº) A 12-51 (tl—tº) — e'Úi t1—52 tz

exp í—(Ãl + Ã12) tl -- Ãº tg + ”( )+ 12( )
51 51 + ,82
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Figura 1: Função densidade (14): ( ....... B,» = 0, 5; — —— — B..- : oo ).

Para t] _<_ tg,
P(T] >t1, T2 > tz) :

A 1 _ 450241) A -52(t1-t2) _ 431 ti—Bz tz12( € )
+ 12(8 º )) (11)

,32 51 + &
Note que quando ,81 T 00 e ,32 T 00, a. função de sobrevivência conjunta reduz-se à

distribuição exponencial bivariada de Marshall e Olkín (1967):

exp ("-(Az + Ã12)t2 - Ag tg +

P(T1 > tl, T2 > tº) = exp [—(A1 il — Ãz tz '- Ãlz “189431, tz)” (12)

A função de sobrevivência para. Ti é dada por

_ —Bit

P(Ti>t)=eXPí—Ãit—Ã12t+à£(l18—e——)) ,z'=1,2. (13)

A função densidade para Ti é dada por

A 1 — eª“
fTÁt) : [& + Ã12 (1 —— (ªt)] exp (**/Xi t * Ãlz 15 +ÁB—l) (14)

Observa-se que se & T 00, a distribuição reduz-se à distribuição exponencial com
taxa. de risco constante A,- + Am (ver figura ( l)).

A função de risco é dada. por:

hi“) : Ã," + Ã12(1 - 6—5”) ,i = 1, 2. (15)

Note que hi(t) é crescente em t, a menos que Bi : oo .

2.4.2 Modelo Generalizado de Ryu
O modelo bivariado de Ryu pode ter a forma generalizada com função de sobrevivência
conjunta dada. por:
Para. tg < tl,
P(T1 > t1, T2 > tz) :

Ã12 (1 _ 651 (tl—t2)) Ã12 (6610142) __ e-Bi ti—[h
tº);

,81 161 + 182

5

exp €*Ã1 tlal _ A12 tl _ A2 t2a2 +



Para tl É tg,
P(Tl >t1, Tº > tz) :

A 1_ Baez—tx) A aº(t2_t1)_ —61t1—62t2

WP%th—Ãmh—Ma”+ ”( ª ) Idª e )

32 51 + 52
(16)

Note que,quando oq —> 1 e ag ,—> 1, as expressões anteriores reduzem-se à (11).
- A função densidade conjunta para (T1,T2), fixando al : ag = 1, (ver 10), é dada

por:
(Í) Para tl > tg,

f(t1,t2) =F(t1,t2) [Ã2+01Ã12 —c(,81a1+,82b)] >< [Al +Ã12—Ã12al +516(a1 —b)]+

+ _F—(ih 732) [Ú] Alº ªl _ ,31 C (,31 ªi + 52 b)]

(ii) Para tl 5 tz,

f(tl #2) : Fantz) [A1 + (%)—12 _ º(Ú2ª2 +51 b)] X +)“? + Alº _ Alºªº + 'BªC(a2 _ M +

+?(tht2) [,32 Ã12a2 _ 52452 ªz + ,31 b)]-

onde Fahtg) : P(T] > tl, T2 > tz) e
ªa : 6410142) ; G2 : e—Bz (tl-42) ; b : e—Bl tl-thz; C : FTA-+25;

A função de sobrevivência para T é dada por,

P(T > t)=exp[a—A12t—b1tª1 —b2tªª —ae“ºt)

onde,(a ,bl ,b2 ,c) = (º)-3112 , A] ,O ,ª), seT=T1
: ªz) 03A2762)1 SGTITZ

ªah/231%),seT=unn(T1,T2) _

Assim, as densidades para T1, T2 e T : min(T1, T2) são dadas por,

f (t) : íAm-i—bl al tºª—l +b2 ag tºª"1 —ace_ºt) exp ía — Amt — bl tºª1 — bºtª2 — (Le—ºt

(17)
para todo t 2 0.

Portanto,

(i) f(t1)=[Ã12 + Maxtºr] —— Ame—ºl“) expíª —,A12t1 _ A1 t?! _ ªºc—Bm)
,61 ,31

(18)

(ª) f(tz)=(/x12 + Ã20£2tªrl “ Anª—Bºtº) exp íª — Ã12t2 - Ãz #212 “ ªff—Bºtº)
,32 52

(19)
(iii) Se T : min(T1, T2), temos,



f(t) : Pim + A] ºil tªl-l + A2 aº tªz-1 + )(12 64614432)? X

A12Ã12 _xex —A t—Atªl—Atªº—_eml+ºº)t) 20piª;& 12 l 2 ,81+,82
.

( )

2.4.3 O Modelo de Ryu para tempo de falha precoce e falha por enve— lheci-
mento

Considerando uma situação em que os dados são tempos de falha de unidades de uma
população para os quais não se” tem informação sobre a causa de falha, representa-se
então o tempo de falha de cada unidade por t : min(T1 ,Tz). Isto é, tem-se dois riscos
competitivos para falhas T : min(T1 , T2), para o qual
(a) T1 representa o tempo de falha precoce;
(b) T2 representa o tempo de falha por envelhecimento.

Considere então T : min(T1 , T2) com uma distribuição de três parâmetros :

01: (Fiªis, 02: Al + Az + Alg; 93 : B] + ,82, onde 01 03 : A12 mede a correlação entre
as causas de falha.

Nesta parametrização, a função densidade então é escrita na forma:

f(t) : (a2 — 01 03 e-ºªt) exp (al - 02 t - ()I gº“) ,t a o. (21)

A função de sobrevivência é dada por:

S(t)=P(T>t)=exp(91—02t—ôle'ºªt> (22)

A função de risco é dada por:

h(t)=02—01036_03t (23)

É importante observar as seguintes características da função de risco:

(11) Emi—0 h, ( t) = 02 _ 01 93.

Observar que 02 — 01 03 5 h(t) 5 02 e que h ( t) é uma função crescente em t. Na
figura 2 temos casos específicos da função de risco da distribuição de Ryu.

Observar ainda que,
(iii) Se 03 é grande, h(t) converge rápido para 02; assim, as unidades rapidamente

mudam da taxa de falha 02 — 01 03 para 02;

(iv) Se 03 é pequeno, h ( t) demora para mudar da taxa de falha 02 — 01 03 para 02.

2.4.4 O Modelo Generalizado de Ryu para tempo de falha precoce e falha
por envelhecimento

Seja T : min(T1, T2) 0 tempo de vida de um componente, onde T1 e T2 são dois riscos
competitivos. Considere a parametrização A1, A2, Am, al, 042, ,812; onde ,812 = ,81 + ,82.

A função de sobrevivência para T : min(T1, T2) é dada por:

S(t)=P(T>t):exp[É_Ã12tr—Altzal_A2tia2_%ÉC—Blzti% (24)
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Figura 2: Função de risco da distribuição de Ryu ( — —— — 01 = 0.022, 02 = 0.41 e 03 =
10; ........ 01 = 0.22, 02 = 0.41 e 03 = 1 )

A densidade para T : min(T1, T2) é da forma:

dF t _ a_ _fT(t) : dí ): íàlaltªl 1+A2a2t 2 1+Ã12(1—e ºut)) X

a a Am _a txexp —A1t ª—Agtº—A12t+—(1—e 12) (25)
,312

A função de risco é dada por,

h.“) : Ã] al tªl—1 + Ag 0£2 tªz—1 + A12 (1 __ 6—012 t) (26)

Na, figura 3, temos casos especiais da função de risco 26. Observamos uma grande
flexibilidade de ajuste.

,.-,.»
___..u'________,___________Me:“ ............

f.;;— ________.— .-.l- . 4 . . . . .
0,1 02 as 0.4 05 0.5 07 0.8 0.0 1

Figura 3: Funções de risco 26 com parâmetros al, 042, ,812, A1, A2, Am, res—

pectivamente. (] — RG(10,5,1,0.1,0.1,0.9),II — RG(1.5,1.5,1,0.1,0.1,0.2),III —

RG(5, 0.5, 1,0.1,0.1, 0.2), IV - RG(4, 2.2, 0.1, 0.1, 0.1, 0.2)).

A função de sobrevivência para T é dada por:

Am _P T = —A tªl—A tªº—A t 1— “31%“ 2( >t) expí 1 2 12 +31+52( € ) (7)



3 Análise Bayesiana
Sejam t1,.. ,tn os tempos de vida observados para uma amostra aleatória de n unida—
des com uma distribuição de probabilidade dada pela densidade f (t,, 0). A função de
verossimilhançae dada por

Mº) = ª f (ti; º) (28)

3.1 O modelo Weibull Exponenciada
A função de verossimilhança para (a, 0, a) no o modelo Weibul—Exponenciada (ver seção
2.1) considerando-se só dados sem censuras é dada por:

n. ti 11 ti 0—1

L(a, &, cr) : a"0"cr“"ª exp (_D;?) II tg-l [1 _ exp l_(ã)ªll (29)
i=l i=1

Para inferência Bayesiana considera-se as seguintes distribuições a priori para a, ,8 , a
º! '“ P(ªhbl); 9 "“ F(00232); º N P(ªaabs) (30)

com a.,- e b., conhecidos, z' = 1, 2, 3 onde P(ai, b,) denota uma distribuição gama com média
ª,: e variância (fi)-5. Além disso, supor que a, 0 e a' são independentes.

Combinando (29) e (30) obtém—se a distribuição a posteriori conjunta para
01,0 e a, dada por,

7r,(a 9, a | 'D) oc anªl10%“la"ªªª" expí— Eliª)“ —— bloc — b20 — bgd) x
(31)

>< HÉ=1t?”1(1 — expí—(íªrDº-l
onde D denota o conjunto de dados.

As distribuições condicionais completas para o algoritmo Gibbs Sampling são dadas
por:

«(a | 0cr, D) oc aª+ª1'lexp(—ZÍ_1(%)C' “ biª) l—líll tf 1(1 “ exp (_(íiyxbº—l
«(a | a, a, o)“ onm- exp—Mau tª'-lu — expí— (%)ªbº 1

«(o | 01,9D,) oc a“"ª+ªª 1exp(— E?_1(ª;)ª — b3cr)l'[?=1tº"1(1 — expí— (º1(HP))”—
(32)

Observar que precisamos usar o algoritmo de Metrópolis—Hastings para gerar amos-
tras de a, 0 e a.

3.2 O Modelo IDB
A função de verossimilhança para (6, 6,0) para o modelo IDB (ver seção 2.2) é dada por

Lo, & º) = exp (% gmªil[%] (33)

Para inferência Bayesiana considera—se as seguintes distribuições a priori:

5 N P(cl;d1) ; 6 N P(62, dz); 0 N Heads) (34)

9



com c,- e d,- conhecidos, i = 1, 2, 3, supor ainda que 6, B e 0 são independentes entre elas.
Combinando (33) e (34) obtém a distribuição a posteriori conjunta para ô,,B e 0,

dada por

El] t?«(mº | D) oc õª1“16ºº*10ºª“ªexp(-dlã _

onde IIln(õ,B, 0) : HÉ=1 Q+_Bt)£â£rlâ
(wu)!i+

As distribuições condicionais completas para o algoritmo Gibbs Sampling são dadas

— (12,5 — aa))vxmm (35)

por:
«(a | 5, 0,13) oc ae)-1 exp (4,6 _ %É)wn(5, e, a)
«(a | 6,09) xpºº-le-ªºªpnww) (36)

7r(0 | a,,BD) oc Bªrk—43911145, ,B, 0)

Observar que precisamos usar o algoritmo de Metrópolis—Hastings para gerar amos-
tras de 6, ,8 e 0.

3.3 O Modelo Potência Exponencial
A função de verossimilhança para (a, ,8) no modelo Potência—Exponencial é dada

Pºr)
n

_
n. ti B 11.

L(a, B) = Bºa-"º U t? lexp (n +Z (a) — E exp (tp/a)”) (37)
i=1 i=1 i=1

Considere as densidades a priori para a e ,B independentes dadas por

ª N P(ªh fl); 5 N F(62, fz) (38)

com 6,7 e fi conhecidos, i = 1, 2.
Combinando (37) e (38), observamos que a densidade a posteriori conjunta é dada

por,

«(ap | D) oc Bª+ªº-la-"º+ªl-l H tá“ exp (n + 2%)” — Zeª/ººº — fla — fºi?)
i=1 i=1 a=1

(39)
As distribuições condicionais completas para o algoritmo Gibbs são dadas por

7r a ,'D oc a“"ºªªªl'l ex n+2£í ª º — E; euª/ª)” — a( IIB ) P( —1(a) _1 fl )
(40)«(a | a, D) oc BW“ ;; tá“ exp (n + na(s)/ª - 2,21 eªe/eª — fan)

Observar que devemos usar o algoritmo Metrópolis-Hastings para gerar amostras de
a e ,6.

3.4 O Modelo de Ryu
A função de verossimilhança para 91, 02 e 63 para o Modelo de Ryu , considerando

T : min(T1, T2) (ver seção 2.4.1) é dado por,
'n.

L(91, 02, 03) : in (02 —- 91 03 (º,—03 ti); )( exp (01 n _ 02z ti— 012 6—9”) (41)
':] i=i z=1

10



Para inferência Bayesiana considera-se as seguintes distribuições a priori:

91 N P(ªd, bl); 92 N P(ªzJªz); 93 N P(as, bs) (42)

onde ai e b.- são conhecidos, assumindo também que 91, 02 e 03 são independentes.
Combinando (41) e (42), obtém—se a distribuição a posteriori conjunta para 91, 62 e

03 a qual é dada por

7f(01, 92, 03 ) D) OC Biªl-“1 e-biºi gªz—1 e—b202 ega—1 e—bsôsí 21:1(02 __ 91 03 6—03 ªª))x

Pºr,

(43)
>< exp (01 n — 02 22; t; — 01 2221 e*ºª “)

As distribuições condicionais completas para o algoritmo Gibbs Sampling são dadas

7l'(91 | 62, 03,D) OC 0'1'1'1 64,101 )( )IÍ1(Q)

com,

Wº) : ªxº iºl “ ' ªl 2121 e"ºª + E;; ln (aº — a] as e—ºªtº)
«(02 | 91,03,'D) OC Gªz—le_bªºâ X W2(Q)

com,
,

me = exp (% za; ti + 22:1an — al as «ª:—ªª))

“(ºs | 91,02,D) oc 0534 6'5393 x W;;(Q)

com, '

Qdº) : exp ("01 E?:l ('ª—aª tª + 2%] ln (02 - 01 93 13—93“)

(44)

Observar que precisamos do algoritmo Metropolis-Hastings para gerar amostras da
distribuição a posteriori conjunta.

3.5 O Modelo Generalizado de Ryu
Se considerarmos um conjunto de observções T1, ..., Tn iid, tais que T,- : min(Th-, Trª-),i = 1, ..., n em que a população está sujeita a duas causas de falha (falhas precoces e falhas

por envelhecimento), a função de verossimilhança a para este modelo é dada por:
n 3

ae) = IH; fim a)) seu e)

onde, 8 : (A1, A2) A127 al; a21612); e

f1(t l 6) : Ã] al tªl—1

f2(t I 8) : Ãz az taz—1

f3(t [ 9) : An (1 "" C*Bm t)

Considerando a função de sobrevivência dada em (24), podemos escrever:

L(8) : H [Am + A] 051 têm—1 + Az 0l2 t?º—l _ Am 6—512ti) X
i=1

11



expí-l — Amt," _ Ã] t?] — Ãg tiª? - Aª 6—612“) (45)
612 512

Para simplificar a obtenção das distribuições a posteriori vamos considerar a in—

trodução de variáveis latentes g.,- = (mªgº,-,na) ,i = 1, ...,n as quais transformam o mo-
delo em componentes independentes (ver Tanner e Wong, 1987). Deste modo, o cálculo
das densidades marginais a posteriori de 6 , necessárias para a implementação dos al—

goritmos de simulação de amostras do tipo MCMC, são bastante facilitados. A variável
14,- = (ºlivº2iay3i) ,i : 1,...,n segue uma distribuição multinomial, onde v,, = 1, j =
1, .., 3 se t.- for considerado como originado de uma população com função de densidade
de probabilidade f,- e Egª v,,- = 1. Deste modo, v.; N MULT(h1.- ,hzi ,hsi) ,z' = 1,2, ...,n
onde,

3fj(ti|-0—) ._ .“ _ -_h,, -m, onde _7 _ 1,2,3, ; h,, — 1 z _ 1,2,.. ,n

ASSÍII'I, 7l'('l_)_i | hn, hai, hgi) OC 35'2”2' hªl? , onde hai : 1 '— hh“ — h2i-
Portanto,

ª ffª'ª(tlQ)
rg,- hi,h,-,hio<ll—————, pois, gil-vizl( I 1 º ª)

,:1 idº-(HQ) ]

Assim, podemos escrever a função de verossimilhança na forma,
71 3

__

L<e| mw Hill sªlsa,— |G)
i=1 j=1

Istoé, a verossimilhança para38e dada or "ª”;L(8|L,y)ocàílaíàgºagºàmxnyzl1_e—Bnt.,)
AIZ Ã12 nTb n

>< exp íon R1 +a2R2 — AIX tg“ — Agz t?º- Amª t +” __ _ __ (,,—512%)
'i=1 » i=l 1812 1812 i=1

(46)
onde, r,- = 2321 'Uji; j : 1,2,3;Rj : 2:21 'Uji [TI,(ti ); j = 1,2.

Considerando para 6 : (al , 062 , ,612 , A1 , A2 , Am), a distribuição a priori dada por:

ªl “ P(al, bl); ªz N P(ªmbz); ,312 N P(ª3,b3); 47
& N Habbo; » »r(a5,b5); An » rasas) ( )

onde a,, bi são conhecidos, as distribuições completas necessárias para o algoritmo Gibbs
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Sampling são dadas por:
«(041 | (")“), Ly) oc ae?—1 cªlº" x kIl1(6)
onde,
IPAQ) : exp írl ln aq + G1 R1 — Ãi 2521 tin);
”(012 l (“)(2), É,.Q) OC agr-1649012 X IIIAG-'))

onde,
WAS) : exp (T2 ln ag + aº R2 — A2 ELI t?“)
"(512 | ª(s), Liº) ºC Bilª—1 6435“ X ªa(ª)
onde,
KI13(8) : exp (ELI 03451- ln (1 — cªlºtª) + %% (n — 2le eª12 t,)l
“(Al | 8(4)7 Laº) OC F (G4 + T] 7b4 + E?:l tin)
7r()i2 | 8“), Ly) oc F (a;, +r2,b5 +23; t?º)
"(Am law), Lº) ºC F (de +T3,bs +ZÍ=1 t..— + É; Í=1 3612“ _ É)

ºnde 8 = (01 302,03704305)06)=(a1 ) a276127A1 ) A27Al2)1 e e“) : (01 )"“ Jai—1 ,

0i+1706)-

Observar que a; , ag e 612 devem ser gerados usando o algoritmo Metropolis-Hastings.

(48)

3.6 Método Bayesiano para seleção de Modelos
Em análise Bayesiana, para selecionar o modelo que melhor se ajusta a cada conjunto
de dados, podemos utilizar a técnica das densidades preditivas condicionais ordenadas
(CPO) para t“) ,i = 1,2, ...,77, dado t(i)=(t1, ...ti_1,t.,;+1, ...,tn).

A densidade preditiva para t,: dado o vetor ti é dada por:
C,- = f (t.i | tm) : ] f(ti | a) 'n' (a | tm) do (49)

onde « (0 | tm) é a densidade a posteriori de 9 dado t“)
Utilizando as amostras geradas pelo algoritmo Gibbs Sampling—Metropolis, f (t..- | tm)

pode ser aproximada pela estimativa de Monte Carlo,
A R

f (t,: | tw) : fiz ª f (t,— | a(º) (50)

onde R é o número de amostras 0“) geradas pelo algoritmo.
Pode—se utilizar C,- para selecionar os modelos. Uma forma é considerar gráficos de

Ci versus i, (i = 1, .., n) para os diferentes modelos, onde maiores valores de Ci indicam
o melhor modelo. Outra forma é escolher o modelo cujo produto de 0,1 seja máximo, ou
seja, O(l) : ?:] Cia), onde l é o índice do modelo. Neste trabalho, são considerados:
l : 1 =Weibull exponenciada, l : 2 : Modelo IDB, l : 3 : Potência exponencial,
! = 4 = Modelo de Ryu e l : 5 : Generalizado de Ryu.

4 Um exemplo de aplicação
Considere um conjunto de dados introduzidos por Aarset (1987), consistindo dos tempos
de vida de 50 componentes (ver Tabela 1).
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Tabela(1): Tempos de vida de 50 componentes
0.1 0.2 1 1 1 1 l 2 3 6 7 11 12 18 18
18 18 18 21 32 36 40 45 46 47 50 60 63 63 67
67 67 67 67 72 75 “79 82 82 83 84 84 84 85 85
85 85 86 86

As estatísticas descritivas da Tabela 1 são dadas por: média : 45.6860;
mediana : 48.5000; variância : 1078.

Para os dados da Tabela 1, consideramos os modelos Weibull— Exponenciada (2.1),
Modelo IDB (2.3), Potência Exponencial (2.3), Modelo de Ryu (2.4) e Modelo Generali-
zado de Ryu (2.5).

Para cada distribuição considerada para os dados foi feita uma análise clássica base-
ada em estimadores de máxima verossimilhança e intervalos de confiança assintó— ticos e
uma análise Bayesiana com o uso de priori informativa. Os estimadores de máxima verossi—

milhança foram encontrados utilizando a rotina NLPRR do módulo IML-SAS (Statistical
Analysis Sistem) que utiliza o método iterativo de Newton—Raphson para maximizar a
função objetivo. Para a análise Bayesiana foi utilizado o OX —An Object—Oriented Ma-
trix Language para o modelo Generalizado de Ryu, e para os demais modelos o módulo
IML-SAS através do método de simulação MCMC, mais especificamente algoritmo Gibbs-
Sampling (ver por exemplo,Gelfand e Smith, 1990) e Metrópolis-Hastings(ver por exem-
plo, Smith e Roberts, 1993).

Para o ajuste dos modelos Weibull—Exponenciada, IDB, Potência—Exponencial, e
Modelo de Ryu, foram geradas duas cadeias separadas de 10.000 iterações das quais
excluiu-se as 2000 primeiras, considerando-se as iterações de 5 em 5, totalizando uma
amostra final com S = 3202 pontos. Para o modelo Generalizado de Ryu, foram geradas
3 cadeias separadas de 10.000 iterações das quais excluiu—se as 5000 primeiras, conside-
rando as iterações de 10 em 10, totalizando uma amostra final com S = 1503 pontos.
A convergência das amostras geradas pelo algoritmo Gibbs com Metropolis-Hastings foi
monitorada utilizando o método proposto por Gelman e Rubin (1992) o qual baseia—se na
técnica de análise de variância. Para cada modelo apresentamos um resumo das estimati-
vas, onde em cada tabela apresenta—se as médias a posteriori, intervalos de credibilidade de
95% , os estimadores dos fatores de redução de escala potencial É (veja, Gelmann e Rubin,
1992), onde observamos convergência para todas as amostras 6/13 < 1.1), estimadores de
máxima verossimilhança (EMV) e intervalos de confiança assintóticos, respectivamente.

4.1 A família de distribuições Weibull Exponenciada
Considerando o modelo (1), foram utilizadas as densidades a priori (30) com a N P(264.44,
100) ,0 N P(7.58, 51.98) ,a N P(26491.60, 290.55) . Na Tabela 2, apresenta-se os resumos
das estimativas encontradas para o modelo WE.
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Tabela 2 . Sumário a posteriori 6 EM. Vpam o modelo WE

Gibbs—Metrópolis E.M.V
média a post. i.cred. 95 % É emv i.eonf.95 %

0! 2.8565 (2.5137;3.1613) 0.9998 5.4122 (5.4114;5.4130)
9 0.2136 (0.1155;0.2946) 0.9997 0.1269 (0.1148;0.1390)
0" 91.1892 (90.1352;92.2589) 0.9998 91.5055 (91.5046;91.5063)

Na figura 4, temos as densidades marginais a posteriori para 01,0 e a aproximadas
pelas amostras geradas.

Eãããâ %

M hm. Wªl

,as“

ºããããã

ao A.: 2.4 2.0 2.0 3.0 1.2 3.1
" eu lu me eu 9.5 00.5 0,09 mº m em 0.40

a o“ 9

Figura 4: Densidades marginais & posteriori para os parâmetros do modelo Weibull—
Exponenciada para os dados de Aarset.

4.2 O modelo IDB
Considerando o modelo (5) foram utilizadas as densidades a priori (34) 6 N P(33.30,
7366989), ,8 N F(0.8775, 1.2944), 6 N P(1.4832, 7.315). Na Tabela (3), apresenta—se os
resumos das estimativas encontradas para o modelo IDB.

Tabela (3). Sumário a posteriori 6 EM. V pam o modelo IDB
Gibbs-Metrópolis E.M.V

_

média a post. i.ered. 95 % R emv i.eonf.95 %
6 0.0006 (0.0005;0.0008) 0.999? 0.00045 (0.00039;0.00050)
6 2.7575 (2.4243;3.0359) 1.0014 2.55464 (0.79882;4.31046)
0 O. 1502 (0.0942;0.2284) 1 .0019 0.18142 (0.08591;0.27692)

Na figura 5, temos os gráficos das distribuições a posteriori marginais para
5, ,8 e 9.

51, 32 ª m

,, , , , ,

2.0 2.2 24 ED &. 3.0 3,2 3,4 105057 Em (LW EMME EMBU mmm o,!» 0.12 0.18 0,25 0.2! 0.3.

9 a a

Figura 5: Densidades marginais a posteriori para os parâmetros do modelo IDB.
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4.3 O modelo Potência Exponencial
Considerando o modelo (7) foram utilizadas as densidades a priori (38) com a N P(739. 1483,
10), BN P(82.28092, 100). Na Tabela (4), apresenta—se os resumos das estimativas encon-
tradas para o modelo Potência-Exponencial.

Tabela (4). Sumário a posteriori 6 EM. V para o modelo Potência—Exponencial
Gibbs-Metrópolis E.M.V

média a post. i.ered. 95 % É emv i.eonf.95 %

a 74.0088 (68.8836;79.1357) 0.9997 73.91483 (68.36374;79.4659)
,3 0.8342 (0.6930;0.8982) 1.0005 0.82809 (0.75369;0.90248)

Na figura 6, temos os gráficos das densidades a posteriori marginais para a e B
aproximadas pelas amostras geradas.

nv 84 $ 12 18 !: al 0.10 0,14 um 0.9 os o,“ o.“
n 5

Figura 6: Densidades marginais a posteriori para os parâmetros do modelo Potência—
Exponencial para. os dados de Aarset.

4.4 O Modelo de Ryu
Considerando o modelo (21) foram utilizadas as densidades a priori (42) com 01 N
P(20000, 100), 02 N P(280, 1000), 03 N P(1.82952, 100000) Na Tabela (5), apresenta-
se os resumos das estimativas encontradas para o modelo de Ryu.
Na figura 7, temos os gráficos das densidades a posteriori marginais para 01, 02 e 03.

Tabela (5): Sumário a posteriori 6 EM. V para o modelo de Ryu
Gibbs—Metrópolis E.M.V

méd. a post. i.ered. 95 % É emv i.eonf.95 %
01 5201.4074 (198.6175;203.8958) 1.0002 201.2109 (198.2515;204.1704)
92 02617 (0.2376;0.2949) 1.0005 0.2338 (0.1478;0.3197)
03

.

0.0010 (0.0010;0.0011) 0.9999 0.00109 (0.0006;0.0015)

4.5 O Modelo Generalizado de Ryu
Considerando o modelo(25),foram utilizadas as densidades a priori (47) com a] N P (100,
100), aº N P(100, 100), 512 N F(100,100), A1 N P(100,1000), A; N P(100, 1000), An N
P(200, 1000). Na Tabela (6) apresenta-se os resumos das estimativas encontradas para o
modelo Generalizado de Ryu. Neste caso, não foi possível encontrar os estimadores de
máxima verossimilhança pelo método adotado previamente para os outros modelos.
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Figura 7: Densidades marginais & posteriori para os parâmetros do modelo de Ryu para
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Figura 8: Densidades marginais a posteriori para os parâmetros do modelo Generalizado
de Ryu para os dados de Aarset.

Na figura 8, temos os gráficos das densidades a posteriori marginais para os parâmetros
do modelo.

Tabela (6). Sumário a posteriori para o modelo Genemlizado de Ryu
Gibbs-Metrópolis

A

média a post. i.ered. 95 % R
a] 0.198? (0.17177;0.22772) 0.99947
ag 0.48163 (0.36831;0.64187) 1.00525
,312 089737 (0.72355;1.08605) 1.00138
Al 0.09300 (0.07657;0.11138) 0.99918
& 0.08648 (0.06358;0.10722) 1.00312
Am 0.01131 (0.00621;0.01538) 1.00134

4.6 Discriminação dos Modelos para os dados de Aarset
Para selecionar o melhor modelo, utilizou-se a técnica escrita na seção (3.6). Com isso,
foram calculados os valores dos 0,53, os quais se encontram na Tabela 7.
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Tabela 7. Valores do índice geral O(l)
_

Modelo O(l) : ?:] C,:(l)
1 1.176—101

2 1286-100
3 1.016—102

4 1.726—115

5 2336-096

Figura 9: Função de risco do modelo Ryu Generalízado com estimativas bayesianas para
os dados de Aarset.

Podemos observar pela Tabela 7 que o melhor modelo é o modelo Genera— lizado de
Ryu. Veja a função de risco na figura. (9)

5 Conclusões
O uso de métodos MCMC para a análise Bayesiana de dados de sobrevivência com função
de risco em forma de U (banheira) pode simplificar a obtenção das inferências de interesse
para diferentes modelos paramétricos usados para analisar os dados. Além disso, podemos
usar técnicas Bayesianas para discriminação do modelo a ser usado para os dados.
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