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Resumo

Entre os modelos de crescimento populacional o modelo de Richards ¢
apresentado como uma generalizagdo dos modelos logistico ¢ Gompertz. No
entanto na maioria dos trabalhos encontrados na literatura os dois casos
particulares sio mais utilizados devido a dificuldade de se fazer inferéncia dos
parametros do modelo ndo linear de Richards. Neste trabalho mostramos que o
modelo de Richards pode ser interpretado como um modelo logistico quando
aplicamos aos dados a transformag¢do de poténcia de Box e Cox. Outra
consideragio importante para os modelos de crescimento populacional é sobre a
natureza aleatoria dos parametros desses modelos. Esse fato torna de fundamental
importdncia a abordagem Bayesiana do problema de inferéncia dos pardmetros
desses modelos.

Este trabalho apresenta uma abordagem Bayesiana para o problema de
inferéncia de parametros do modelo de crescimento populacional de Richards. As
estimativas Bayesianas foram obtidas combinando-se algoritmos de MCMC
(amostrador de Gibbs e Metropolis-Hastings) e os resultados obtidos foram
comparados com as estimativas classicas de maxima verossimilhanga. Devido as
particularidades do modelo de Richards, como a ndo linearidade, foi necessario
considerar a fungdo de verossimilhanga profile no calculo das estimativas classicas.
Os resultados apresentados aqui mostram que a abordagem Bayesiana é adequada,
viavel e precisa para tratar o problema de inferéncia dos pardmetros do modelo de
crescimento populacional de Richards.

Palavras-chave: Modelo de Richards, Inferéncia Bayesiana, Simulagio de Monte Carlo em cadeias
de Markov (MCMC), Modelos de crescimento populacional, Fungdo de
verossimilhanga profile, Transformagio de Box e Cox.



1. Modelos de Crescimento Populacional

A avaliagio da viabilidade de uma populagdo animal é um procedimento importante no
esforgo para minimizar o impacto de agdes humanas sobre essas populagdes. Existem varios
indicadores para a viabilidade de uma populagdo. Entre eles podemos citar: 1) Probabilidade de
extingdo; 2) Probabilidade de sobrevivéncia por um determinado periodo de tempo; 3) Tempo
esperado até extingdo; 4) Probabilidade de colapso prematuro, isto é, probabilidade do tamanho de
uma populagido pequena ficar menor ainda (irrecuperavel) antes que cresga (ou se recupere). O
calculo de todos estes indicadores de viabilidade de uma populagdo s6 pode ser feito conhecendo-se
o tamanho inicial e a taxa de crescimento da populagio e portanto este calculo depende da inferéncia
dos pardmetros do modelo de crescimento adotado.

Existem muitos processos (fisicos, quimicos e biologicos) responsaveis pela dindmica de
uma populagio animal. Para que seja possivel modelar matematicamente tal dindmica € preciso
entender alguns conceitos ecolégicos importantes tais como o conceito de interagio (Petrere, 1992).
Conhecendo este conceito sabemos que as populagdes se relacionam para persistirem e portanto
tendem a aumentar de tamanho. A partir disto surgiu o primeiro modelo matematico de crescimento
proposto por Malthus em 1798. Este ¢ o modelo mais simples para o crescimento populacional pois
considera uma taxa de crescimento constante (nio dependente do tamanho da populagido):
r=b—m, onde b € a taxa de natalidade e m ¢ a taxa de mortalidade especificas da populagio
estudada. Denotando por N; o nimero de individuos na populag@o no tempo ¢, a equagdo proposta
por Malthus para o crescimento populacional € da dada por:

din(N,) _
— =T )

Se r > Oa populagdo cresce exponencialmente para o infinito e se r < 0 tem-se a extingdo
da populagdo. O modelo (1) ndo é adequado para situagdes reais pois além de considerar uma taxa
constante de crescimento, que leva a um crescimento ilimitado, ndo considera a aleatoriedade dos
processos naturais. A sobrevivéncia ou extingdo de espécies animais cujas populagdes estdo
ameagadas é inerentemente estocastica, ou seja, o crescimento de uma populagdo inevitavelmente
apresenta flutuagGes estocasticas provocadas por inimeras causas imprevisiveis. A varabilidade
devida a fatores ambientais (abidticos) pode ser introduzida no modelo por um processo estocastico.
Além disso € razoavel supor que o crescimento depende do tamanho da populagdo, ou seja, a taxa de
crescimento ndo é simplesmente a diferenca entre as taxas de natalidade e mortalidade mas é uma
fun¢do do tamanho da populagdo naquele periodo de tempo. A forma geral dos modelos com taxa de
crescimento dependendo do tamanho da populagdio e que considera o efeito das condigdes
ambientais € escrita de forma mais apropriada como:

? 4 4
In(Ny) — In(Ny,) = / r(N.)ds + / o(N,)dW, @)
to 1y

onde W, é um processo de Wiener (W, € normalmente distribuido com incrementos independentes).
Assim se & <1, <13 <ty entdo W, — W, & estatisticamente independente de W, — W, ,
portanto

Wy, — Wi, ~ N(O, |t; — ti]) 3)
A equagio (2) pode ser escrita de forma aproximada como:

In(Np 1) — In(N;) = r(Ny) + o(N) (Wi — Wh) 4)



Assumindo que o(N,) = o é constante e denotando por €, = Wy, — W,, entdo ¢ é um
ruido branco com E(e;) =0, E(e2) = 771, (t=1/6%> > 0) e E(e;,€i44) = 0, k # 0. Também
podemos escrever esta forma geral como:

Ney1 = Neexp{r(Ny) + €} : 5)

O modelo de Richards ¢ um modelo do tipo (5) com uma taxa de crescimento 7(IV;)
proposta por Richards (Richards, 1959). Este modelo que ¢ uma generalizagdo dos modelo logistico
e Gompertz inicialmente era usado para o crescimento do animal (peso x idade) e depois para o
crescimento populacional (Fitzhugh, 1974). Na maioria dos trabalhos encontrados na literatura os
dois casos particulares sio mais utilizados devido as dificuldades de se fazer inferéncia dos
parametros do modelo ndo linear de Richards (Ludwig, 1996, 1999).

O uso da teoria assintotica e a abordagem classica do problema de inferéncia dos parametros
do modelo de Richards apresenta algumas dificuldades devido ao mal condicionamento da matriz de
informagio de Fisher associada ao modelo. Neste trabalho mostramos que o modelo de Richards
pode ser interpretado como um modelo logistico quando aplicamos aos dados a transformagio de
poténcia de Box e Cox (Box e Cox, 1964) e essa interpreta¢do leva ao uso do método de maxima
verossimilhanga profile (Barndorff-Nielsen e Cox, 1994) tornando viavel a inferéncia dos
parametros. Outra consideragio importante para os modelos de crescimento populacional é sobre a
natureza aleatéria dos pardmetros desses modelos. Esse fato torna de fundamental importancia a
abordagem Bayesiana do problema de inferéncia dos pardmetros destes modelos. Este trabalho
apresenta uma abordagem Bayesiana para o problema de inferéncia de parametros do modelo de
Richards. As estimativas Bayesianas foram obtidas combinando-se algoritmos de MCMC como o
amostrador de Gibbs e o Metropolis-Hastings (Gilks et al, 1996) e os resultados obtidos foram
comparados com as estimativas de maxima verossimilhanga profile.

2. Modelo de Richards

Podemos escrever o modelo de Richards na forma discreta como a seguir. Considerando um
processo aleatorio para representar a variabilidade devida a fatores ambientais, denotada por ¢,

_ Ply_ (Ne)* |
Ny = Ngexp{ 7 [1 (K) ]}ea:p{et} (6)
Observando a equagdo em (6) vemos que a taxa de crescimento de Richards é dada por
_ Pl (Neye
r(N) = - (%) %)

O parametro p representa a chamada taxa de crescimento intrinseca da populagdo e ndo
depende do tamanho da populagdo, ou seja, ela é simplesmente a diferenca entre as taxas de
natalidade e mortalidade daquela populagido em questdo: p =d — m.

O parametro K ¢é o nivel de saturagdo da populagdo, que é o tamanho limite para a
populagdo a partir do qual a taxa de crescimento torna-se decrescente. Este nivel ¢ imposto pelo
meio (basicamente por escassez de alimento e espaco).

O parametro q também representa um fator intrinseco da populagdo. No caso em que o
modelo é usado para o peso dos animais, este fator esta relacionado com o metabolismo dos animais
o que facilita a interpretagdo. No caso de crescimento populacional este pardmetro descreve a forma
como a taxa r(N;) diminui quando N; aumenta, ou seja, se ¢ > 1 temos uma queda suave, se ¢ < 1
temos uma queda mais rapida e se ¢ = 1 a queda ¢ linear.



A taxa de Richards pode ser considerada geral porque variando o valor do pardmetro g
temos uma infinidade de modelos. Para simplificar, podemos escrever a taxa de Richards na forma:

T(Ny) = ap + ay N )

P _ﬁ i —o Ha
comag =, e a1 = Assim temos com este modelo K = ( - ) e p=qap

Nota 1: Modelos Logistico ¢ Gompertz

O modelo de Richards tem, como casos particulares, dois modelos muito usados nestes
estudos: O modelo logistico e o modelo Gomperts. O modelo logistico equivale ao modelo Richards
com q =1 e o modelo Gompertz ¢é obtido quando consideramos o limite da taxa de crescimento
Richards (7) quando q — 0.

Modelo Logistico: Com q = 1 em (7) podemos escrever a taxa de crescimento logistica:

N
T(Nt) = [1 - f] (9)
Esta taxa pode ser escrita na forma linear:
T(N) = ap + s N . (10)

comaozpealz—:,%#K=—-z—‘l’

Modelo Gompertz: A taxa de crescimento Gompertz é obtida considerando o limite da taxa de
crescimento Richards (7) quando q — 0, entdo temos:

(%) = tim, 21— (%)] = m[1 - on{ain ()}

Aplicando a regra de L'Hopital, temos a taxa Gompertz:

o) = iy — pin (¢ )ezpain () }] = — oin(%)

Assim como a taxa logistica, a taxa Gompertz é escrita na forma linear:

T(Nt) = Qg + alln(Nt) (11)

comag=pln(K) e ax=—p = K=e:l:p{;—°l‘°}

3. Transformacio de Box e Cox e 0 Modelo de Richards

O calculo de estimadores classicos (minimos quadrados ou maxima verossimilhanga) para os
parametros do modelo de Richards apresenta diversas dificuldades. Um problema encontrado é que
o uso de métodos numéricos (Newton, quase-Newton etc) para maximizar a fungio de
verossimilhanga ndo € possivel pois a matriz hessiana (matriz das derivadas segundas da fungio) para



esse modelo, pode ser singular. Para contornar esta dificuldade vamos interpretar o modelo de
Richards como um modelo logistico quando aplicamos aos dados a transformagdo de Box e Cox
(Box e Cox, 1964). Neste caso propomos o calculo dos estimadores de maxima verossimilhanga
profile (Barndorff-Nielsen e Cox, 1994) para os pardmetros do modelo de Richards, onde o
parametro de forma g coincide com o parametro da transformagido de poténcia de Box e Cox. Para
verificar essa coincidencia vamos considerar a transformagdo de Box e Cox dada por:

(9 _ N, tq ’ q>0
= {ln(Nt), g=0 | 42
Entdo o modelo logistico para os dados transformados tem a seguinte forma:

q

N, = Nfexp{p(l - %)}ezp{zt} ,q>0 (13)

Elevando ambos os lados da equagdo (13) & poténcia 1/q, chegamos ao modelo de Richards dado
em (7): -

Niw = Neewp{2[1 - (2) Tfesrtet s a>0 (14)

considerando em (14) K = Ki/q e oruido ¢ = z/q.
Para fazer inferéncia dos parametros do modelo (13) é conveniente adotar a notagdo
N,(q) = N}, g > 0, e escrever o modelo logistico para Nt("), dado por:

(9)

N = Nf%ezp{p|1 - ]}IQL | Yezpta) (15)
Fazendo ) = In(N{%, /N{¥), temos a equagdo (15) escrita na forma de um modelo linear:
ygq) =ap + ath(q) + 2 (16)
onde ap=p , oy = — ;{&L e 2 representa um ruido normalmente distribuido com: E(z;) = O,

E(z%) =15 e E(ziz4x) =0parak # 0.

4. Fungio de Verossimilhanca Profile (FVP)

Para estimar os parametros do modelo Richards com a transformagdo de Box e Cox
utilizando a FVP, vamos considerar a equagdo (16) do modelo logistico:

39 = ap + oy N + 2,

Com o modelo escrito nessa forma ndo temos dificuldades para estimar oy € o para valores
fixos de g e assim podemos encontrar uma estimativa g para ¢ que maximiza a FVP. Com as
estimativas dos pardmetros @y € a; podemos calcular estimativas dos pardmetros p ¢ K usando as
relagGes:

=G e f(=(——;—)w a7
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Como z; ~ Normal(0,75!), a fungdo densidade de Yt('”th(q) ¢ Normal com média

ap + oy N,(q) e varidncia var(z;) = 7, ! , de forma que:
@@y _ (T To (@) _ (@2
PN = (22) "eap{ ~ 26 - a0 ~ u NP} (18)

Como estamos interessados em calcular os valores que maximizam a fun¢do de
verossimilhanga dos dados originais, determinamos esta fungdo considerando o jacobiano da

transformag@o. Temos que se N,(") = N{, entdo:

dN
P(Neut|No) = PINING)| 2P | = POVLING) o N (19)
Mas de acordo com (16), temos:
dY(q)
P(NIN®) = PN
dNiiy

(q)
Com P(Y?|N!?) dado em (18) e Y =in ( o) ) temos que a densidade P(N, t(i)l IN\9) &
dada por:

1/2 T
PININGD) = (=) "ean{ - S0l — ag — aa NP} (20)

t+1

Finalmente, podemos escrever a densidade condicional P(Ngy,|N;) como:

Ta\1/2
P(NaN) = (52) " ezn{ — 2 — a0 — an NP} —c—aNE] @1

t+1

Em notag@o matricial, temos o vetor de observagdes denotado por D = (Ny,...,N,), os

vetores dos dados transformados Y (9 = (y(") YDy N@ = ( Nl(q), oty N9Y comg>0eo
vetor de pardmetros a = (ay, al) A fung¢do de verosimilhanga é dada por:

(n—1)/2
L(g,a ,7|D) = (‘27%) ezp{ — Q’(‘I) — X(")a Y (X(q) _

HNt-H

(22)

1 NP
com %((q): ( . )z[,l, ,\N(q)]

1 NP2



Os valores de o € 7 que maximizam a fung¢do (22) sdo os mesmos que maximizam o
logaritmo dessa fungo, entdo denotando l(q, & ,70|D ) = In[L(g, ¢ ,70|D )|, temos:

n—1)
2

tg..701R) = " 2 lin(ro) - In(2m)] - SO X0 y(r©@ - x6g) 4

+ (n —1)in(q) — niln(Ntﬂ) (23)
=1

Para o célculo das estimativas dos pardmetros & , 7o € g considerar (23) como a fungio de
verossimilhanga profile que denotamos por I,(q|D ) = l(q,&,,7,4|D ), onde &, e 7, sdo as

estimativas de méxima verossimilhanga de @ e 7o para g fixo. Calculando 1,(g{D ) para os valores
de g em um intervalo [a, b] podemos calcular 0 maximo da fungdo e assim identificar a estimativa de
maxima verossimilhanga g para q. Além disso podemos calcular um intervalo de confianga para q de
acordo com a relagio:

2[l,(q) — lp(9)] — szlq 2

onde v, € o nimero de componentes independentes em q. Maiores detalhes sobre este método
podem ser encontrados em Barndoff et ali., 1994.

5. Calculo de Intervalos de Confianca para os Parametros p, K e 7

Considerar o vetor de pardmetros y = (o1,a2,70,9) € a relagio com o vetor de
pardmetros de interesse § = (p, K, 7, ¢)dada por a; = g , Og = q;K%, To = q—’;—, qo = q. Podemos
calcular os intervalos de confianga para 0 = (pg, K4, 7,) usando a propriedade de normalidade
assintotica dos estimadores de maxima verossumlhan(;a profile 0 ~ Normal|0 0y » I, 1( 0, )] onde
I q@, ) ¢ a matriz de informacio de Fisher observada para dado q.

Denotando por 1 (z ) a matriz de informagdo de Fisher observada para os parimetros q e

I @ ) 2 matriz de informagdo de Fisher para § podemos calcular 1 @: ) usando o jacobiano da
transformac@o dado pela matriz J 4 e a relagdo (25).

Ly b

I N _ qYq 9

I@ ) - Jlﬁ I(l)J;yﬂ - ( Iq'éq Iqq (25)
1 '
: . ° qﬁP‘ (K)

9y _qu Kf“ 0 ’I,{v + "Kv
J:!ﬁ = 50 = qo 0 N ¢ _—_21q {26)
T ¢

0 0 0 1

Devido ao mal condicionamento da matriz ndo € possivel calcular 11 @ ) diretamente mas
podemos usar a relagdo V@g) =R, — Bl qqug ™! para o calculo aproximado da variancia
estimada para 6, (Seber, 1989).



Nota 2: As dificuldades da Inferéncia Classica

Uma dificuldade que apresentamos no uso desses métodos é que as amostras, nos estudos
de crescimento de populagdes animais (excluindo insetos), geralmente sdo pequenas e isto
impossibilita o uso da teoria assintotica, ou seja, ndo podemos considerar a propriedade
assintotica de normalidade dos estimadores de maxima verossimilhanga e também dos estimadores
de maxima verossimilhanca profile. Este fato empobrece a inferéncia uma vez que temos apenas
estimativas pontuais para os pardmetros. Uma alternativa é o uso da inferéncia bayesiana, que
também é justificado pelo fato de que os pardmetros dos modelos de crescimento populacional séo
variaveis aleatorias.

6. Inferéncia Bayesiana para o Modelo Richards

A abordagem Bayesiana ¢ mais adequada para este tipo de problema uma vez que os
parametros de interesse p € K sdo variaveis aleatorias e também pelo fato de que esses estudos
contam com poucas observagdes. Para destacar que, nesta abordagem, os parametros sdo variaveis
aleatorias vamos substituir o nome do vetor de parimetros g por B . Para fazer a inferéncia

Bayesiana dos parametros do modelo de Richards propomos a utilizagdo do método de simulagio de
Monte Carlo em cadeias de Markov (Gilks et al, 1996), utilizamos especificamente o algoritmo
amostrador de Gibbs (Gelfand e Smith, 1990) em conjunto com o algoritmo Metropolis-Hasting
(Chib e Greenberg, 1995). Para encontrar a densidade a posteriori conjunta dos parimetros do
modelo vamos reescrever a fungdo de verossimilhangca dada em (23) como:

To

(n—1)/2 T n-1
)" eap{ - BB +Cop i — @

H Nt+l
t=1

L(g,8 . mlR) = = (

onde B,(B) = (8 —Eq)(X(‘l)'X(q’)([g’, —-B,).Co=(Y® - X9, Y(YW - XWg ) e B, é0
estimador de minimos quadrados de 3 para ¢ fixo.

A abordagem bayesiana combina a fun¢do de verossimilhanga com uma fungio densidade de
probabilidade conjunta dos parametros , que chamamos densidade a priori. Esta densidade é baseada
em informagGes fornecidas, a priori, por especialistas da area em questio (no caso ecologistas,
bidlogos etc).

Usando a formula de Bayes podemos combinar essas fungdes e assim obter a chamada
densidade conjunta a posteriori para os parametros, denotada por 7(q, E ,70|D). A partir da

densidade conjunta a posteriori podemos obter as densidades marginais a posteriori e, com estas,
calcular as estimativas de cada pardmetro.

Na falta de informagées a priori podemos construir uma densidade a priori ndo informativa.
Neste trabalho optamos pelo uso da densidade a priori ndo informativa de Jeffreys (Box e Tiao,
1974). A densidade conjunta a priori para g, E , To € dada por:

To (q),é ’ TO) & M ('é » 70 Iq)ﬂ.Q (Q) (28)

onde m{f ,7Tolq) 0(;1; ¢ a priori ndo informativa de Jeffreys e my(q) é uma constante com
O<a<g<hb.



Podemos escrever a densidade conjunta a posteriori, combinando a fun¢do de
verossimilhanga (27) com a densidade conjunta a priori (28):

m(q,B,70| D) Tog_lemp{ ~ %[Cq +(8 - % )(X(‘I)'X(Q))(g _%)]}q"“l @9

O estimador bayesiano do vetor de parametros q= (g, é , To) € aquele que minimiza o valor
esperado a posteriori de uma fungdo perda denotado por E.[u(7y ,7 )]. Se consideramos a fungdo
de perda quadratica temosy = E;[y ]. O calculo deste valor esperado com relagiio a densidade a

posteriori (29) s6 pode ser feito por aproximagdo numérica e portanto usamos os algoritmos
amostrador de Gibbs e Metropolis-Hastings. Para a aplicagio desses algoritmos ¢ necesséirio o
calculo das densidades condicionais a posteriori.

As densidades condicionais a posteriori (79 g, B D) e w((é |, D) podem ser obtidas
diretamente de (29) e sdo dadas por: :

n(la,8,D) i eap{ - 2UC+ (B ~BXW' XDy g -3} (0)

1
nl0,8,D ~ Gama| 2, 3[By(8) + G|

(B |q,70,D) ox ea,-p{ - ’_;2(’[\3’ _ EN‘I )(X(")'X("))(g - /,'B:,! )} on
B |q,70,D ~ Normal [Bq , (X('I)'X(q))—l]

A falta de informagdo a priori sobre o parametro ¢ dificulta a escolha ‘'de um nucleo de
transi¢do para gerar amostras desse parametro no algoritmo Metropolis-Hastings. Supondo que
0 < a < g < b, uma alternativa ¢ fazer a reparametrizagio a seguir:

_ gq—a
g = log(b“q) (32)
onde temos que ¢, = — oo se ¢ =a € ¢, = + oo se g = b. Considerando ¢ com uma densidade a

priori Normal com média (a + b)/2 e vanancia &2, podemos usar esta densidade como nacleo de
transigdo, no algoritmo Metropolis-Hastings, para gerar amostras de ¢,. Entdo podemos escrever a
densidade condicional de ¢, como:

7(¢ql70, 8, D) & N((a+)/2,8)¢(r0,8 ,9,D) (33)
com
¥(10,8,90,D) = exp{ - Izg[Cq +(8 - BN" )(X(‘I)'X(Q))(E _ :ﬁ\\,‘l )]}qn—l (4)

A amostra do parﬁmetro g pode ser obtida com os valores gerados de ¢ usando a inversa da
transformagdo (32) dada por q = (a -+ be?)/(1 + €?). As amostras geradas com essas densidades
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condicionais através dos algoritmos de simulagdo de Monte Carlo (amostrador de Gibbs e
Metropolis-Hastings) podem ser usadas para construir amostras das densidades marginais a
posteriori dos pardmetros de interesse p e K usando a relagdo (8) e 7 = 75/q%. Com elas temos
condigdes de avaliar o comportamento dos parimetros com estimativas pontuais, intervalos de
credibilidade, histogramas e outras estatisticas de interesse como a moda a posteriori, por exemplo.
A convergéncia dos algoritmos pode ser avaliada com o critério de convergéncia de Gelman e Rubin
(Gelman e Rubin, 1992).

Nota 3. Inferéncia Bayesiana para os Modelos Logistico ¢ Gompertz

No caso dos modelos logistico e Gompertz é possivel calcular diretamente as densidades
marginais a posterioride 3 e T e assim obter os estimadores Bayesianos correspondentes de p e K

através das rela¢bes dadas na Nota 1. Para verificar essa particularidade desses modelos vamos
considerar a fungdo de verossimilhanga para o modelo geral de regressdo linear
Y: = B1 + BoX; + € e os residuos €, =y, — By — Poxy i.i.d Normal (0, T71).

T

g2 = (5:) ean{ - Flov @ -DHxxg -F)} o9

onde C = (Y - XBY(Y - XB).
Considerar a densidade a priori ndo informativa de Jeffreys (Box e Tiao, 1974) dada por:
1
mo(f ,7) o< — (36)

A densidade conjunta a posteriori é obtida combinando a fungdo de verossimilhanga (35) e
a densidade conjunta a priori dada em (36). Assim temos:

(B ,7|D) x mo(B ,T)L(B ,7ID ) T%_lea:p{ - %[C + (B8 —EA)(X'X)(E _,é)] }
(37)

Para calcular a densidade marginal a posteriori de T, basta integrar a densidade conjunta
com relagdo a 3 e temos:

n(r|D) = / n(B ,7\D)df = [ 8 teap{ — Z[C+ (8 - )X X - )] }48

~J

n(r|D) =¥ leap{ - 7

T VT
2 oo

1+_1€)

7(7]D ) 'rnTH‘lezp{ - %C} ~ Gama( 5 g

(38)

Da mesma forma, para calcular a densidade marginal a posteriori de 3, integrando a
densidade conjunta a posteriori (37) com relagdo a T, temos:

w12 = [n(g,riR)ar = [ri-tesp{ - Z[c+ (8 - HrX0@ - f)] Jar
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r(81D) o 2TG) « - - (39

[c+@ -pHreexis -p  [1+46 -Haxie -]

Portanto a densidade marginal a posteriori de T ¢ a densidade Gama(";rl , g) ea

densidade marginal a posteriori para 8 = (1, B2) é a densidade t-Student bivariada centrada em

B, com matriz de precisdo C~Y(X'X) e (n—2) graus de liberdade. Com estas densidades

marginais a posteriori podemos calcular estimativas dos pardmetros dos modelos lineares como o
Gompertz e o logistico.

7. Aplicacéio

Para avaliar o desempenho da técnica de maxima verossimilhanga profile (MVP) e também
da abordagem Bayesiana, utilizamos dois conjuntos de dados: a amostra 1 gerada com um modelo
logistico (¢ = 1) e a amostra 2 gerada com o modelo de Richards (g = 0.6).

As amostras utilizadas foram extraidas de um conjunto de 5000 valores gerados com os
paridmetros populacionais K = 9000 e p = 0.7 e em cada caso foram considerados somente os
ultimos 1000 valores gerados, evitando assim o efeito do tamanho inicial da populagdo dado no
instante £ = 0.

As amostras geradas sdo apresentadas em escala de N;/1000, nas Figuras 1(a) e 1(b) a
seguir:

30

Dados gerados: Modelo Richards com g=1

Dados gerados : Modslo Richards com q=0.6

N

N - N N N . 0 " N N N . " v N .
300 400 500 600 700 800 900 1000 [} 100 200 300 400 500 600 700 8O0 SO0 1000
t . t

() (®)
Figura 1. Simulagio de uma populagio animal com K = 9000 e p = 0.7 sendo
(a) amostra 1: gerada com modelo logistico (g = 1) e
(b) amostra 2: gerada com modelo Richards (g = 0.6)

Para comparar os dois métodos de inferéncia em fungio do tamanho das amostras, aplicamos
as duas técnicas para estimar os pardmetros considerando amostras grandes, com n = 950
observagdes e amostras pequenas, com n = 100 observagdes, extraidas de cada uma das amostras
geradas.
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Nas Figuras 2(a) e 2(b) temos os graficos do logaritmo das fungdes de verossimilhanca
profile nos quais podemos observar os intervalos com 95% de confianga (1.C. 95%) para ¢, para a
amostra 1 quando consideramos n = 950 e n = 100 observagdes respectivamente.

Log Verossimithanga Profle - Dados gerados com ¢=1 (n=950) Log Verossimilhanga Profie - Dados gerados com q=1 (n=100)
v = < v v -39 T T T
| i t A (I | f | { [ BN t
-354[ { 1 1 /. L L Jl\ L i 1 J 40 ) 1 ,,/' | ] \-\ I
[ | / ! | [ | ) 1 g ) [ RN
356 | | (| ! ) | }\\ | ) 4 | /:/ ) [ \\ |
) ) / 1 1 | | 1 \ | [ -41 1 A 1 [ N
a5l 1 / | ] | I oY | ] l / I | l N
e I | | | ! N | 42 vy | [ [ [N
o (A ! | | 1 [ N a L I t 1 (AN
] ST A T [ T T R T T 3 ; I ! ' i \
o /! >
3 72 Y N T T O TR \ I &4 A | ' i I \
-382} I 1 ] ! I | A S \ ' 1 !
I | | t 1 | ! | \ aal S 1 | ) |
RIS ! | ' ] ) ! 1 AR /o 1 I | |
// ) ) | | ) | 1 i ) \‘ sl /! [ | [ )
aesl/ ! I 1 ] ] ] 1 ) (A / 1 | | 1 |
V ) | | | ! 1 1 ) | // ! | 1 1 |
e8| | 1 | | i ] ' t 1 481 [ t ) | 1
1 3 i 1 1 i 1 ] 1 N I i 1 i
02 04 06 08 t 12 14 16 18 2 0.5 1 1.5 2 2.5 3
q q
(a) L.C. para g € (0.64;1.31) () 1.C. para g € (0.89;2.45)

Figura 2. Log Verossimilhanga profile para a amostra 1 com 1.C. 95% para ¢
com: (a) n = 950 e (b) n = 100 observagoes.

Nas Figuras 3(a) e 3(b) apresentamos os graficos do logaritmo das fungdes de

verossimilhanga profile para a amostra 2 (g = 0.6) e os intervalos de confianga (I.C. 95%) para q,
calculados com n = 950 enn = 100 observagdes respectivamente.

Log Verassimithanga Profile - Dadas gerados com q=0.6 (n=100)

Log Verossimilhanga Profile - Dados gerados com g=0.6 (n=950)
v

HE—— i H — 315F =
340 f l N | 1 | ~ : \~Jr\ T : |r )
i I I 2t : N : |
p ! | | \ 1 | ) 4 1 |
0 ! | ] \\\ 1 1 325 [ 1 \l\ 1 l
1 I ] AN 1 I 1 oy l
360 I| | \ \:\ 1 | sl l 1 1 SRR l
a | I . 1 o l 1 I [ I
@ ' | I N 1 - 1 ! I \\ )
~ a0} | | | N ) 5338 i 1 1 1\ |
) | i [ ‘\ 1 l 1 1 (AN
( I i 1 1 . ) ) ) | N
380 | ) | 1 ?\\ * 1 1 | 1 \u\
| ' ) I S |
I ' ! ! Y 345} : : : ' : .
-390 I i ( | P I ) I | o
| | ! 1 1 \\ 35l 1 | | | ! N
L 1 L 1 1 y N
05 1 15 2 25 o_: 1l v_|s 42L z.ls
q q
(a) I.C. para ¢:(0.18; 0.92) (b) 1.C. para ¢:(107%; 2.07)

Figura 3. Log da verossimilhanga profile para amostra 2 com 1.C. 95% para q com:
(a) n = 950 e (b) » = 100 observagdes.

As Tabelas 1, 2, apresentam as estimativas de maxima verossimilhanga profile (MVP) ¢ as
estimativas Bayesianas obtidas com simulagdo MCMC para a amostra 1 com n = 950 e¢ n = 100
observagoes, respectivamente.



Tabela 1: Amostra 1 com n = 950, gerada comqg =1, p = 0.7, K = 9000 e 7 = 8.

MVP Bayesiano®"
Estimativa L.C. (95%) Meédia | Moda | 1.Cred. (95%) R
T 8.1187 (7.3733 ; 8.8641) 7.3149 | 7.2742 | (5.6738;,9.2534) | 1.0017
q 0.9700 (0.64; 1.31) 1.0491 | 1.0380 | (0.9422; 1.1697) | 1.0036
K 8558 | (8557.7.85583) | | | 8634 | 8378 | (7609,9874) | 1.0005
P 0.6825 (0.6137 ;0.7513) 0.6794 | 0.6825 | (0.6537,0.7042) | 1.0023

(*)A taxa de aceitagdo no algoritmo Metropolis-Hastings para o parametro q foi 21.52%

Tabela 2: Amostra 1 comn = 100, geradacomg =1, p=0.7, K =9000e 7= 8

MVP Bayesiano("
Estimativa 1.C. (95%) Média | Moda 1.Cred. (95%) R
T 7.6894 (4.0293 ; 11.3495) 5.8273 | 5.9677 | (2.5775,9.1007) | 1.0015
q 1.64 (0.89; 2.45) 1.0524 | 1.0694 | (0.9306; 1.1674) | 1.0018
K |[9244 (9242 4 ; 9245.6) 9256 | 8217 | (5869 ;16161) | 1.0014
P 0.6782 (0.1364 ; 1.22) 0.7528 | 0.7615 | (0.6595; 0.8461) | 1.0000

™A taxa de aceitagio no algoritmo Metropolis-Hastings para o parametro g foi 42.05%

L3

Nas Figuras 4 e 5 apresentamos os histogramas que representam, a menos de uma constante
de normalizagdo, as estimativas das densidades a posteriori dos pardmetros do modelo quando
consideramos os dados da amostra I com n = 950 e n = 100, respectivamente. Esses histogramas
foram construidos com uma amostra dos parametros, de tamanho 1000, extraida de uma amostra de
tamanho 10000, gerada pelo algoritmo de simulagio MCMC, da qual desprezamos os primeiros
5000 valores e selecionamos dos restantes um valor a cada 5 gerados.

Histegrama de K - Amestra 1 com n=350

1300

Woo L

1400

1200 |

1000

1200

Histograma d

m n=950

1000

062 065 068 087 068 083 67 0.71
[

Hisiogral

ma de tau - amostra ) com n=450

Figura 4. Histogramas dos parametros do modelo de Richards para a amostra 1 com n = 950.
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s000 Histograma de K - Amosira 1 com n=100 Histograma de ro - Amostra 1 cam n=100
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Figura 5. Histogramas dos parametros do modelo de Richards para a amostra I com n = 100.

Analizando os histogramas das Figuras 4 e 5 notamos que o histograma do parametro K
apresenta, para a amostra com n = 100, uma forte assimetria. Este fato justifica o aumento na
amplitude do intervalo de credibilidade (tabelas 1 e 2). Esta diferenga deve-se ao fato das estimativas
calculadas com uma amostra de tamanho 100 serem menos precisas do que no caso anterior. Os
intervalos de confianga para os parametros p e 7 tem amplitude muito grande o que significa que
temos pouca informag@o sobre estes parametros com estes intervalos. No caso do pardmetro q
vemos que a estimativa bayesiana € mais precisa do que a estimativa de MVP principalmente para a
amostra de tamanho 100. Como sabemos da dificulade de encontrar amostras grandes neste
problema concluimos que o uso da abordagem bayesiana é mais adequado do que a abordagem
classica. Observamos que os intervalos de confiangca para o pardmetro K sdo de amplitude pequena
mas ndo incluem o verdadeiro valor do parametro e este fato indica que realmente o uso da teoria
assint6tica ndo € adequado.

Uma analise similar foi feita para a amostra 2 gerada com o modelo de Richards com
g = 0.6. As estimativas de maxima verossimilhanga profile (MVP) e Bayesianas obtidas com
simulagio MCMC para a amostra 2 com n = 950 e n = 100 observagdes sdo apresentadas nas
Tabelas 3, 4 respectivamente. Resultados similares foram encontrados para estimativas dos
pardmetros desse modelo, ou seja, encontramos intervalos de credibilidade com maior amplitude
quando temos amostras menores (n = 100) refletindo assim a limitagdo do uso de amostras
pequenas na precisdo das estimativas.
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Tabela 3: Amostra 2 com n = 950, gerada com q = 0.6, p = 0.7, K = 9000 ¢ 7 = 8.

MVP Bayesiano("
Estimativa LC. (95%) Média | Moda 1. Cred (95%) R
T 8.4512 (7.6751 ;9.2273) 8.4216 | 7.9163 | (7.0303; 10.0774) | 1.0023
g |[055 (0.18; 0.92) 0.5992 | 0.5942 | (0.5520; 0.6435) | 1.0032
K 8996 (8995.9 ; 8996.1) 9033 8855 (8175 ; 9986) 1.0029
P 0.6591 (0.6259 ; 0.6923) 0.6574 | 0.6589 | (0.6424; 0.6726) | 1.0005

™A taxa de aceitagio no algoritmo Metropolis-Hastings para o parametro g foi 25.63%

Tabela 4: Amostra 2 com n = 100, gerada com ¢ = 0.6, p = 0.7, K = 9000 ¢ 7= 8.

MVP Bayesiano("
Estimativa | 1.C. (95%) Meédia | Moda I. Cred. (95%) R
T 8.9219 (5.3978 ; 12.4460) 8.2251 | 8.4647 | (4.9591; 11.6078) | 0.9994
q 0.48 (107%;2.07) 0.5995 | 0.6046 | (0.5542; 0.6444) | 1.0000
K 9516 (9515.5 ; 9516.5) 9732 10263 | (6660 ; 14066) 1.0001
p 0.5839 (0.4211 ;0.7467) 0.5864 | 0.5938 | (0.5396; 0.6340) | 1.0009

™A taxa de aceitagdo no algoritmo Metropolis-Hastings para o parametro q foi 50.13%

Nas Figura 6 e 7 apresentamos os histogramas que representam, a menos de uma constante
de normalizagdo estimativas das densidades a posteriori dos parametros do modelo quando
consideramos os dados da amostra 2 com n = 950 e n = 100, respectivamente. Esses histogramas
foram construidos de forma similar ao caso anterior.

A assimetria na forma do histograma do pardmetro K para amostra de tamanho 100 (figura
7) justifica a amplitude do intervalo de credibilidade para este parametro. Este fato mostra que
apesar do modelo de Richards ter um parametro a mais (o pardmetro de forma ¢) a precisdo nas
estimativas tem o mesmo comportamento do modelo logistico. No modelo de Richards uma amostra
de tamanho n = 100, torma as estimativas menos precisas do que no caso anterior e apresenta
intervalos de credibilidade mais amplos como podem ser vistos nas Tabelas 3 e 4. Os intervalos de
confianga para K tém amplitude pequena mas ndo contém o verdadeiro valor do parametro. Isto
também ocorre no intervalo de confianga de p com n = 950. No caso do pardmetro ¢ observamos
que a estimativa bayesiana é mais precisa do que a estimativa de MVP principalmente com a amostra
de tamanho 100. Este fato reforga que o uso da abordagem bayesiana é mais adequado para a
solugdo deste problema.
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Figura 6. Histogramas dos parametros do modelo de Richards para a amostra 2 com n = 950.
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Figura 7. Histogramas dos parametros do modelo de Richards para a amostra 2 com n = 100.
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8. Conclusao

Este trabalho apresenta uma abordagem Bayesiana para inferéncia dos parimetros de
modelos de crescimento populacionais destacando que o modelo de Richards, visto como uma
generalizagio dos modelos logisticos e de Gompertz, pode ser considerado sob o ponto de vista da
trasformagio de Box e Cox com uso da fungdo de verossimilhaga profile. Os resultados apresentados
consideram quatro conjuntos de dados, sendo dois destes gerados segundo um modelo logistico
resultando em duas amostras de tamanhos n = 950 e n = 100 e os outros dois gerados segundo um
modelo Richards resultando também em duas amostras com 950 e 100 observagdes. Os parametros
dos modelos foram entdo estimados usando a fungdo de verossimilhanga profile e a abordagem
Bayesiana junto com algoritmos de simulagdo MCMC.

A comparacédo dos resultados com relagdo a precisao das estimativas mostrou que no caso
em que o tamanho da amostra é pequeno a estimativa bayesiana do parimetro de forma do modelo
de Richards é mais precisa que a estimativa de MVP. Com relagio aos outros parametros,
concluimos que o calculo dos intervalos de confianga, que pode ser feito com a teoria assintotica, é
praticamente intratavel devido a dificuldade no calculo da matriz de informag@o de Fisher esperada.
Neste caso optamos pelo uso da inversa da matriz de informagdo de Fisher observada como
estimativa da variancia dos estimadores, que também sO pode ser considerada uma estimativa precisa
no caso de amostras grandes. Além disso os resultados mostram que os intervalos de confianga
calculados desta forma podem ndo conter o verdadeiro valor do pardmetro. Este fato nos leva a
optar pela abordagem bayesiana deste problema, uma vez que sabemos da dificuldade em encontrar
grandes amostras de censo de populagdes animais.

O modelo de Richards deve ser considerado pelo fato de ser mais geral e portanto mais
realista devido a presenga de um pardmetro de forma. As dificuldades na inferéncia dos pardmetros

podem ser contornadas com o uso da inferéncia bayesiana que se mostra viavel e precisa para os
modelos de crescimento populacional.
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