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Resumo
Este trabalho considera o problema de inferência e previsão dos mode—

los auto—regressivos com correlação periódica PAR(pm). Os problemas de in—

ferência e previsão são tratados no contexto clássico calculando—se estimadores
de máxima verossimilhança e no contexto Bayesiano considerando—se densi-
dades a priori não informativas e informativas conjugadas. As estimativas de
máxima verossimilhança dos parâmetros desses modelos e das previsões de
valores futuros assumem a normalidade da distribuição conjunta da série. Essa
hipótese, no entanto, quase sempre não se verifica na prática. Neste trabalho
os modelos PAR(pm) são ajustados em duas situações distintas: 1) assumindo
a hipótese de normalidade conjunta e homocedásticidade periódica das séries
e 2) fazendo uso da transformação de Box—Cox para assegurar um distribuição
conjunta aproximadamente normal e estabilizar a variância periódica da série
transformada. No caso em que a trasformação de Box-Cox é utilizada, as pre-
visões de mínimo erro quadrático médio da série original são estimadas com
uma aproximação de segunda ordem.

1 Introdução
Muitas séries temporais revelam um comportamento periódico ou sazonal os quais
podem ser modelados por processos periódicos. Os processos periódicos foram pro—

postos originalmente em [12] e várias aplicações desses modelos nas áreas de hidrolo—

gia e econometria são apresentadas em [19], [22], [29], [30], [4], [16] e [21]. Séries com
autocovariância periódicas não devem ser modeladas como processos Sazonais Auto-
regressivos de Medias Móveis (SARMA) proposto em [8], por serem estes modelos
na realidade estacionários, veja [15] para uma discussão matemática deste tópico.
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Uma classe de processos periódicos muito pesquisada é a dos processos periódicos
auto-regressivos (PAR), originalmente propostos por Thomas 'e Fiering [24] e ampla-
mente analisados em [17], que apresenta as propriedades assintóticas destes modelos
assumindo normalidade do processo, e [26] que mostra as condições necessárias e
suficientes para estacionariedade periódica.

Os modelos periódicos auto-regressivos de médias moveis (FARMA) são uma
extensão do modelo PAR que inclui a parte de médias móveis. Esses modelos foram
desenvolvidos em [29] e estendidos em, [28], [6], [15], as propriedades assintóticas dos
modelos PARMA são apresentadas em [2] e [5] assumindo normalidade do processo.
Porém, algumas dichldades de uso desses modelos são destacados em [16].

No entanto, além da periodicidade, muitas séries temporais não são gaussianas.
Assim, uma abordagem mais geral seria considerar modelos não—gaussianos [32],
[14], [1]. Essa abordagem pode torna-se pouco prática devido ao grande número
de modelos a serem testados visando a escolha do melhor modelo para uma série
temporal. Além do mais, a escolha do melhor modelo para uma dada série pode não
ser a mais adequada para outra o que torna o processo de escolha do melhor modelo
ainda mais dispendioso.

Uma abordagem alternativa é transformar a série temporal original em uma
série com distribuição aproximadamente normal. Outro objetivo da transformação
de uma série é reduzir a correlação temporal dos resíduos do modelo ajustado,
pois essa correlação implica em um erro sistemático“ nas previsões. Entretanto ex—

istem métodos não paramétricos tais como o método da esperança condicional [9]

e o método aditivo estabilizador de variância [25] que não tratam o problema da
correlação serial. O método não—paramétrico auto—regressivo [31] considera esse
problema mas envolve a estimação de um grande número de parâmetros exigindo a
solução de um problema de otimização com restrição de não—negatividade que pode
resultar em um grande esforço computacional.

Neste trabalho estamos propondo o uso da transformação de Box—Cox que tem
como objetivo transformar a série original assegurando, de forma aproximada, a
normalidade, a homocedásticidade e a linearidade, reduzindo assim a correlação
temporal dos resíduos [7]. Além disto esta transformação exige a estimação de um
(ou dois) parâmetros além dos parâmetros do modelo. Portanto a transformação de
Box—Cox reúne a praticidade com as principais propriedades exigidas de uma trans—
formação para séries temporais (linearidade, normalidade e homocedasticidade).

O objetivo principal deste trabalho é propor uma abordagem Bayesiana para
estimação dos parâmetros de um modelo PAR(pm) com m = 1, . . . , S, (S = 12
em séries mensais). A análise Bayesiana é feita considerando densidades de prob—
abilidade a priori não informativas e densidades a priori informativas conjugadas.
Quando a transformação de Box-Cox é aplicada nos referimos a esses modelos como
BCPAR(pm) e a análise Bayesiana é feita fazendo uso de técnicas de simulação de
Monte Carlo em Cadeia de Markov (MCMC). Os estimadores clássicos de máxima
verossimilhança também são apresentados para fins de comparação com a abordagem
Bayesiana proposta.



Uma dificuldade encontrada no uso da transformação de Box—Cox em modelos
de séries temporais é a estimativa de previsões de mínimo erro quadrático médio
(MMSE) para valores futuros da série original, a partir das previsões MMSE feitas
para a série transformada, porque estas previsões só podem ser feitas de forma aprox-
imada [13] e [18]. Uma aproximação de primeira ordem é apresentada em [27], para
modelos estacionários auto-regressivos AR(1). Neste trabalho mostramos que essa
aproximação é equivalente às estimativas de previsões de mínimo erro absoluto (ou
percentual) médio (MMPE) e estendemos essa aproximação para uma aproximação
de segunda ordem para modelos PAR.

Neste trabalho as ordens pm dos modelos auto-regressivos são selecionadas us-
ando a decomposição do critério BIC [23] para modelos PAR(pm) sugeridazem [16].
Quando adotamos esse procedimento para as séries originais e' transformadas, jun—

tamente com a avaliação dos erros de previsão, observamos as vantagens do uso
da transformação de Box—Cox tanto na diminuição dos erros de previsão como na
escolha de modelos mais parcimoniosos.

Esse trabalho visa aplicações às séries de vazões naturais, afluentes em reser—
vatórios do sistema hidroelétrico brasileiro. Estas séries históricas correspondem a
um período de janeiro de 1931 a dezembro de 1998. Para comparar os modelos ajus-
tados, consideramos três situações hidrológicas distintas, escolhendo de cada série,
os anos mais secos, os anos típicos (médios) e os anos mais úmidos. As observações
que precedem esses anos são usadas para ajustar os modelos e as observações de
cada um desses períodos servem como teste para avaliar as previsões obtidas com
cada modelo nas três estações: seca, média e úmida. ª

Este trabalho está organizado da seguinte forma: Nas seções2 e 3 apresentamos
os estimadores de máxima verossimilhança para os modelos PAR e BCPAR. Nas
seções 4 e 5 apresentamos a abordagem Bayesiana para ambos os modelos utilizando
técnicas de simulação MCMC. Na seção 6 apresentamos os estimadores da previsão
para ambos os modelos no contexto clássico. Na seção 7 os estimadores Bayesianos
para as previsões são apresentados usando técnicas de simulação de Monte Carlo.
Na seção 8 apresentamos algumas conclusões deste trabalho.

2 Modelos PAR(pm)
Vamos considerar a série temporal periódica, com período S, lztmm), r = 1, . . .n,
m = 1, . . . ,S] com t(r, m) = S(r—— 1) +m. No caso de observações mensais, S = 12,
m representa os meses e 7" representa os anos. Se

lim = Eizt(r,m)]' (1)

cm,]: = covízt(r,m)zt(r,m)_kl (2)

existem e dependem somente de k e m, zmm) é dita ser periodicamente correla—

cionada ou periodicamente estacionária [16]. O modelo periódico auto—regressivo



PAR(pm) com m = 17 . . . , S, é dado por:
11».

Zt('r,m) = um +z Óm,j(2t(r,m)-j — um—j) + at(r,m) (3)
j=1

com pm < S e ªt(r,m) é um processo independente com distribuição normal N (O, wfn)
(vamos usar a notação Tm = l/wfn > O). A variância da série ªdam) é dada por:

pm
07211 = wª; +Z Ómjcmd (4)

:=
Sob a—hipótese de normalidade, um estimador assintótico eiiciente de cmú- [17], é
dado por:

n
ªma“ = à“ 20%”) _ #m)(zt(r,m)—j _ “vn—j) (5)

T:]
Segundo [17] e [16], estimadores assintóticos eficientes para os parâmetros qi", =
(ÓmJ, . . . , ómpm) podem ser encontrados resolvendo—se a equação 6 Yulo-Walker para
o modelo (3) e a variância da série Zt(r.m) pode ser estimada substituindo—se as
estimativas calculadas com (5) em (4)

Neste trabalho vamos adotar o modelo PAR(pm) escrito de forma equivalente
dada por:

pm

Zi('r,m) : Crn +Z Óm,jzt(r,m)-—j + at(r,m) (6)
j=1

A relação entre as médias um e as constantes cm, é dada por:
pm

em = um —z ÓmJFIIm—j (7)
j=1

A equação (7) pode ser escrita na forma matricial como:

Mu = c (8)

com ,u, = (m, . . . ,ps)', c = (cl, . . . , cS)' e M uma matriz .5' x S definida como:

1 —ª1,S-1 —a1,S-2 "' —ªi,1
"042,1 1 ªlas-1 ' ' ' —ª2,2

M = s s ... a (9)

-as—1,1 —ªs-1,2 “'as—1,3 ' ' ' ªls—1,54
“05,1 —as,s—1 —ªs,s—2 ' ' ' 1

Com amd- = —<í>m,j paraj 5 pm e ama- = O para pm < j < S. Note que [um,m :
1, . . . , S) é a sazonalidade da séries, portanto estamos considerando que no = ,as,
p_m = MS.,” e um = Ms+km para todo inteiro k > 0.

Neste trabalho, visando a abordagem Bayesiana vamos deduzir a função de
verossimilhança e calcular os MLE do modelo (6).
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2.1 MLE do modelo PAR(pm)
A equação (6) não pode ser escrita diretamente para as observações do primeiro ano
(r = 1) quando pm > m. Para generalizar a equação (6) vamos definir r = rm, . . . ,n
com rm = 1 se m > pm e rm : 2 se m 5 pm. Assim a densidade de probabilidade
condicional de Z = [zt(r,m),r : rm, . . . ,n, m = 1, . . . ,S], é dada por:

f(zt(r,m)lzt(r,m)—la - - - azt('r,m)—pm) OC

'r pm

º< 7552 EXP “%(Zwm — ºm -Z Óm,j2t(r,m)—j)2 (10)
:=

Denotando por Zm : (Zt(rm,m)» . . . ,zt(n,m))' o vetor das n observações do mês m e
por ze = (zt(rm,m)_1, . . . , zt(rm,m)_pm)' as pm observações imediatamente anteriores à
Zm. A função de verossimilhança para Zm condicionada as observações Zo, é dada
por:

Pm(zm|Ómmi,Z0) ºC

'n PmT
º<' H Triz/2 exp(——2ª(2t(r,m) “ ºm * E Óm.jzt(r,m)—j)2l (11)

T=Tm j=l
Denotando por em = [cm, din], e por am = (ammm) , . . . , at(n,m))' o vetor dos resíduos '

associados às observações Zm, então a equação (6) pode ser escrita na forma matricial
como:

Zm = Xmâm + am (12)

onde Xm é uma matriz (n — rm + 1) >< pm dada por:

1 zt<rm,m)—1 Zt(rm,M)-2 ' ' ' ªewww—pm

Xm=.1.Z“""Í11'")—1 “(“"??me ÍÍÍ Z“'"ªf1.'fª)“f”" (13)
]— Zt“(n,m)—l

Á

Zt(n,m)—2 ' ' ' Zt(n,m)—-pm

Substituindo a equação (12) na (11) a função de verossimilhança para as observações
Zm é escrita como:

pm(Zm|9m, Tm, zº) oc Tyrª/ºx (14)

>< exp %%QO _ Xmâm)'(Zm — Xmemw

A função de verossimilhança (14) pode ser escrita como:

pm(Zm]0m, Tm, zo) oc fly-fm)” exp ífímuem _ “m)'(x;nxm)(am — fim) +

+ (zm — âm>'<zm — ªm)]; (15)



5", = (XÇnXm)“1(XÇ,,Zm) é o estimador de máxima verossimilhança para Bm e ªm =
Xmâm. O estimador de máxima verossimilhança para 737,1 é dado por:

“1 1: Z _
A , "" mAmTm ”_rm( ,, x,,,9,,,)(zm x a) (16)

A função de verossimilhança para Z condicionada à Zº é dada por

s
:o(ZIG, r, zo) = H pm(zm|am,rm, zo) (17)

m=1

Na equação (17), estamos denotando por 9 = (01, - .. ,05) e P = (7'1'1, ..., 751).
As propriedades assintóticas dos estimadores dos parâmetros qi", são apresen—

tadas em [5]

3 Modelos BCPAR(qm)
Considerando a série original Z = (“Empr = rm,...,n, m = 1,...,S,), com
Zt(r.m) > O, podemos calcular a séries transformada ZW = façªm,?“ = m,", . . . ,n,
m= 1,...,S] por:

(A) : ((zàrçm) _ 1)/A Ã # 0
(18)“T"”) 1n(Zt(r,m>) * = 0

Algumas variações da transformação (18) são propostas em [7], mas (18) é preferível
por ser contínua em A = O e ter um único parâmetro (A) a ser estimado junto com
os parâmetros do modelo da série transformada.

Assumindo que a série temporal transformada ZW é um processo PAR(qm), dado
por:

qm
.

fam) = dm +E am,jzfâm)_j + etmm) (19) —

j=1
2

Estamos considerando agora rm = 1 se m > qm e rm = 2 se m 5 qm, com qm < S
e WW) um processo com distribuição normal N (0,57%) com E(et(nm)€(nm)+k) = O,

para todo k 76 0 (vamos usar a notação 7”, = 1 /€,ºn > 0).
Procedendo da mesma forma que foi feito para o modelo PAR(pm), temos a

relação entre as médias ,dº“) = (n?), . . . , ”gªy e as constantes d = (dl, . . . , ds) dada
pela relação matricial:

Mp0): d (20)

A matriz M, dada em (9), agora tem seus elementos definidos pelos parâmetros do
modelo BCPAR<qm), como amd- = ——oz,,,,j para ]” 5 qm e am,]. = O para qm < j < S.

(A)Se thn) tem distribuição aproximadamente normal (essa é uma das propriedades



(A) 20)da transformação de Box—Cox), a variância V(zt(rlm)) = Um tem um estimador
assintótico eficiente [17], dado por:

qm

03,5» : gn +E am,-CSS,? (21)
j=1

(Ã)
ma"

.“ . (A)as covarrancras c t('r,m)
A

e Mín).

Para encontrar a relação entre ,um , 03,1 (média e variância da série original) e
>. 2 >. , . ., . , . . -Min), am( ) (media e varrancra da serie transformada), vamos consrderar a funçao

inversa da transformação de Box—Cox Zt(r,m) = G (432,va dada por:

são estimadas substituindo na equação (5) zt(r,m) e um por z

A

(» (Mirim) + Um A # 0
G(Zt('r,m)) _ (A) A _ 0

(22)
exp(zt(rym)) —-

e usar uma aproximação de segunda ordem (ver apêndice), dada por:

(A)
1 º“) 2

'

z — 1 — _m— 2#m GOL,") 1+2( A)
MWM

( 3)

(A) º (A) º
ofnz An(*)+lº” ——º-—- 1+- _— 24( "ª ) né,?“ 2 mi,?“ ( )

A aproximação de primeira ordem dada em [27] para a média e para a variância
são um & GWS?) e 03,1 % (Aug,?) + 1)2/A(0'7(à)/Ã/J,$à) + 1)2 respectivamente. Notamos
portanto, que a aproximação de primeira ordem para a média equivale a fazer A = 1

em (23). Porém, A = 1 significa não fazer transformação. Portanto, no cálculo do
valor esperado da série original é importante considerar uma aproximação maior que
um.

3.1 MLE para o Modelo BCPAR(pm)
Adotando para a série transformada o mesmo procedimento feito para a série origi—

_ . A ,x A
nal, denotamos as Observacoes de um determinado mes m, por 25”) = (z( )

t(rm,m), "'a
A A , v ;

3501170)“ o vetor de parametros por am = (am,1,am,2, .. . , amypm) e Bm = [dm am] .

Denotamos por em = (emmm), ..., emmy o vetor dos resíduos associado às ob—

$$)servações Z , então a equação (19) pode ser escrita na forma vetorial como:

Zíà) = Xíàwm + em (25)



com X),?) a matriz (n — rm + 1) >< qm dada por
(A) (A) (A)1 Z«mm)—1 ztomara—2 ' ' '

gram—qm
xii): 1 Zt(rm+1.m)—1 Zt(rm+1,m)—2 Zt<rm+1m)—qm (26)

1le Zu) zo)z,t('n.m)—---1 Z,t(nm)——2 Z,t(n m)— qm

A função de verossimilhança para Zm) condicionada às qm observações ZS“ =
[ ªlmª, ..., zfym m)_qm ) é dada por:

Pm(zrà)l,8m,'7m,/), ZÉ») oc 7,T(7713—rm)/2><

7111 A A
>< exp (ªgiam —.3£,à*)'(x£à>'xíà>)(3m — 35?) + (27)

+(Z$â> — 2535“)? — 25251)

Na equação (27) temos

3,2?) = (Xâil'Xíâl)“l(X5$)'Z£Íl) (28)

253) ___ Xíàâfj) (29)

A função de verossimilhança para a série original Zm é dada por

Wmmm“ zo) ocpm(z£n* (amam,) Zá”) flz*)(;m) (30)

em (30), J (zt(r,m),zt(âm)) = 36311») é o Jacobiano da transformação entre zm”) e
A)zí('r,m)'

_

Com B = (61, - -— ,,65) e F = (71— 1, ..., 7?) a função de verossimilhança com-
pleta para a série original, Z = (zwm), r = rm, . . . ,n, 77) = 1, . . . , S) é dada por

p(zm,r ) zo) = Hpm (zwlammm,Zá”) H zàgm) (31)
m=1 r=rm

O estimador de máxima verossimilhança B"?) é condicionado no parâmetro )(. Esse
tipo de estimador é denominado estimador profile de ,Bm. O estimador de máxima
verossimilhança profile

para1
vm“)é dado por:

ª;)“— n _ 3
———(z<**— xs3>B£à*)'(z£,** — Kg)/3,2?) (33)

O estimador de maxima verossimilhança para )( é calculado substituindo ,8m e 'ym

por 'É) e 7,9) no logaritmo da função de verosimilhança (31) e maximizando a
função:

S 11.

g(AIZ) oc Z((n——21)1n(?$))+(*—1)Zln(zt(r,m))) (33)
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Geralmente g(AIQ) é avaliada numericamente variando os valores de A em um in-
tervalo [—A0, A0] com um pequeno incremento. O estimador de A é dado por:

Ã= max ]g(/X|Z) (34)
AE[—A9,Ag

Os estimadores profile dos parâmetros HS,?) e 7773“) são dadas por:

35? = (xiã>'xsã>)*l<xsã>'z$3» (35)

A_ 1 A A
wmª” = T_T—(zw —X£3>6£à))'(Z$à) aging» (36)

As propriedades assintóticas de E,?)
, ªí,;m) e 3: ainda é um problema em aberto.

4 Modelo PAR(pm) Bayesiano
Iniciamos a abordagem Bayesiana para os modelos PAR(pm) especificando a densi-
dade de probabilidade a priori não informativa para os parâmetros Om : [cm, (JS;,J

e Tm. Para comparar com a abordagem de máxima verossimilhança vamos assumir
independência entre em e Tm, assumir que 0," tem priori constante e usar a densidade
a priori não informativa de Jeffrey para Tm dada por po(7'm) oc 1 /7'm. Assim a priori
não informativa conjunta é dada por:

Po(9m,Tm) ºº i (37)
Tm

Um segundo modelo considera densidade a priori informativa conjugada, com as
densidades a priori informativas para os Bm e Tm, m = 1,_: . . ,S, dadas por:

pº(9m|'rm) v— Normal(õo, (Tm20)"1) (38)

po(Tm) m Gama(ao, bo) (39)

Portanto pg (Hm, Tm) = po (Bmlrm)pº(7'm) é uma densidade a priori conjugada Normal-
Gama.

4.1 Posteriori do Modelo PAR(pm)
A densidade a posteriori para os parâmetros (Hm, Tm] é dadas por:

pmwm, rmlzm, zo) oc rirªm)” exp (—%[(em — ãmwxçnxmxam — fim) +

+ (zm — ãmwzm — a»)mama) (40)

Usando priori conjugada pode ser mostrado [3] que o estimador bayesiano, 557113) (sob
uma função de perda quadrática) é uma média ponderada entre o estimador de

9



, . . . MLEmaxrma veross1milhança ªm )

por:
e o parâmetro de localização da priori, 60, dado

673,53) = (XínXm + xD)—I(XÇnXmãlmMLE) + 5020) (41)

Este resultado afeta diretamente a estimativa da sazonalidade da série ªnº(wn) porque
o primeiro termo de É,?) é a constante cm, que está relacionada com a média sazonal
no mês m. Portanto uma informação a priori dada em 60, indicando uma carac—
terística específica para o mês m, é refletida diretamente em ªff). Essa pode ser
uma propriedade bastante interessante quando estamos preocupados com cálculos
de previsões de valores futuros da série.

A densidade a posteriori para os parâmetros do modelo PAR(pm), 6 = [Oh . . . .05]

e F = (rf 1, ..., 7571), assumindo independência entre [ºme] e [9m+k,rm+k] (não
esquecendo que Om = m+kS e Tm = Tm+kg para qualquer inteiro k > O), é dada por:

S

p(e,PlZ, Zo) : Hpm<0maTlem)Z0) (42)
m:]

Na equação (42), pm(0m,Tm|Zm,Zo), são as densidades a posteriori dadas pela
equação (40).

'5 Modelo BCPAR(pm) Bayesiano
Assumindo independência entre ,8m e 7m e considerando a priori não informativa
de Jeffreys para 'ym, a densidade a priori não informativa para os parâmetros ,Bm :
[dm,a;n]', 7m e A do modelo BCPAR(pm) é dada por:

p0(gm77mv A) OC& (43)
'Ym

Uma ampla discussão sobre a escolha de pow,,“ 77“, A) é dada em [20]. As densidades
a priori informativas para os parâmetros ,Bm, 'ym, m = 1, . . . , S. e A são dadas por

powm, 'Ym; A) = powmlwm, A)po(7mlà)po(à) (44)

com
pO(IBm|'l/ma A) “" NOTMCLKÓO, (7m20)—1) (45)

p0(')'m|)x) W Gama(vo,w0) (46)

Para a densidade p0(A) vamos considerar que A E [—A0, A0], com A0 E R, e vamos
considerar a transformação logaritmica que mapeia o intervalo [—A0, A0] nos reais,
dada por:

_
A + Ag

”_ln(A0—A> (47)
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de forma que para A —+ Ao temos 77 —> +00 e quando A —+ —Ao, temos 77 —> ——00 e
vamos assumir uma densidade a priori Normal para 17 dada por:

77 % Normal(0, afã) (48)

Notando portanto que n = 0 corresponde exatamente a A = 0, o que significa adotar
a transformação logaritmica zíâm) = ln(zt(r,m)), ou seja zt(r,m) tem distribuição log-
Normal. A função inversa de (47) é dada por:

: a(expm) — 1)
(1 + eX1E>(77))

Usando (49) o modelo BCPAR pode ser escrito usando o parâmetro 1] em lugar
de A, denotamos essa reparametrizaçao por Mn) dada por (49).

(49)

5.1 Posteriori do Modelo BCPAR(pm)
Para o modelo BCPAR(pm) a densidade a posteriori é dada por:

pmwm, 71:11 nIZm, Zo) ºc “r$—Tm)” expi—ZãlSWm A(n))+ (50)

+R(Ã(77))l + (à(n) _ 1)L(Zm)ipo(,3m,'7m|77)Po(77)

com L(Zm) = ZL”. ln(zt(rvm)) e:
'

som, m» = igor” — Éíà))'(Xíâ”X$))(Bm — as» (51)

Rom» = (zi? — %%%&) — 253» , (52)

A densidade a posteriori para os parâmetros do modelo BCPAR(pm), 'I! = [,61, . . . . 63],
F = (')/f 1, . . . , 751) e A, assumindo independência entre [Em, 'ym] e [lâm+k>7m+k] com
(Em = Úm+ks, e 'ym = 'Ym+ks, k inteiro positivo), é dada por:

S

p<w,r,nlz,zo) = H pmwmam, Mmlzm, zo) (53)
m:].

Na equação (53), pm(Bm, 'ym, AIZm, Zo) são as densidades a posteriori dada em (50)

5.2 Condicionais do Modelo BCPAR(pm)
A estimativa Bayesiana dos parâmetros do modelo BCPAR(pm) só podem ser obtidas
numericamente, neste trabalho vamos calcular essas estimativas usando algritmos de
simulação de Monte Carlo (MCMC). Mais especificamente, o algoritmo Gibbs sam-
pling [10] para os parâmetros ,Bm, '7m e o Metropolis—Hasting [11] para o parâmetro
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A. Para implementação destes algritmos é necessário escrever as densidades condi-
cionais a posteriori. Usando a equação (50) as densidades condicionais são:

A densidade condicional a posteriori para Bm é dada por:

pmcôml'l'm» 77, zm» zº) OC Vªiª—TM)” exp í—Py—én'sªâma ACU») p0(:8ml7m) (54)

A densidade condicional a posteriori para 7,11 é dada por:

pm(7ml6m> 7], zm) ZD) OC ”Yªz—Tm)” exp (”“?-Bcâm) ACU») p0(7m) (55)

com Bmw Mªl) = 506% a(º)) + 3007»-
A densidade condicional a posteriori para n é dada por:

pmlw, r, z, zo) cx expisommpom) (56)

com
S'

som» = 2 ª?“ (em, W)) + (Mn) — 1>L<zm> (57)

As amostras de A são calculadas com à(n) dado por (49) para cada 77 gerado da
posteriori condicional (56).

6 Previsão no Contexto Clássico
No contexto da máxima verossimilhança os valores futuros da série zt(n+h,m), h 2 1,

m = 1, . . . ,S (valores para o ano n+ h) têm um previsor de mínimo erro quadrático
médio (MMSE), não tendencioso, dado por 3t(n+h.m) = E(zt(n+h,m)|Z). Outra pre—i

visão que vamos considerar neste trabalho é a previsão de mínimo erro absoluto (ou
percentual ) médio (MMPE), neste caso a previsão ª(n+h,m), é dada pela mediana
da distribuição Pm(Zt(n+h,m)|Z)- Os erros de previsão considerados neste trabalho
são calculados por:

H
1 AMMSE = ÍÍ à(ztmnm) — zt(n+h,m))2 (58)

100 H
|Zt(n+h m) “ ª(n+h m)!MMPE = —— E :___________,' (59)H h_1 Zt(n+h,m)

Quando a densidade de probabilidade dos valores futuros [zt(n+h_m),h Z 1, m =
1, . . . ,S') é simétrica, como é o caso da distribuição normal, os estimadores MMSE
e MMPE coincidem.
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6.1 Previsão com PAR(pm)
Considerando o modelo PAR(pm) dado em (6), para o ano (n + h), h 2 1, temos:

Pm.

Zt(n+h,m) = em +Z Óm,jzz(n+h,m)-j + at(n+h,m) (60)
j=1

Usando a equação (60) EMM”) : E(zt(n+h,m)|Z) é dado por:

Pm

ª(ná—hmw) : Cm +Z Óm,jã(n+h,m)—j (61)
j=1

onde ã<n+h,m)_j = Zt(n+hlm)_j, se t(n+h,m)—j < Sn, j = 1, . . . ,pm. Para encontrar
uma forma recursiva de calcular as previsões ªmªm)» vamos definir o vetor Z fiz

com os S valores futuros da série, para um ano (n + h) e por afh os respectivos
ruídos, como:

% = (zt(n+h,,1)z Zt<n+h,2)a - - - »Zt(n+h,5))' (62)

ªf» : (ªt(n+h,1), ªt(n+h,z), - - - ,ªt(n+h,S))l (63)

EntãºadeIIOtand-º Pºr Ó =(Óm,1v' ' ' :Óm,S»m : 1, ' ' ' )S] e C : (Cl) ' ' ª 1 cm)/; pºde—
mos escrever (60) na forma matricial, por: '

_

AMZ». + C + B(45)th_1 = ªn. (64)

com C = (cl, . . . ,cs)' e A(ó) e BMS) são matrizes S >< S dadas por:

1 0 O 0
”—d>1,1 1 0 o —

AW) : "452.1 *Óm 1 0 (65)

—<Í>S.,s.—1 «bsl-522 41351.“ 1

"431,5 -Ó1,s—1 “(DLS—2 —<151,,1

0 “452,5 -<152,s-1 - - . *Óm
B(d>) = 0 0 —fl53,s -- - *4533 (66)

'ó' “& lgg“ ÍÍÍ «55,51
Assim, temos:

th= —A(q5)'ª(c + B<ó»th_1+A(<1»ªafh (67)

Denotando por Z fo as observações do último ano do histórico, ou seja:

Z fo = (Zt(n,1)a Zt(n,2)7 — - - ,Zt(n,S))' (68)
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e escrevendo a equação (67) para h = 1 temos a condição inicial para a equação
recursiva (67), dada por:

Zfl = —A(q>)“ª(c +Bmw + A(<25)"1ªf1 (69)

Assim, escrevendo (67) recursivamente, temos que:
h

_ h
zh. = — [(Aw» 1<c + B<4>»] zfo +Z Duna“ (70)

[:=]

com:
_] h—k —1Dm» = [AU/5) (C + B(d>))] AM) (71)

Assumindo que anula = 1,...,h são vetores aleatórios independentes com dis-
tribuição N (O, P), P : diag(7'1_ 1, . . . ,TST 1), então Z fh também é um vetor aleatório
normalmente distribuído com média E(Zf,_|Zfo) e matriz de covariância V(Z ,“ |Z fº).

No contexto clássico a previsão para o ano (n + h) usando as observações do
último ano n, ou seja as previsões h—passos a frente são calculadas como:

E<thlzfo> = — [<A<«»**<C+B<as»]”zfo (72)

A variância de Z fh condicionada a Zfº é dada por:

V(th [qu)=z ])lc((15(MW . (73)

As estimativas de E(thlZfº) e V(th'Zfº) são calculadas substituindo-seas estié
mativas qb e C nas equações (72) e (73) como:

A _ A A h
— [(Aus) 1<c + BW] zfº ' (74)

th=ZDkw>PDk<qsr (75)
k=l

As previsões dos valores futuros Z fh = (zt(n+h,m), m = 1, . . . , S), têm“ intervalos com
100(1 —— a)% de confiança calculados por à(n+h,m) :!: e(oz/2)x/?m, sendo à(nlrhm) a
previsão de zanª”), calculada em (74) e Em é o m—ésimo elemento da diagonal da
matriz S fh estimada em (75), que representa a variância da previsão Et(n+h,m)'

6.2 Previsão com BCPAR(pm)
Quando a transformação de Box—Cox foi usada para transformar a série original,
então a previsão da série original é calculada em função da previsão da série trans—

formada Para calcular a previsão da série transformada, escrevemos a equação (70)

para Z(h):

zx): [(A(a)'1(D + B(a))]
'ª
zgj) +Z Dk(a)€fk (76)
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com a equação (76), a previsão para ZÉ? é dada por:

_ hE(z(i>|z<:>)—— — [(A(a) *(D + B(a))] Z)? (77)

com D =(d1,...,ds) e a = (am,1,...,am_s, m = 1,...,S). A variância de Zªt) é
dada por:

VZ(ZÉ)! Z(â*)=Em a)PDk(a )' (78)

Substituindo os parâmetros em (77) e (78)
por suas estimativas, temos que:

A h
z<,*)= [(A(a)-1(D+B(a))] zjg) (79)

h

592213 a)er(a (80)
kz]

Para prever os valores futuros da série original Z fh, usa—se a transformação inversa
de Box—Cox, G(ztA) ) dada em (22)(T 7n)

Vamos considerar G(zt((r)m)) com as seguintes propriedades: Se Y = (yl, . . . ,ym)
é um vetor aleatório (1 >< m), então G(Y) : (G(y1), . . . , G(ym)) também é um vetor
aleatório (1 x m) e o valor esperado E(G(Y)|Z) = (E(G(y1)|Z), . . . ,E[G(yn)|Z)).

Usando a transformação inversa G(ZE.Í)) podemos escrever:
'

E(th(zfo) = EíG(ZS«i))IZSâ)] (81)

Uma previsão ingênua para Z fh é dada por:

z<”)= G(E(z<,**|z(**)) (82)

Z)? = Gªl?) (83)

com É“) dada pela equação ( 79).
Essa previsão ingênua não é a previsão de mínimo erro quadrático médio MMSE

e sim a previsão que minimiza a média do erro absoluto MMAE. Ou seja, Zgh) é a
mediana da função densidade de probabilidade condicional p(th|Zfº). Isso ocorre
porque, ao usar a transformação de Box—Cox, Z(Ã)|Z(É)na equação (76) têm dis-

'

tribuições simétrica (aproximadamente normal) e a média e a mediana de p(Z(Í)|Z(à))
coincidem. Então o percentil 50% de paginª?) (a média) é levado pela trans-
formação inversa no percentil 50% de p(th|Zfº) (a mediana). Quando A 76 1

a densidade de probabilidade condicional p(th|an) é assimétrica e a previsão
ingênua 233,2!) não coincide com a previsão MMSE ãfh' O cálculo da previsão
MSSE para ãfh só pode ser feito de forma aproximada. Neste trabalho vamos
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calcular as previsões MMSE usandg a aproximação de segunda ordem dada em
(23) e (24). Assim denotando por th = (ª(n+h,1),ã(n+h,2), . . . ,2,(n+h,s.))' e Z?) =
(3582 +h,1)> fajã:+“), . . . if(/lªws” e 353) é o m-ésimo elemento da diagonal da matriz
estimada S&ª), dada em (80). Então a previsão MMSE é calculada aproximadamente
por:

4» 1 V 39»)

zt(n+h,1) % G(Zt(n+h,m)) 1 + ª(1 _ A) T— (84)
Azt<n+hym) + 1

2

4x) / ªº)
.? % (Az + 1)2 * -——————— >< (85)'" “MW want,") +1

O cálculo dos intervalos de confiança para as previsões dos valores futuros Z fh =
(Zt(n+h,m), m = 1, . . . , S), pode ser feito de forma direta com a transformação inversa

>. /
G<ª£(13+h,m) ª: €cr/2 fªlª))-

7 Previsão Bayesiana
No contexto Bayesiano a previsão dos valores futuros Z fh, aSsumindo uma função de
perda quadrática é dada pela média da densidade preditiva p(th|ZfD). A previsão
E(th|Zfº) é dada por:

E(thlzfo) : / p(thlzfo)dth (86)
fb

A densidade preditiva p(th|Zfº) pode ser calculada usando-se a densidade a poste-
riori dos parâmetros do modelo. Denotando de forma geral a densidade a posteriori
por p(<I>|Z, Zº) (aqui © representa todos os parâmetros do modelo PAR ou BCPAR
utilizado para a série Z), então a densidade preditiva é dada por:

p<th|zfº> = Áp<th|<I>,Z)p<a>1z,zo>d<I> (87)

Na equação (87) a integral [<p representa as múltiplas integrais no espaço dos
parâmetros <I> Com a suposição de que os valores futuros são gerados por um modelo
PAR(pm) ou BCPAR(qm), então a densidade preditiva é condicionada somente nas
ultimas observações Zfº. Portanto, p(th|'I>,Zfo) é a verossimilhança dos valores
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futuros Z ;, condicionada ao conhecimento dos dados passados e dos parâmetros do
modelo. Substituindo (87) em (86) e trocando a ordem de integração, a previsão é
dada por:

E(zf,(zf,>= LE(zf,(<r>,z,o>p(<I>lz,zo)d«1> » (88)

Na equação (88) a previsão E(th|Zfº) é a média de E(th[<I>,'Zf0) com relação a
densidade a posteriori dos parâmetros do modelo utilizado que denotamos aqui por:

E(thlzfo) : EPíE(thle Zfo» (89)

Quando a transformação de Box-Cox é utilizada para transformar os dados, então a
previsão da série original, calculada usando a transformação inversa Z f:. = G(Z(fà) ),
é dada por:

E(zf,(zfo> = Ep(E(G(z<2»|<I> zfon ' (90)

Uma vantagem da abordagem bayesiana é que a densidade preditiva (87) e a pre—

visão (89) e (90) podem ser calculadas facilmente usando técnicas de Monte Carlo
associada com simulação MCMC (Gibbs sampling e Metropolis—Hasting).

7.1 Previsão com PAR(pm) Bayesiano
Para calcular a previsão para o ano (n + h) usando as observações do último ano
n, ou seja as previsões h-passos a frente com o modelo PAR(pm), vamos usar que
9," =(cm, gim), então 9= [01,....03] pode ser denotado por ('ª) ='[C, qb]. Da equação
(70) vemos que p(ZthG Y“, Z fo) é uma distribuição normal com média e variância
dadas por:

E(thl(ª, r, zh) = — [(Aus)—Rc + B(d>))]h zfº (91),

h

V(Zf,|9, P, Zfo)=E Dk(ó)PDk(d>)' (92)
k=l

A estimativa para E(th|Zfº) pode ser calculada por simulação de Monte Carlo
usando uma amostra (CU), dº), FU), j = 1, . . . , M] com [(CU), aim), Fm] = ([(cg),
(ibm), T(j)], m = 1, ...,S) gerada das densidades a posteriori pm(0m,TmIZm,Zo),
= 1,. ..,S, com Gm = (cm, (pm). A estimativa de Monte Carlo para E(thlZfo) é

dada por:

ãn= ——Z[(A( (<p<j>)*l(c<f>+B(c»<ª>)>] zfº (93)
j=1

A matriz de covariãncia de Z f». condicionada a Z fo é dada por:

V(thlZ.fo) : E(th lfh'zfo) _" E(thlzfo)E(anlZfo), (94)
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Considerando a relação:

E(th Ifhle) Pv Zfo) : V(thl61F,Zfo) + E(thlezrvZfo)E(thl(-)7F1Zfo) (95)

e tomando—se o valor esperado com relação a (G), I') em (95), chega—se a relação:

E(th :fhlzfo) : Ep[V(thl9, F, zfo))+ (96)

+ EPlE(thl97Fvzfo)E(thl91FvZfo)ll

Substituindo (96) em (94), a variância V(Zf,_|Zfo) é dada por:

V(thlzfo) : EP[V(th|9J F, Zfo)]+ (97)
+ EPlE(thle= Fr Zfo)E(th IQ, F, Zfo)ll+
__ EP[E(th|©, P, Zfo)lEPlE(th |G, F, Zfo)ll

O segundo termo em (97) é dado por:

th<th|a P, zfo) = E,, ( [(A(<ó)'1(C + B(d>))l" zfo (98)

a, [((C' + B<q»')A'(<z>)*ª]'ª)

A' estimativa de V(Zf,_|Zfº) pode ser calculada também por simulação de Monte
Carlo calculando-se as estimativas de cada um dos termos:

M h
A 1 . A , .

th=MZ (; Dkwº))r*º>nk(a><ª>)') (99)
j=1 =1

MA 1 . .

th=Mz th (thl6(])v FU)! Zfo) (100)
j=1

e substituindo-se (99), (100) e (93) na equação (97). A estimativa de Monte Carlo
para V(th|Zfº) é dada por:

th : Vfr. + th _ thzlf;l (101)

Os intervalos de credibilidade das previsões são calculados de forma direta por
G(3t(n+h,m) (oz/Z)) e G(Z(n+hym)(1—a/2)), onde ªmªm) (p) é o p—percentil de â<n+h'm).

7.2 Previsão com BCPAR(pm) Bayesiano
No contexto Bayesiano, as previsões h—passos a frente para a série transformada,
ou seja a previsão para o ano ('n + h), usando as observações do último ano n, são
calculadas da mesma forma como foi feito para o modelo PAR(pm), agora usando
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a notação D : (dl,...,ds) e [B", = [dm,am], então W : [BI, . . . .,Bs] pode ser de—

notado por III: [D, a]. O valor esperado e a variância da densidade condicional
p(z(,*)|111, 1“, A, z?))sã,o

E(ZW|!II P, A, z(,*>)= [(A(a)'l(D+B(a))]'ªzgg> (102)

e
h.

vagão, P, A, ZÉÉ))=Z D,,(a)rD,,(a)' — (103)
k=1

Considerar o termo:

M(A)(Zu)”, P Z(Ã))=Epí[(1à—1(D+B(a))]hz(f2) (104)

Z? [(<D'+B(a »A'<a)—] ]
Procedendo da mesma forma que foi feito para calcular a previsão sem a trans-
formação, usando uma amostra (Dm, a“), 70), A“), j = 1, ..., M] com [(DU),
a(º), FU), Am] : [[(dgâ), aª)), 753), Am], m = 1, ..., S) gerada das densidades a
posteriori pm(,8m,fym, AIZm, Zo), m = 1, . . ., S, com ,Bm = (cm, am),podemos estimar
a previsão da série transformada por:

'

M
1 . _ . . h (i) -

ZÉ) = —— E [(A(a(ª)) I(Dº) + B(a(º)))] Zª? ) (105)
j=1

A variância da previsão da série transformada é estimada calculando—se

M h
A<A>__ 1 ') A ' ' ,th 74-Z (Z Dk(ºl(] )Pmnkmºõ) (106)

(_J=l k=l *

M(A)=—MZ Mf,,(ZQUnlem PU) z(A(ª))) (107)
Mj=—1

com (105), (106)e (107), a estimativa de Monte Carlo para V(Z(fà)|Z(2) ) é dada por:

go) : ou) + ªah Z(A)Z(A)f (108)

A previsão de MMAE na abordagem Bayesiana é calculada da mesma forma que
na abordagem clássica, dada pela equação (83) Z(1:)G(Z(A))com o estimador de

Monte Carlo Z(f;.) dado em (105). A previsão MMSE Z f,, é calculada considerando
a aproximação de segunda ordem (84) e (85), para cada termo da equação (105).
Então denotando por
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ZWG) : (A(a(j))—1(D(j) + B(a (j)»h ZW“) (109)

ªl?m = ZDk<aº»fº>Dk<aº>Y
'

(110)
h:]

ªl?m = Mf (ZQWHBU') Pº)Zãº”) (111)

53%") = 95%) + MWU>— z<,*>z<,*>' (112)

os j— ésimos termos de (105), (1106), (107) e (108), a aproximação de segunda ordem
para 253,1): (&);thm), m : .,S] em função de Zªilu) : (23%WU), m :

.,S] e diag(S(fÍ)(j)]=
[%%%&]

), m : 1,...,S) é dada por: '

4 ) 4» 1 3530)º N G(z (j)) 1 + —(1 — Am) ———-———— (113)z,t(n+h. m) t(n+h,m) A .2 Aêf(72+h,m) (] ) + 1

,o) .

31710)z ().(J)Af(1z+hm) (j) + Dºnº) #— X
A

(114)
Amª

22,t(n+h
m)(J) +1

(l—AU) gº) '

1+
1 )(____/___m (J)

X _.
A)2 MNT—(nw,m)(J) + 1

Usando a equação (90) as previsão MMSE dos valores futuros Z fh = (Zumo, m), m——
1,. S] da série original são calculadas por:

1
M

ª(n+h,m)= M ”foi“,m) para m = 1, . . .S (115)
j=1

Os intervalos de credibilidade das previsões são )calculados de forma direta por
G(z ((73+h,m)(a/2)) e G(Aí(1z+h,m)(1—a/2)) onde”)z(n+h,m)(p) é o p—percentil Elm“,m).

8 Conclusão
Este trabalho apresenta uma abordagem Bayesiana para os modelos auto-regressivos
periódicos (PAR) e modelos PAR com a transformação de Box—Cox (BCPAR). A

transformação é adotada visando transformar séries com distribuição assimétrica
em uma série com distribuição aproximadamente normal e homocedástica. Esse
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trabalho mostra que, na abordagem Bayesiana, as previsões com modelos PAR e BC—

PAR podem ser estimadas usando algoritmos de MCMC. Quando a transformação
de Box—Cox é utilizada, a previsão de mínimo erro quadrático médio (MMSE) da
série original é estimada, em função da previsão da série transformada, usando uma
aproximação de segunda ordem. Um problema futuro em aberto ainda é a viabili-
dade computacional da abordagem Bayesiana para seleção de modelos.

A Apêndice: Aproximação de Segunda Ordem da
Transformação Inversa de Boo-Cox

Considerando a série original (Mum): r : rm, . . . , n, m = 1, . . . ,S], com zum") > O,
(A)
Mªn) '

(A) __
(Zt('r,m) 1)//) A # 0

z _“nm) lT1(Zt(r.m)) A— O

a séries transformada (z r : TW. . . ,n, m = 1, . . . ,S) é calculada por

(116)

Para encontrar a relação entre a média e variância da série original (um , cm) e
, , .. . , . A A

a media e varianaa da serie transformada (ll/Sn), am2( )) vamos considerar a função
inversa da transformação de Box-Cox zt(T'm)—_ G'(zt(r,m)), dada pºr:

A

(A) (”f(r)”) + Um A # 0
G(zt('r,m)) : (A) A __ 0

(117)
exp(zt(rym)) _

Com uma aproximação de segunda ordem para G(Zt(r)m)), temos
A Acetim,)N GW» + G'mfâxszmr uíà))+ (118)

A
+ %G”(p',(;>|))(zt((r),m)_ ”(A))z

Tornando-se o valor esperando em (118), temos

E (Zt(r,m)) GW($))+;ILG'T 53502“) (119)

Usando a relação (117) em (119), temos a aproximação de segunda ordem para a
média um dada por

aí,?)
2

limªG(H(1à)) “'ª“(1)(m) (120)

Uma aproximação de segunda ordem para 0,2” é calculada usando as equações (118)
e (119) na seguinte equação:
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A
E(Zt(r,m) — um)2 “ E (GK/$$$) )(ZEV)m) MW) + (121)

1
A (A) A >, 2

2

+5G"(u5,,2><z,,,,m,— “<,,,—>? —G”(ufm))a<*>)

Desenvolvendo-se a equação (121) chega—se facilmente na aproximação de segunda
ordem para of,, dada por

2 %
(Aufâ)+1)2————/Aº'2$)

[ _(— A)—2ªº] 122
(APSS? + 1)2 Wu??? + 1)2

( )

Note que fazendo A = 1 nos termos entre colchetes nas equações (120) e (122),
temos as aproximações de primeira ordem para ,um NGO/fâ?) e (IE,, N (Apºm)+
1)2/Ã01215A)/(ÃM_(;>1) + 1)2. Uma vez que a série transformada tem distribuição aprox—
imadamente normal (essa é uma das propriedades da transformação de Box-Cox),
então a média e a mediana da série transformada coincidem. Portanto G(”>) é na
verdade a mediana da série original. Portanto, a aproximação de primeira ordem
um N Gm,(A)) só é precisa se a média e a mediana da série original z“, ,,,) forem
próximas o que geralmente não ocorre em séries com distribuição assimétrica.
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