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Resumo

O objetivo deste trabalho € apresentar uma abordagem Bayesiana com densidade a
priori construida empiricamente para modelar as restricdes nos parametros do modelo
hipsométrico de Curtis em clones de Eucalyptus sp. As estimativas Bayesianas so cal-
culadas com a técnica de simula¢do de Monte Carlo em Cadeia de Markov (MCMC).
O método proposto foi aplicado a cinco conjuntos de dados reais e os resultados foram
comparados aos obtidos pelo método de minimos quadrados destacando-se a superi-
oridade da abordagem Bayesiana proposta.

1 Imntroducao

No inventério florestal a quantifica¢do das alturas das 4rvores € fundamental para clas-
sificar os povoamentos florestais de acordo com o potencial de producdo de volume de
madeira. Por outro lado, medir a altura de uma arvore grande exige muito tempo para sua



quantificacdo e geralmente € feita de forma indireta por isso € sujeita a erros, estes fatores
tornam a quantifica¢do das alturas das drvores uma operagdo onerosa.

Para contornar estes problemas, adota-se como pritica medir em uma certa drea (chmada
parcela) a altura e o didmetros de uma amostra das drvores e estas medidas de altura-
didmetro, sdo usadas para identificar modelos matemdticos que possibilitem estimar as
alturas das demais drvores contidas nas parcelas. Estes modelos matemaéticos que rela-
cionam a altura da 4rvore (H) com o didmetro do tronco, medidos a 1, 3m do solo, (Dap)
sdo conhecidos como relacdes hipsométricas.

A grande dificuldade da escolha do melhor modelo para representar estas relagdes hip-
sométricas deve-se a ndo linearidade da relacio entre as varidveis envolvidas e as restricdes
impostas aos parametros dos modelos, por razdes biolégicas (ver [9], [10]). Estes dois
fatores aliados tornam o ajuste de modelos matemdticos para representar as relagdes hip-
sométricas um problema de regressdo nao linear com restricdes nos pardmetros. Para que
as estimativas obtidas com estas equacdes sejam precisas os métodos € modelos adotados
tornam-se cada vez mais sofisticados (ver [10], [8]). A abordagem desse problema com os
métodos convencionais de inferéncia estatistica, tais como método de maxima verossimi-
lhanca e método de minimos quadrados torna-se ineficiente para considerar as restricdes
nos parametros de varios modelos propostos.

Neste trabalho vamos considerar um destes modelos proposto na literatura conhecido
como o modelo de Curtis [4]. O modelo de Curtis € um modelo relativamente simples dev-
ido a possibilidade de linearizacdo do modelo. Mas a presenca de restricdes nos pardmetros
torna o problema de inferéncia complexo.

Para resolver o problema de inferéncia com restri¢des nos pardmetros para o modelo de
Curtis, propomos neste trabalho uma abordagem Bayesiana (ver [2]). As restricées dos pa-
rdmetros sdo modeladas considerando-se uma densidade a priori empirica. As estimativas
Bayesianas a posteriori sdo calculadas com um algoritmo de simulagcdo de Monte Carlo em
Cadeia de Markov (MCMC), [6].

Os dados utilizados para testar a metodologia proposta foram coletados em florestas
plantadas de clones de Eucalyptus sp. da Votorantim Celulose e Papel (VCP), na regido de
Itapetininga na regido sul do estado de Sdo Paulo, com coordenadas geograficas dadas por
latitude 23°56’S, longitude42°21’'W, e altitude média de 655m.

2 Modelo de Curtis

O modelo de Curtis para representa a relagdo hipsométrica de arvores € dado por:

H = exp {fo — f1Dap™} )

os parametros deste modelo estio sujeitos as restricdes Sy > 0 e $; > 0. No modelo acima
(1), H representa a altura total da arvore e Dap o didmetro do tronco da drvore a uma altura
de 1, 30m do solo.



2.1 Estimador de minimos quadrados para o modelo de Curtis

Considerando o conjunto de observagdes D = {(H;, Dap;), i = 1, ...,n}. Sob a
hipétese de que a relagdo entre altura H e didmetro Dap para essa amostra € dada pelo
modelo de Curtis, podemos escrever para cada par (H;, Dap;) a relagdo linear:

Yi = Po— Pz + & 2

Onde estamos considerando y; = log H;, z; = 1/Dap; e e; é um erro de ajuste. Con-
siderando as n observagdes podemos escrever a relagio (2) na forma matricial como:

Y=XG+e 3)
comY = (y1,...,%n), X =(1',—x') sendo 1 = (1,...,1)’ um vetor (n x 1) somente
deuns e x = (z1,...,Z,) . Além disso temos e = (eq, ...,e,)" € B = (o, /1)’. Portanto o

estimador de minimos quadrados para o vetor de pardmetros [ irrestrito, pode ser calculado
de forma direta por: R
B =(X'X)"'XY @
A variancia do erro e pode ser expressa como o2 = E(e’e)/n. Portanto um estimador
ndo viciado para a varidncia o2 pode ser calculado como:

o® = n—l-—_l(Y — XB) (Y — XB) Q)

Devido ao pequeno tamanho (n) das amostras que geralmente sdo utilizadas em situ-
acOes priticas, as estimativas de minimos quadrados irrestritas para os parametros dadas
em (4) resultam, em muitos casos, em valores inconsistentes biologicamente, ou seja es-
timadores negativos que ndo permitem predizer corretamente a relacdo entre alturas e
didmetros das drvores ( além do que modelos com pardmetros negativos sdo inconsistentes
para predicdo de valores extremos tais como altura minima e méxima). Para resolver este
problema a solugdo € a inclus@o das restri¢cdes no problema de estimacdo dos pardmetros,
isso nos leva a considerar juntamente com a equagio (3) as restri¢des do tipo 3 € R, onde
R ={a; < B < b;,i =0,...,p}. Na defini¢do destas restricdes estamos considerando
inclusive os casos em que alguns ou todos os a; podem ser —oo € os b; podem ser +oc.
A solu¢@o numérica deste problema pode ser encontrada mas exige condi¢des iniciais ade-
quadas caso contririo implica em muitas dificuldades de convergéncia.

Para contornar essa dificuldade propomos uma abordagem Bayesiana para o célculo
dessas estimativas. Na abordagem Bayesiana as informagdes a priori sobre os pardmetros
podem compensar parcialmente a pouca informacio extraida somente dos dados quando
estes constituem uma pequena amostra.

3 Abordagem bayesiana do modelo de Curtis

A abordagem Bayesiana do problema de inferéncia dos pardmetros de um modelo as-
sume que estes pardmetros sdo varidveis aleatdrias e qualquer informag@o inicial sobre eles
pode ser modelada por uma fungdo densidade de probabilidade a priori. Combinando-se
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estas densidades a priori com a fun¢do de verossimilhanca dos dados, através do Teorema
de Bayes, chega-se a fun¢do densidade de probabilidade a posteriori. Denotando-se o vetor
de pardmetros de um modelo por 6, a densidade a priori por () e a fungdo de verossimi-
lhanga associada a um conjunto de observagdes D por L(|D), entdo a funcio densidade
de propabilidade a posteriori é dada por:

L(9|D)mo(9)
o L(6/D)mo(6)df

m(0|D) = (6)

A integral em (6) € uma integral miiltipla sobre o dominio de defini¢do dos pardmetros
0 € © que representa a constante normalizadora da densidade a posteriori, portanto € uma
fungio somente dos dados D observados. E comum se adotar a notagio de proporcionali-
dade para representar a densidade a posteriori, dada por:

m(0|D) o< L(6|D)mo(0) Q)

Para maiores detalhes sobre inferéncia bayesiana veja (Box e Tial, 1973),

3.0.1 A funcio de verossimilhanca

Para escrever a func¢do de verossimilhanca do modelo (1) vamos considerar que na
equacdo (2) o erro de ajuste e; € uma varidvel aleatéria independente e identicamente dis-
tribuida com distribui¢io normal N (0, 02). Desta forma a fungio de verossimilhanga para
os dados D = {(H;, Dap;),i = 1, ...,n} pode ser escrita como:

L(B:riD) = ()" exp {~T(¥ ~X8/(Y - X8)} ®)

onde estamos denotando por 7 = 1/02 > 0. Podemos reescrever (8) considerando o
estimador de minimos quadrados (3 dado em (4), assim temos:

n/f o~ ~ ~
LprD) = (5-)" e {-L [B-ByxX(8-B)+ B}  ©
onde estamos considerando S2(3) = (Y — XB)'(Y — X3).

3.0.2 Densidade de probabilidade a priori empirica

Para considerar as restri¢des do tipo 5 € R, onde R = {a; < f§; < b;, i = 1,
.., p}, vamos considerar densidades a priori conjugadas Normal-Gama Truncada para os
pardmetros assim, vamos considerar 3|7 « NT(8,, (7P)™*) e 7 «~ G(vp, Ao), ou seja,

temos:
1/2

m1(BI7) & gy e { ~5(8 = B0P(8 — o) } T (H) (10)

Em (10) 5y € o vetor de hiperpardmetros de locac@o e P € a matriz de precisdo, ambos
conhecidos. I1x(3) é uma funcgio indicadora tal que Ix(3) = 1se B € Re Ir(8) = 0caso
contrério. A densidade a priori para 7, dada por:

ma(1) oc 7 exp{—AoT} (11)
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Em (11) vg e A sdo hiperpardmetros também conhecidos. A priori conjunta é dada por:

mo(B, 7) = mi(B|7)m2(7) (12)

Neste trabalho vamos adotar uma abordagem empirica para a determina¢@o dos hiper-
paridmetros (3 e P. Para isso consideramos os percentis (Hp,, Dap,) e (Hg, Dap,), com
p < q, encontrados em dados histéricos coletados anteriormente as observacdes da amostra
D, os quais ndo ocorreram obrigatoriamente de forma pareada (neste trabalho consider-
amos nas aplicacdes p = 25% e ¢ = 75%, mas outros percentis podem ser considerados
sem perda de generalidade). Assumindo que o modelo de Curtis (1) € vélido para esses
percentis, podemos escrever:

_ Y9 —Up
foo =+ (zq - g,-,,) 2, 13)
Bro=— (yq_—yp> (14)
Tg — Tp

onde estamos considerando y;, = In(Hy), 2, = In(Dapy) para k = p,q e o = (Bo0, F1,0)'-
A matriz de precisdo P também pode ser encontrada de forma empirica considerando um
coeficiente de variagdo constante C'V; = v;/8,0, 7 = 0,1 que expresse a confianga nos
hiperpardmetros (y. Desta forma temos:

L__ 1.
i (CViB0)*

P = =0,1 (15)

Vamos assumir também que 3, e 3; sdo independentes a priori, de forma que P; ; = 0
parai # j, (1,7 = 0,1).
3.0.3 A densidade de probabilidade a posteriori
A densidade de probabilidade a posteriori para (3 e 7 é dada por:

7(B,7|D) o L(B,7)mo(B,7) (16)

substituindo-se (9), (10) e (11) em (16), temos:
m(8,r|D) o< /0 exp {~Z [(8-BYV(B—-B) + W+ 2| } Ie(8)  (17)

onde W = Y'Y + E’Vﬁ, V=(XX+P)e B é o estimador Bayesiano irrestrito, dado
por N R
B=(XX+P)'(X'X3 + Ps,) (18)

sendo que 4 = (X'X)~1X'Y é o estimador de minimos quadrado.

Para encontrar os estimadores Bayesiano a partir da densidade a posteriori conjunta
(17) vamos adotar um algoritmo de simulagcdo de Monte Carlo em Cadeia de Markov. Para
isso vamos gerar amostras das densidades condicionais posteriori, 7 (3|7, D) e n(7|3, D).



Da equag@o (17) encontramos que 3 tem uma densidade condicional a posteriori Normal-
Truncada, 8|7 ~NT(3, (rV) " )Ig(8). Portanto para considerar restricdes nos parimetros
a posteriori, podemos escrever:

,rn/ 24+

w(B|T, D) me

T =y ~
xp{ -2 [(B-BYV(6-B)| } 1a(8) 19)
onde K (ﬁ, V) € a constante normalizadora devido ao truncamento, dada por:

- bo ph1
KGV)= [ [ w@lr, D) 20)

Para gerar amostras de (3, vamos considerar uma varidvel aleatéria z = (z;, 22)' com
distribuigio normal, z|7 ~N(3, (TV)™"). Podemos gerar amostras de z|7, considerando
uma varidvel aleatéria uniforme v «~ U (0, 1) e usando a relagio dada por,

20 = Mo + w0¢>_1(u0) 21

21 =1 + @ ® (1) (22)

onde wy = /013 € a raiz quadrada do primeiro elemento da diagonal de (V)™ e fip = Bo
e z; € gerada considerando-se a distribui¢do de 2; condicionada a 2y com média e desvio-
padrdo dada por: _ _
B = B1 + 012057 (20 — Bo) (23)
@1 = (022 — 01207, 021)? (24)

Entdo, podemos estabelecer a relag@o entre z|7 « N(ﬁ, (V) e Blr v\NT(E, (rV) OIr(B)
considerando a relagdo encontrada em [1], dada por:

_o() o)

wi

, i=0,1 (25)

assim temos:

Bo = Jio + wod! [q) (Lﬁo) + g (q) (bo — ﬁo) - & <@_:_ZZ_O)>] (26)
wo wWo (Z)

By = 7y + &1 [q) (Lﬁl) o (q> <b1 —ﬁl) _ & (Lﬁl»] @7
w1 w1 w1

As equacgdes (26)-(27) indicam como podemos gerar valores dos pardmetros restritos
B = (Bo, /1) da distribui¢do truncada a partir da geragdo de varidveis aleatérias uniforme
U(o,1).

Portanto, a equacgdo (25) juntamente com as equagdes (21)-(22) podem ser usadas para
gerar valores dos pardmetros 3 = (fp, 51)" a partir dos valores gerados da distribui¢do nor-
mal irrestrita z = (2o, 2)’. Existe uma relacio deterministica entre as vardveis aleatorias 3
e z de forma que 7(8|z,7,D) = 1




Estamos agora em posi¢do de elaborar um algoritmo Gibbs Sampling para encontrar o
estimador Bayesiano de (3 e 7. Escrevendo a densidade a posteriori conjunta 7 (53, z,7|D),

como:
(6, 2z,7|D) = 7(B|z,7, D)n(z|T, D)n(7|D)

O algoritmo Gibbs Sampling para gerar amostras da densidade 7 (8, z,7|D), é obtido
com as densidades condicionais 7 (z|7, D), n(8|z,7, D) e a densidades « (7|3, D) que pode
ser obtida de (17).

Considerando-se a relag@o deterministica entre e z dada pela equagdo (25) combinada
com as equagdes (21) e (22) entdo a densidade condicional =(3|z,7, D), é dada por:

1 se (25) e (21)-(22) vale.

m(Blz,7, D) = { 0 caso contrario @)

Uma vez que dado z temos 3, entdo podemos considerar simplesmente a densidade
condicional 7r(7|8, D) para gerar amostras de 7 no algoritmo Gibbs Sampling e a densidade
(7|3, D), é dada por:

n(r|g,D) w rexp (= [(B-B)V(B-B) + W+2%|} (@9
No algoritmo Gibbs Sampling vamos adotar a seguinte notacio:
=5 -1
Bir, D~ NT (B, (rv)™) (30)

onde A(8) = (8—B)'V(8-0) + W.

O algoritmo amostrador de Gibbs utilizado para gerar amostras da densidade a posteri-
ori conjunta 7 (3, 7|, D) é dado por:
e Algoritmo Gibbs Sampling:
1. Faga j = 0 e considere a condicZo inicial, 7©.

2. Gerar 20+D|79), D ~N(B, (r0+9V) ™) e caloular u = (uo, u1) de (25)

3. Gerar os valores de $U*1) usando as equacdes (26) e (27).
4. Gerar 70+D de 70+D|B0+D) D G(n/2 + v + 1, A(BYT)+2))
5. Faca j «— j + 1 e repita os passos (2), (3) e (4).

Para encontrar os estimadores bayesianos obtidos via simulagdo de Monte Carlo adota-
mos o procedimento sugerido em [6]. Consideramos um periodo de aquecimento (burning)
de 50% das iteragdes iniciais. Os passos (2) , (3) e (4) do algoritmo Gibbs Sampling sdo
repetidos até que a convergéncia monitorada graficamente e com o critério de Geweke [5]
seja verificada. Entdo uma amostra € selecionada a cada 10 iteragdes. Denotando por



00 = {5, B9, gz)z’ yl)%, 70}, j =1,..., M a amostra resultante do algoritmo Gibbs

Sampling, os estimadores bayesianos obtidos via simulacdo de Monte Carlo sdo dados por:
L it
§OF°) = - > 96
j=1

E os intervalos de credibilidade [#MC (o), #MC(1 — o)) sdo estimados com base nos
percentis da amostra, dados por:

PGYC(a) <OMC <¥°(1-a))=1-a

4 Aplicacoes

4.1 Localizacio e caracterizacio da area

Os dados utilizados para testar a metodologia proposta foram coletados em florestas
plantadas de clones de Eucalyptus sp. da Votorantim Celulose e Papel (VCP), na regido de
Itapetininga na regido sul do estado de Sdo Paulo, com coordenadas geograficas dadas por
latitude 23°56'S, longitude42°21'W, e altitude média de 655m.

De acordo com Golfari (ver [7]), nesta regido a precipitacdo média anual é de 1600mm
e temperatura média anual de 20°C'. Os solos sido predominantemente Latossolo Vermelho
distrofico. :

4.2 Amostragem

Foi adotada a técnica de amostragem sistemética com intensidade amostral de uma
parcela a cada 10ha. As parcelas sdo mensuradas anualmente a partir do segundo ano dos
povoamentos. As parcelas tém forma circular com 4rea de 500m2. Dentro de cada parcela
sdo medidos os didmetros (Dap) de todas as drvores e a altura de 10 drvores centrais e das 5
arvores mais altas (chamadas drvores com alturas dominantes). Este procedimento resulta
em amostras com, no maximo, 15 medidas (H e Dap).

Os dados usados neste trabalho s@o referentes a 5 destas parcelas (que denominaremos
pelas letras A, B, C, D e E) que estdo localizadas em povoamentos com idades variando de
2 a 8 anos e diferentes espagamento entre as drvores. A parcela A foi mensurada em povoa-
mento de 2, 33 anos de idade e espacamento de 3,0 x 3,0m, a parcela B em povoamento
de 3,46 anos e espacamento de 4,0 X 2, 2m, a parcela C' em povoamento de 4,94 anos e
espacamento de 5,0 X 1,5m, a parcela D em povoamento de 6, 12 anos e espagcamento de
3,0 x 3,0m e a parcela E em povoamento de 7,64 anos com espagamento de 5,0 x 1, 8m.
Os dados das amostras utilizados nos ajustes, por parcelas sdo apresentados na Tabela 1.






